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面向多边缘制造场景的动态协作粒子群优化任务卸载方法
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摘要： 针对制造车间多边缘任务卸载过程中存在的资源分配不均、计算效率低下等问题，提出了一种基于动态协

作粒子群优化（Dynamic collaborative particle swarm optimization， DCPSO）的多边缘任务卸载优化方法。首先，

为提高初始解的质量以提升整体优化效率，设计了一种结合随机采样与适应度引导的贪心机制的混合初始化策

略，实现解的多样性与质量的平衡。然后，为了增强算法在复杂空间中的探索能力，构建了一种动态子群协作更

新机制，通过动态子群划分与自适应粒子更新，显著提升了收敛速度与子代解的质量。最后，进一步引入变异机

制增强算法的局部搜索能力，提升算法跳出局部最优的能力。实验结果表明，与 5 种基线算法相比，DCPSO 算法

在收敛性、稳定性和敏感性方面均表现出显著优势。
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Abstract: This paper addresses the issues of uneven resource allocation and low computational efficiency in 
the multi-edge task offloading process within manufacturing workshops. A multi-edge task offloading 
optimization method based on dynamic collaborative particle swarm optimization （DCPSO） is proposed. 
First， to enhance the quality of initial solutions and thereby improve overall optimization efficiency， a hybrid 
initialization strategy integrating random sampling and fitness-guided greedy mechanisms is designed to 
achieve a balance between solution diversity and quality. Second， to strengthen the algorithm’s exploration 
capability in complex spaces， a dynamic subgroup collaboration update mechanism is developed， employing 
dynamic subgroup partitioning and adaptive particle updates to significantly enhance convergence speed and 
the quality of offspring solutions. Finally， a mutation mechanism is introduced to augment the algorithm’s 
local search capability and improve its ability to escape local optima. Experimental results demonstrate that， 
compared to the five baseline algorithms， the DCPSO algorithm exhibits significant advantages in terms of 
convergence， robustness， and sensitivity.
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随着智能制造技术的快速发展，制造车间内各

类传感器、工业机器人和智能终端的数量呈指数级

增长，由此产生的计算密集型任务（如实时质量检

测、设备预测性维护和数字孪生等）对传统集中式

计算架构提出了严峻挑战［1⁃2］。原有的集中式处理

模式在应对海量数据并发处理时，暴露出响应延迟

高、带宽压力大且能耗激增等固有缺陷，已难以满

足现代智能制造系统对实时性、可靠性和能效的严

苛要求［3］。

此外，5G 通信技术的规模化部署正成为智能

制造发展的关键驱动力，其低时延特性推动制造业

加速向分布式边缘计算范式转型，以应对集中式计

算架构的固有局限。通过将计算任务就近上传至

车间网络边缘节点进行处理，并将处理结果实时回

传至设备，边缘计算能够有效满足工业物联网设备

的 实 时 计 算 需 求 ，同 时 显 著 降 低 系 统 延 迟 和

能耗［4］。

边缘计算问题通常可以归结为计算任务在工

业终端设备与边缘服务器之间的最优分配问题，需

要统筹节点计算能力、网络通信时延和系统能耗特

性等关键因素［5］。针对这一复杂优化问题，学界已

提出从传统基础调度优化方法（如先到先服务［6］和

轮询调度［7］）到启发式优化方法（包括蚁群优化［8］

和遗传算法［9］）等多种解决方案。其中，粒子群优

化（Particle swarm optimization， PSO）算法凭借其

简单性、有效性等优势，在分布式优化问题领域展

现出突出的应用潜力［10］。例如，Peng 等［11］在移动

边缘云计算中应用 PSO 实现连续不间断服务，李

金等［12］依托容器技术与粒子群算法的结合优化分

布式边缘节点资源利用率，Li 等［13］则基于 PSO 实

现云边协同框架下的电网数字化资源多目标优化

分配。然而，传统 PSO 算法在解决制造环境边缘

计算问题时依旧存在一些局限性。在初始化方面，

传统 PSO 的初始化阶段通常依赖随机采样，可能

导致复杂解空间中收敛缓慢［14］。在粒子更新方

面，大多数算法采用静态参数设置，难以适应制造

环境中异构且动态的工作负载特性［15］。此外，传

统 PSO 算法易陷入局部最优，特别是在高维搜索

空间中，粒子更新机制可能导致过早收敛，限制了

对全局最优解的探索能力［16］。

鉴于此，一些研究对传统 PSO 算法进行了改

进。Liu 等［17］以最小化时延为优化目标，通过引入

任务优先级并调整粒子速度更新概率设计了多元

粒子群算法。 Zhang 等［18］将混沌理论引入量子

PSO 进行时延能耗联合优化。申秀雨等［19］进一步

考虑边缘卸载场景中的安全需求，提出双层改进

PSO，通过优化初始化策略与迭代机制，有效降低

系统总代价。Velrajan 等［20］聚焦于用户服务质量，

提出引入“共振”参数的闭环自适应 PSO，动态计

算服务迁移的性能阈值。吴波等［21］设计了基于反

向学习与精英保留策略的粒子群算法，优化多基站

多任务卸载环境的系统性能。尽管现有研究在

PSO 的改进方面取得了显著成效，但这些改进措

施尚未从根本上解决算法固有的早熟收敛问题，粒

子群算法在收敛速度与全局搜索能力之间的平衡

仍有待进一步探索。

针对上述问题，本文提出一种动态协作粒子群

优化（Dynamic collaborative particle swarm optimi⁃
zation， DCPSO）算法用于解决制造环境下的多边

缘任务卸载问题。首先，采用一种混合初始化策略

生成初代种群，通过融合随机采样与适应度引导的

贪心机制，显著提升了初始解质量。其次，设计了

一种动态子群协作更新机制，实现动态子群划分和

自适应粒子更新，提高了收敛速度与子代解的质

量。最后，引入受遗传算法启发的变异机制［22］，有

效维持了种群多样性，增强了算法的局部搜索

能力。

本文的创新贡献主要体现在：

（1） 建立面向制造车间的多边缘任务卸载问

题的系统模型，通过加权代价函数综合优化计算时

延与能耗指标；

（2） 设计混合初始化策略，在保证粒子多样性

的同时大幅优化初始解质量，有效提高算法收敛

速度；

（3） 构建动态子群协作更新机制，实现全局动

态协同更新，减小群体早熟收敛的风险，提升对复

杂搜索空间的探索能力；

（4） 引入变异机制，有效避免算法陷入局部最

优解，维持了种群多样性，避免了算法陷入局部最

优问题。

实验结果表明，相较于基线算法，DCPSO 算

法在收敛性分析中表现出更快的收敛速度和更好

的求解质量，稳定性分析验证了其鲁棒性优势，进

一步的敏感性分析则证明该算法在不同规模的制

造场景中均具有更好的适应性。

1 多边缘任务卸载问题模型

1. 1　系统场景

目前，制造车间的网络拓扑结构多采用传统的

集中式或部分分布式架构，通常以中央服务器为核

心，各类自动化设备通过有线或无线网络连接至中

央服务器［23］。尽管该拓扑结构具有设计简单和成

本低廉的优势，但在实际应用中存在着一些缺陷。
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首先，集中式架构对中央服务器的依赖性强，一旦

服务器发生故障或过载，可能导致整个系统瘫

痪［24］。其次，传统架构在应对动态变化的计算需

求时，灵活性和扩展性较差，难以满足智能制造车

间对低延迟、高可靠性的要求。针对这些问题，本

文提出了一种基于多边缘任务卸载决策的系统模

型，通过设备层与边缘层的分布式协同架构，充分

利用边缘服务器的计算能力和设备的本地处理能

力，实现任务的高效分配与执行。

本文所构建的制造车间多边缘任务卸载决策

系统模型如图 1 所示。在整体，系统分为设备层、

网络层与边缘层。设备层由制造车间内的各类自

动化机械设备组成，包括但不限于数控机床、自动

导向车、工业机器人和自动化立体仓库等，是产生

计算任务的主体，其本身也具有一定的计算能力。

同时，每个设备配备一台 5G 客户前端设备（Cus⁃
tomer premise equipment， CPE），并通过 5G 物联

网卡接入运营商 5G 网络。网络层由运营商 5G 网

络和车间网络组成，负责设备层与边缘层之间的无

线通信与数据传输。其中，运营商 5G 网络下的 5G
核心网的用户面功能（User plane function， UPF）
与车间路由器之间通过通用路由封装（Generic 
routing encapsulation， GRE）隧道搭建端到端局域

网。边缘层由多台部署在制造车间内部的边缘服

务器组成，是执行计算任务的主体，每台服务器具

有较高存储能力与计算能力，其中一台作为边缘调

度器，负责收集全局信息，执行算法并做出卸载决

策。各边缘服务器通过无线方式接入车间路由器，

路由器通过 5G 专线接入运营商 5G 网络。

为了便于分析，本文对制造车间多边缘任务卸

载决策系统进行数学建模。假设制造车间场景中

包含 N 台机械设备，其序号为 n ∈ { 1，2，3，⋯，N }。
每 台 机 械 设 备 存 在 L 个 计 算 任 务 ，其 序 号 为

l ∈ { 1，2，3，⋯，L }。车间内共有 M 台边缘服务器，

其序号为 m ∈ { 1，2，3，⋯，M }。
每 台 机 械 设 备 的 模 型 用 Rn =

{ fn，P trans
n ，P comp

n ，Ln，H m
n ，Q n } 表示。其中：fn 表示机

械设备 Rn 的 CPU 频率，P trans
n 表示机械设备 Rn 的发

射功率，P comp
n 表示机械设备 Rn 处理任务时的功率，

Ln 表示机械设备 Rn 产生的任务数量，H m
n 表示机械

设备 Rn 向边缘服务器 Sm 传输数据时的上行链路

信道增益，Q n 表示机械设备 Rn 的 CPU 以正常频率

运行时所能承载的最大任务数。

每台边缘服务器的模型用 Sm = { fm，P comp
m ，Q m }

表示。其中：fm 表示边缘服务器 Sm 的 CPU 频率，

P comp
m 表示边缘服务器 Sm 处理任务时的功率，Q m 表

示边缘服务器 Sm 的 CPU 以正常频率运行时所能

承载的最大任务数。

每个任务用 1 个二元组 Dn，l = { an，l，bn，l }表示。

其中：Dn，l 表示第 n 台机械设备上的第 l 个任务，an，l

图 1 制造车间多边缘任务卸载决策系统模型

Fig.1 Multi-edge task offloading decision system model for manufacturing workshops
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表示该任务的计算位置，an，l ∈ { 0，1，2，⋯，m， ⋯， 
M }；bn，l 表示该任务的数据量大小，bn，l ≥ 0。由所

有任务的计算位置构成的卸载决策矩阵A为

A=
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úa1，1 a1，2 ⋯ a1，l
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⋮ ⋮ ⋮
an，1 an，2 ⋯ an，l N × L

（1）

式 中 ：当 an，l = 0 时 表 示 任 务 在 本 地 进 行 计 算 ，

an，l = m 时表示任务卸载至第 m 台边缘服务器进行

计算。由所有任务的数据量构成的数据矩阵 B为

B=
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bn，1 bn，2 ⋯ bn，l N × L

（2）

式中：当 bn，l = 0 时表示该任务不存在，bn，l > 0 时表

示该任务存在并具有相应数据量，且 Pr ( bn，l =
0 )= θ，Pr ( bn，l > 0 )= 1 - θ。通过这种方式，每台

机械设备可能拥有不同数量的有效任务，模拟了制

造车间中设备间任务量存在差异的情形。

本文进行如下假设：

（1） 边缘服务器地理位置固定，与各机械设备

之间的网络连接稳定。

（2） 在某一瞬时，设备层的每台设备任务数量

为 L，边缘层的每台服务器可以为任意一台设备提

供计算服务，且能够同时进行多个任务的计算。

（3） 任务卸载至边缘服务器进行计算后，设备

待机能耗忽略不计。

（4） 任务在边缘服务器计算完毕后，由于计算

结果数据量很小，其回传至设备的时延与能耗均忽

略不计。

1. 2　时延模型

1. 2. 1　本地计算时延

若任务 Dn，l 在机械设备 Rn 上本地处理（an，l =
0），本地计算时延 T local

l，n 的定义如式（3）所示。其

中，c 表示 CPU 处理 1 bit 数据所需要消耗的 CPU
周期数。由于机械设备的 CPU 计算能力有限，不

能承载过多的计算任务。因此，本文设置每台机械

设备的 CPU 以正常频率运行时所能承载的最大任

务数为 Q n，当设备当前任务总数 Q now
n 大于 Q n 时，

CPU 出现性能退化效应，调整后的机械设备 CPU
频率 f ′n 的计算公式如式（4）所示。

T local
l，n = bn，l ⋅ c

f ′n
（3）

f ′n =
ì

í

î

ïïïï

ïïïï

 fn  Q now
n ≤ Q n

fn ⋅ Q n

Q now
n

Q now
n > Q n

（4）

1. 2. 2　边缘计算时延

若任务 Dn，l 卸载至边缘服务器 Sm 处理（an，l =
m），其过程由传输和计算两个阶段组成。在传输

阶段中，机械设备 Rn 需要通过上行链路将计算任

务数据上传给边缘服务器 Sm。系统的上行链路采

用 正 交 频 分 多 址（Orthogonal frequency division 
multiple access， OFDMA）技术，根据香农公式的

定义可以得出任务 Dn，l 从机械设备 Rn 卸载到边缘

服务器 Sm 的传输速率 V m
n 为

V m
n = W × log2(1 + P trans

n × H m
n

W × N 0 ) （5）

式中：W 表示上行传输带宽，N 0 表示噪声功率频谱

密度。

任务 Dn，l 卸载至边缘服务器 Sm 时，传输时延

T m
n，l 计算公式如式（6）所示，计算时延 Tl，m 计算公式

如式（7）所示。本文考虑到边缘服务器的计算能力

有限，不能无限制地向一台边缘服务器进行任务卸

载。因此，本文设置每台边缘服务器的 CPU 以正

常频率运行时所能承载的最大任务数 Q m，当卸载

至某一台边缘服务器的任务总数 Q now
m 大于 Q m 时，

CPU 出现性能退化效应，调整后的边缘服务器

CPU 频率 f ′m 的计算公式如式（8）所示。

T m
n，l = bn，l

V m
n

（6）

Tl，m = bn，l ⋅ c
f ′m

（7）

f ′m =
ì

í

î

ïïïï

ïïïï

 fm Q now
m ≤ Q m

fm ⋅ Q m

Q now
m

Q now
m > Q m

（8）

综上，任务 Dn，l 卸载至边缘服务器 Sm 处理的

总时延 T edge
n，l 为

T edge
n，l = T m

n，l + Tl，m （9）
1. 3　能耗模型

（1） 本地计算能耗

任务 Dn，l 在机械设备 Rn 上本地计算时，其能

耗 E local
l，n 为

E local
l，n = P comp

n T local
l，n （10）

（2） 边缘计算能耗

任务 Dn，l 卸载至边缘服务器 Sm 计算时，其能

耗分为传输能耗与计算能耗两部分。传输能耗

E m
n，l 和计算能耗 El，m 计算公式分别为

E m
n，l = P trans

n T m
n，l （11）

El，m = P comp
m Tl，m （12）

综上，任务 Dn，l 卸载至边缘服务器 Sm 处理的

总能耗 E edge
n，l 计算公式为

E edge
n，l = E m

n，l + El，m （13）
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1. 4　卸载问题模型

根据上述模型，对于 N 台机械设备中的 N × L

个计算任务，它们的总时延 T total 和总能耗 E total 分

别为

T total =

∑
n = 1

N

∑
l = 1

L

( 1 - min ( 1，an，l ) )T local
l，n + min ( 1，an，l )T edge

n，l

（14）
E total =

∑
n = 1

N

∑
l = 1

L

( 1 - min ( 1，an，l ) ) E local
l，n + min ( 1，an，l ) E edge

n，l

（15）
将系统的总代价 F 定义为任务计算时延与能

耗的加权和，计算公式如式（16）所示。

F = λT total +( 1 - λ ) E total （16）
式中：λ 为时延权重因子，( 1 - λ )为能耗权重因子，

λ ∈ [ 0，1 ]。λ 越大，系统对时延的敏感程度越高，对

能耗的敏感程度越低。反之，系统对时延的敏感程

度越低，对能耗的敏感程度越高。λ 可根据实际情

况调整。

综上，卸载问题可描述为何种任务分配决策可

使得系统的时延与能耗加权和最小，即以最小化系

统总代价为优化目标。优化目标函数和约束条件

分别为

P1： min
A

{ F }

s.t.  C1： an，l ∈ { 0，1，2，⋯，m，⋯，M }

        C2：∑
k = 0

M

δ ( an，l，k )= 1      

        ∀n ∈ { 1，2，⋯，N }，    ∀l ∈ { 1，2，⋯，L }
（17）

式中：C1 表示每个任务的卸载决策 an，l 在取值范围

内取整数，C2 表示每个任务必须且只能在本地或

某一台边缘服务器上执行，不可分割。

2 DCPSO 算法

PSO 算法是一种经典的启发式群体智能优化

算法，广泛应用于任务分配、调度优化等领域。然

而，传统 PSO 算法在复杂高维问题中容易陷入局

部最优且收敛速度较慢。针对这些问题，本文提出

DCPSO 算法，通过改进初始化方法、优化粒子更

新 机 制 和 引 入 变 异 操 作 ，显 著 提 升 算 法 性 能 。

DCPSO 算法流程如图 2 所示。

2. 1　粒子编码

由于多边缘计算卸载问题是一种离散优化问

题，粒子位置矩阵中的值代表任务的卸载位置，因

此本文对粒子采用整数编码。粒子位置矩阵 A i 中

的每个元素 an，l ∈ { 0，1，2，⋯，m，⋯，M }。在 DCP⁃
SO 算法的每次迭代中，粒子的位置都会进行更新，

由于随机数的存在，会出现非整数位置值和超出合

法范围位置值，因此采用式（18）进行离散数值转

图 2 DCPSO 算法流程图

Fig.2 Flowchart of DCPSO algorithm
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换，并限制数值的合法范围。

A i ( n，l )=
ì
í
î

ïï
ïï
ë ûA i ( n，l ) 0 < A i ( n，l ) ≤ M

max ( 0，min ( A i ( n，l )，M ) )              其他

（18）
2. 2　混合初始化策略

对于启发式算法，初始化种群的质量直接影响

着算法的迭代速度与最终解质量［25］。经典 PSO 算

法通常采用随机初始化，初始解分布均匀但质量通

常较差，难以贴近优化目标。针对这一问题，DCP⁃
SO 算法提出一种结合随机采样和基于适应度引导

的贪心机制的混合初始化策略，在保证粒子多样性

的同时，有效降低初始种群适应度。

在进行种群初始化时，对其中比例为 α 的粒子

保留随机采样，确保解空间的广泛覆盖。对于另外

比例为 ( 1 - α )的粒子，采用基于适应度引导的贪

心机制进行初始化。在确定起点解时，模拟负载均

衡场景，将粒子 A i 的全部任务按 [ 0，M ]的顺序进

行分配。A i ( n，l )为

A i ( n，l )=
ì
í
î

ïï
ïï

U [ 0，M ] 1 ≤ i ≤ p ⋅ α

( n ⋅ L + l ) mod ( M + 1 ) p ⋅ α < i ≤ p

（19）
式中：A i ( n，l )表示第 i 个粒子的第 n 台设备中的第

l个任务，p 为种群大小，U 为均匀随机整数。

确定粒子 A i 的起点解后进行局部搜索。随机

选择 A i 中的 N × L/2 个任务，将每个任务的分配

位置依次修改为 [ 0，M ]，选择使得粒子 A i 适应度

最低的分配位置作为该任务的候选解，计算公式为

A i ( n，l )= arg min s F ( A n，l = s
i )    s ∈ [ 0，M ] （20）

式中：A n，l = s
i 表示A i 在 ( n，l )处的分配位置为 s。

局部搜索完成后，对粒子A i 中 5% 的粒子进行

随机扰动，从而得到粒子A i 的最终解为

A i ( n，l )= U [ 0，M ]    i ∈ ( p ⋅ α，p ] （21）
为了探究随机采样比例 α 对种群最优适应度

和粒子多样性的影响，从而确定 α 合适的取值，本

文在种群大小 p、机械设备量 N、单机任务量 L 和边

缘服务器数量 M 分别为 50、30、5 和 5 的测试环境

下进行仿真实验，并设置 α 取值范围为 [ 0，1 ]，步长

为 0.1。实验结果统计种群最优适应度和粒子多样

性随 α 增长的变化趋势。其中，粒子多样性采用平

均汉明距离（Hamming distance， HD）进行评价，在

本文中汉明距离 H ( A i，A j )指粒子 A i 与粒子 A j 位

置矩阵的每个对应元素值不同的次数之和，计算公

式如式（22）所示。包含 p 个粒子的粒子群的平均

汉明距离 H avg 计算公式如式（23）所示。实验结果

如图 3 所示。

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

H ( A i，A j )= ∑
n = 1

N

∑
l = 1

L

δ ( ai
n，l，aj

n，l )

δ ( ai
n，l，aj

n，l )={1    ai
n，l ≠ aj

n，l

0    ai
n，l = aj

n，l

（22）

H avg = 2
p ( p - 1 ) ∑

i = 1

p - 1

∑
j = i + 1

p

H ( A i，A j ) （23）

由图 3 中数据可知，在随机采样比例较低（0 ≤
α < 0.6）的情况下，种群最优适应度维持在较低水

平且上升缓慢，同时伴随着粒子多样性的快速增

加。随着随机采样比例的提高（0.6 ≤ α ≤ 1），种群

最优适应度的增长速率逐渐提高，并在 α = 1 时达

到最大值，而此时粒子多样性的增长幅度相对有

限。因此，为了兼顾较低的种群最优适应度和较优

的粒子多样性，本文确定随机采样比例 α 的值为

0.5，即种群中 50% 的粒子采用随机采样策略，另

50% 的粒子采用基于适应度引导的贪心机制。

混合初始化策略的伪代码如算法 1 所示。

算法 1 混合初始化策略

输入 : 种群大小 p，设备量 N，单机任务量 L，边

缘服务器量 M，随机采样比例 α。
输出: 初始种群 particles。
Begin:
（1） for i = 1 to p ⋅ α do
（2）   根据式 (19)为粒子 particles [ i ] 的每

个任务随机赋值

（3）   fitness [ i ]= F ( particles [ i ] )
（4） end for
（5） for i = p ⋅ α + 1 to p do
（6）   根据式 (19)确定粒子 particles [ i ] 的

起点解

（7）   for j = 1 to N × L/2 do
（8）    for m = 0 to M do

图 3 随机采样比例对种群最优适应度和粒子多样性的

影响

Fig.3 Effect of random sampling ratio on population 
optimal fitness and particle diversity
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（9）      根据式 (20)对粒子 particles [ i ]
的起点解进行局部搜索得到候选解

（10）    end for
（11）   end for
（12）    根 据 式 (21) 随 机 扰 动 粒 子

particles [ i ]的候选解中 5% 的任务得到最终解

（13）   fitness [ i ]= F ( particles [ i ] )
（14） end for
（15） best_particle=particles[argmin(fitness)]
End

2. 3　动态子群协作更新机制

经典 PSO 算法中，所有粒子在全局搜索空间

内搜索时会逐渐趋向于聚集在某个区域，种群多样

性迅速降低，导致群体过早收敛到局部最优解。为

了解决这一问题，本文在所提 DCPSO 算法中引入

一种动态子群划分策略。设计将粒子群划分为多

个子群，每个子群独立进行局部优化，并在满足某

种条件时，子群之间进行信息融合。与此同时，在

每个子群内部使用自适应粒子更新策略，通过自适

应惯性权重与改进的粒子步长更新公式进行粒子

位置更新。

DCPSO 算法在每一次迭代前，根据每个粒子

的适应度值 F ( A i )，将种群中的 p 个粒子进行升序

排序，得到排序后的索引序列，如式（24）所示。然

后，将排序后的粒子分配到 q 个子群，每个子群包

含 p/q 个粒子，按式（25）所示的方式进行分组。

O = arg sort ( F ( A 1 )，F ( A 2 )，⋯，F ( A p ) ) （24）

Gi =
ì
í
î

ïï
ïï

O [ i - 1]，O [ i - 1 + q ]，⋯，O
é

ë

ê
êê
ê
ê
êi - 1 +

( p
q

- 1) q
ù

û

ú
úú
úü
ý
þ

ïïïï
ïï
     i = 1，2，⋯，q （25）

式中 Gi 表示第 i个子群。

通过上述升序排序和间隔分配的方式，使得每

个子群均包含从最优到较差的粒子，确保子群内适

应度分布的多样性，避免了单一子群内粒子性能过

于集中，增强搜索能力。

完成子群划分后，在子群 Gi 内，对每一个粒子

进行位置更新。当前粒子 A i 的位置更新步长 S i 综

合考虑子群最优粒子 A lbest 和全局最优粒子 A gbest，

计算公式为

S i = ω [ r1 ( A lbest - A i )+ r2 ( A gbest - A i ) ] （26）
式中：r1，r2 ∈ [ 0，1 ] 为随机数，ω 为自适应惯性权

重。为了在迭代初期促进全局搜索而在迭代后期

加强局部搜索能力，ω 通过当前迭代次数进行自适

应调整，计算公式为

ω = 1 - ( t
T ) 5

（27）

式中：t为当前迭代次数，T 为最大迭代次数。

粒子更新步长 S i 确定后，第 t + 1 代粒子位置

A t + 1
i 通过在第 t 代粒子位置 A t

i 的基础上叠加步长

S i 得到，计算公式为

A t + 1
i = A t

i + S i （28）
动态子群协作更新机制伪代码如算法 2 所示。

算法 2 动态子群协作更新机制

输入： 初始种群 particles，最大迭代次数 T，种

群大小 p，子群数 q。

输出: 全局最优粒子 gbest_particle。
Begin:
（1） for t = 1 to T do
（2）   根据式(24)对种群进行排序

（3）   根据式(25)对种群进行子群划分得到

q 个子群，每个粒子记为 sgparticles [ i ] [ j ]
（4）   根据式(27)计算当前代的惯性权重 ω
（5）   for i = 1 to q do
（6）    for j = 1 to p/q do
（7）      根 据 式 (26) 计 算 粒 子

sgparticles [ i ] [ j ]的更新步长 Sj

（8）      根 据 式 (28) 更 新 粒 子

sgparticles [ i ] [ j ]的位置并记录为 new_position
（9）      if Random < 0.1 then
（10）       根据算法 3 对 new_posi⁃

tion进行变异

（11）     new_fitness = F ( new_position )
（12）       if new_fitness <

sgfitness [ i ] [ j ] then
（13）       sgparticles [ i ] [ j ]=

new_position
（14）        if new_fitness <

gbest_fitness then
(15)          gbest_particle =

new_position
(16)    end for
(17)   end for
(18) end for
End

2. 4　变异机制

在粒子完成位置更新后，为维持种群多样性，

本文所提 DCPSO 算法引入变异机制对粒子的新

位置 A t + 1
i 进行扰动。对于第 t + 1 代粒子的位置

A t + 1
i ，设定变异概率 σ 为 0.1，通过生成随机数 r3 与

σ 进行比较以决定是否触发变异操作。若 r3 < σ，

406



第 2 期 唐敦兵，等：面向多边缘制造场景的动态协作粒子群优化任务卸载方法

则在该粒子的位置矩阵中随机选取 1~5 个任务，

对其卸载决策进行随机调整，从而生成一个新解

A t + 1
i ′，计算公式为

A t + 1
i ′=

ì
í
î

A t + 1
i                                                           r3 ≥ σ

A t + 1
i ( n，l )= U [ 0，M ]     k ∈N，1 ≤ k ≤ K，r3 < σ

（29）
式中：K = U [ 1，5 ]，r3 ∈ [ 0，1 ] 为随机数，σ 为变异

概率。

变异机制伪代码如算法 3 所示。

算法 3 变异机制

输入: 粒子 particle。
输出: 新粒子 new_particle。
Begin:
（1） K = RandomInteger ( 1,5 )
（2） for k = 1 to K do
（3）    n = RandomInteger ( 1,N )， l =

RandomInteger ( 1,L )
（4）    particle [ n,l ]=

RandomInteger ( 0,M )
（5） end for
（6） new_particle = particle
End

3 实验仿真与分析

为验证本文所提出的 DCPSO 算法的有效性，

采用多维度评估方法和递进式实验设计，系统分析

DCPSO 算法的性能特征。首先，通过收敛性实验

构建算法性能评估基准，与 PSO、王泽等［26］提出的

遗传⁃二进制粒子群（Genetic algorithm⁃binary parti⁃
cle swarm optimization， GA⁃BPSO）算法对比初始

解质量、收敛速度与最终解质量，确立算法在单次

优化中的理论优势。然后，通过稳定性实验的重复

性测试，与上述两种算法对比鲁棒性特征，验证

DCPSO 算法优势的稳定性。最后，开展敏感性实

验，通过构建不同规模的系统测试场景，将 DCP⁃
SO 算法与 5 种基线算法进行对比，揭示算法性能

随问题复杂度变化的规律及优势的普适性。

在本节实验中，使用 Python 3.11.3 进行算法

实现，系统运行环境为 win10 64 位操作系统，硬件

配置为 13th Gen Intel（R） Core（TM） i9⁃13900KF 
3.00 GHz处理器，32 GB 内存。

3. 1　参数设置

实验参数的设置对算法性能和实验结果的影

响很大，对于一些常用基本参数，本文参考相关文

献进行设置［27］。实验参数如表 1 所示。

3. 2　基线算法

本文采用控制变量法研究 DCPSO 算法的性

能表现，重点考察算法自身特性及系统规模变化对

优化效果的影响机制。本文选择 5 种算法作为对

比基线，包括 3 种常见规则策略［28］、经典粒子群算

法以及一种近期的改进算法，具体算法详述如下。

（1） 全本地（LOCAL）：各机械设备的计算任

务由其自身完成，不进行卸载。

（2） 全卸载（EDGE）：所有机械设备的计算任

务均卸载至边缘服务器。

（3） 全随机（RANDOM）：每个任务的计算位

置随机生成。

（4） PSO。

（5） GA⁃BPSO。

3. 3　仿真实验及分析

3. 3. 1　算法收敛性验证

为了研究 DCPSO 算法的收敛特性，定量评估

算法的性能优势，本实验在 30 台机械设备（单机任

务量为 5 个）和 5 台边缘服务器的测试环境中，对

PSO、GA⁃BPSO 和 DCPSO 算法进行仿真实验，统

计实验结果如图 4 及表 2 所示。

由实验结果可知，在初始解质量方面，PSO、

GA⁃BPSO 和 DCPSO 算 法 系 统 总 代价 分 别 为

9 248.81、8 545.87和 7 463.48，DCPSO 相较于 PSO

表 1 实验参数

Table 1 Experimental parameters

参数
fn/GHz
P trans

n /W
P comp

n /W
H m

n

Q n

fm/GHz
P comp

m /W
Q m

bn，l/Mbit
θ

c/（cycle·bit-1）

数值

0.5~2.5 
0.1~0.5 

10
2×10-10~2×10-6

5
5~10

30
20

0 或 1~50
0~0.1
1 000

参数

W/MHz
W × N 0/W

λ
N
L
M
p
q
T
α
σ

数值

2 
1×10-9

0.5
10~50
2~10

5
50
10

200
0.5
0.1

图 4 算法收敛性分析

Fig.4 Analysis of algorithm convergence
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与 GA⁃BPSO 分别降低了 19.3% 和 12.7%，证实了

混合初始化策略的有效性。在收敛速度方面，PSO
算法于 142 代收敛，收敛速度较慢，且在迭代过程

中多次出现停滞现象，印证了经典 PSO 算法局部

搜索能力不足的理论缺陷。GA⁃BPSO 算法收敛

代数减少至 103 代，但仍存在类似的局部优化瓶

颈。相比之下， DCPSO 算法收敛于 29 代，收敛速

度明显提升，且未出现前两种算法中的停滞现象。

在最终解质量方面，DCPSO 算法系统总代价为

6 609.67，较 PSO 和 GA⁃BPSO 分别降低了 12.5%
和 11.0%，其中 PSO 算法和 GA⁃BPSO 算法对应

的 系 统 总 代 价 分 别 为 7 554.31 和 7 422.76。 此

外，全本地模式、全卸载模式及全随机模式的系

统总代价分别为 12 459.04、9 613.36 和 8 621.88，
均显著高于上述 3 种算法。上述实验结果充分

验证了 DCPSO 算法在收敛性和优化能力方面的

优越性。

3. 3. 2　算法稳定性验证

为进一步验证 DCPSO 算法性能优势的稳定

性并系统评估其鲁棒性特征，本实验在 30 台机械

设备（单机任务量为 5 个）和 5 台边缘服务器的测试

环境中，分别对 DCPSO 算法及 5 种基线算法进行

50 次独立运行。统计实验结果如图 5 及表 3 所示。

由实验结果可知，在全本地模式下，由于所有

任务均在设备本地执行，不存在资源竞争，系统总

代价恒为 12 459.04。全随机模式的系统总代价平

均值为 9 144.94，相较于全卸载模式的 9 932.90 更

低，这是因为全随机模式在一定程度上利用了本地

计算资源，减轻了边缘服务器的计算负载，从而降

低了系统总代价。PSO、GA⁃BPSO 和 DCPSO 算

法系统总代价平均值分别为 7 545.73、7 373.98 和

6 599.07，DCPSO 相较于 PSO 与 GA⁃BPSO 分别

降低了 12.5% 和 10.5%，表明 DCPSO 算法的优化

能力优势具备良好的可复现性。更重要的是，

DCPSO 算 法 系 统 总 代 价 标 准 差 仅 为 55.59，是

PSO 算法的 41.7%，GA⁃BPSO 算法的 49.7%，全

随机模式的 14.8%，全边缘模式的 18.4%，充分体

现了 DCPSO 算法受随机因素的影响更小，鲁棒性

更优。上述实验结果表明 DCPSO 算法在优化结

果的稳定性方面具备显著优势。

3. 3. 3　算法敏感性分析

尽管上述实验表明了 DCPSO 算法具有良好

的收敛性与稳定性，但为进一步地探索 DCPSO 算

法在不同系统规模场景下的普适性，本节分别在不

同设备量（10~50 台）、单机任务量（2~10 个）和数

据量（10~50 Mbit）3 个维度开展对比实验，每个实

验仅改变单一维度参数，以揭示算法性能随问题复

杂度的变化规律。

（1） 设备量的影响

为了测试设备量对于系统总代价的影响，本实

验采用渐进式测试方案，将机械设备规模从 10 台

逐步扩展至 50 台（单机任务量为 5 个），边缘服务器

数量保持 5 台不变。实验结果如图 6（a）所示。

分析实验结果可知，全本地计算模式由于设备

图 5 算法稳定性分析

Fig.5 Analysis of algorithm stability

表  3 算法稳定性数据

Table 3 Data of algorithm stability

指标

最大值

最小值

平均值

标准差

LOCAL
—

—

12 459.04
—

EDGE
10 691.27
9 532.96
9 932.90
301.69

RANDOM
10 152.96
8 435.41
9 144.94
376.48

PSO
7 834.10
7 279.80
7 545.73
133.37

GA⁃BPSO
7 629.61
7 181.29
7 373.98
111.79

DCPSO
6 695.50
6 490.99
6 599.07

55.59

表 2 算法收敛性数据

Table 2 Data of algorithm convergence

指标

初始解

收敛代数

最终解

LOCAL
—

—

12 459.04

EDGE
—

—

9 613.36

RANDOM
—

—

8 621.88

PSO
9 248.81

142
7 554.31

GA⁃BPSO
8 545.87

103
7 422.76

DCPSO
7 463.48

29
6 609.67
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间无资源竞争且单机任务量恒定，系统总代价呈现

理想的线性增长趋势。相比之下，其他 5 种卸载模

式则因设备间存在资源竞争而表现出显著的非线

性特征。此外，当总任务量不超过边缘服务器总最

大正常负载（M ⋅ Q m）时，全卸载模式凭借边缘服务

器的计算优势表现更优；而超过该阈值后，边缘服

务器性能退化效应使得系统时延和能耗呈现指数

级恶化，全随机模式因能有效利用本地计算资源而

实现对全卸载模式的反超。

在所有测试场景中，3 种启发式算法均表现出

显著优势，尤其是 DCPSO 算法，其系统总代价相

比 PSO 和 GA⁃BPSO 算 法 分 别 降 低 了 6.7%~
25.3% 和 4.8%~20.4%。此外，DCPSO 的曲线增

长速率相较次优算法平均下降了 18.0%。这些结

果不仅体现了启发式方法在多边缘卸载优化任务

中的有效性，更突出展示了 DCPSO 在时延⁃能耗

联合优化方面优越的规模适应性。尤为值得一提

的是，在设备数量突破临界值后，DCPSO 的性能

衰减程度远低于其他算法，这一特性为实际工业场

景中的规模扩展提供了技术保障。

（2） 单机任务量的影响

为了测试单机任务量对于系统总代价的影响，

本实验在固定 30 台机械设备和 5 台边缘服务器的

测试环境下，通过逐步增加单机任务量（2~10 个）

构建了总任务量 60~300 个的渐进式测试场景。

实验结果如图 6（b）所示。

分析实验结果可知，随着系统总任务量的持续

增长，6 种算法均呈现出显著的非线性代价增长特

征，这种变化趋势源于计算资源过载引发的性能退

化效应。值得注意的是，当单机任务量超过 4 个/
台（即总任务量超过边缘服务器总最大正常负载

100 个）时，系统性能呈现加速恶化态势，这一现象

产生的主要原因是边缘服务器负载的饱和。

从全部测试结果来看，3 种启发式算法均取得

了较为显著的优化成效。其中，DCPSO 在系统总

代 价 方 面 较 PSO 和 GA⁃BPSO 分 别 降 低 了

10.0%~30.5% 与 6.5%~22.3%。 同 时 ，DCPSO
算法曲线的平均增长速率也较次优算法降低了

21.5%。这些表现充分说明 DCPSO 不仅能在不同

任务密度下保持较强的时延⁃能耗平衡能力，而且

在高负载场景（单机任务量>8 个/台）下展现出更

稳健的性能衰减曲线，为突发任务激增等实际场景

的资源调度提供了可靠的解决方案。

（3） 数据量的影响

为了测试每个任务的数据量对于系统总代价

的影响，本实验在固定 30 台机械设备（单机任务量

为 5 个）和 5 台边缘服务器的测试环境下，通过调控

任务数据量（10~50 Mbit）构建了线性变化的测试

场景。实验结果如图 6（c）所示。

分析实验结果可知，系统总代价随数据量增长

呈现线性上升趋势，这一现象源于两种不同的作用

机制。对于本地计算任务而言，数据量增加直接导

致低性能设备计算时延的显著提升。对于卸载至

边缘的计算任务而言，数据量增加导致传输时延上

升，而边缘服务器的高计算性能使计算时延影响相

对较小，故传输时延是系统总代价增长的主导

图 6 算法敏感性分析

Fig.6 Analysis of algorithm sensitivity
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因素。

综合各种数据量的实验结果，3 种启发式算法

均显示出较好的优化能力，DCPSO 算法尤为突

出，其系统总代价相较 PSO 和 GA⁃BPSO 分别降

低 10.7% 与 7.5%，且其系统总代价增长速率比次

优算法降低 7.5%。上述实验数据表明，DCPSO 算

法能够在不同的数据规模场景下有效实现边缘层

与设备层资源的协同利用，进而达到更优的时

延⁃能耗整体优化效果。

4 结   论

本文针对制造车间环境下的多边缘任务卸载

优化问题，创新性地提出了 DCPSO。在问题模型

层面，通过构建基于多目标加权代价函数的系统优

化模型，实现了计算任务时延与设备能耗的协同优

化。在算法设计层面，DCPSO 的核心创新体现在

3 个方面。首先，混合初始化策略创造性地将随机

采样与基于适应度引导的贪心机制相结合，在维持

种群多样性的同时显著提升了初始解的质量。其

次，动态子群协作更新机制通过动态子群划分策略

和自适应粒子更新规则，有效克服了传统 PSO 算

法在复杂搜索空间中易出现的早熟收敛问题。最

后，变异操作增强了算法跳出局部最优解的能力。

实验验证表明，相较于现有基线算法，DCPSO 在

收敛速度、求解质量和鲁棒性等方面均展现出显著

优势，并且在不同规模的系统场景中均有更好的性

能表现。在未来的研究中，将针对 DCPSO 算法参

数敏感性、场景普适性和混合初始化策略的计算复

杂度以及理想假设与实际环境差异等局限性展开

进一步优化。
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