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数据驱动下的机器人轴孔装配研究综述
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摘要： 轴孔装配作为制造业核心工艺，其智能化对产品精度与可靠性至关重要。传统人工算法存在模型依赖强、

自适应不足等问题，而数据驱动方法通过从数据中隐式学习响应模式，展现出良好的泛化性能。本文系统综述

了基于数据驱动的轴孔装配技术，从环境感知、装配控制及任务课程设计梳理进展。分析了智能体在轴孔装配

中的感知、任务理解与控制以及课程设计对任务的影响，并针对现有研究在动态响应、鲁棒性及任务理解等方面

的瓶颈，展望未来研究需聚焦以任务需求为引导的低成本感知、先验知识+数据驱动的决策框架、未知任务空间

的性能评估、以及探索人机共融下的任务理解与控制。
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Data‑Driven Robotic Shaft‑Hole Assembly: A Review

WANG Zhanxi， ZHANG Banghai， LI Jingde， LUO Ziyan， ZHENG Chen
（School of Mechanical Engineering， Northwestern Polytechnical University， Xi’an 710072， China）

Abstract:  Shaft‐hole assembly， as a core manufacturing process， critically determines product precision and 
reliability through intelligent advancement. Traditional manual algorithms suffer from strong model 
dependency and insufficient adaptability， whereas data-driven methods exhibit promising generalization 
capabilities by implicitly learning response patterns from operational data. This paper systematically reviews 
data-driven shaft-hole assembly technologies， organizing advancements across three dimensions： 
Environmental perception， assembly control， and task curriculum design. It analyzes agent perception 
mechanisms， task comprehension-control interactions， and curriculum design impacts in shaft-hole assembly. 
Addressing current bottlenecks in dynamic response， robustness， and task understanding， the study proposes 
future research directions： Task-oriented low-cost perception systems， prior knowledge-enhanced data-driven 
decision frameworks， performance evaluation in unknown task spaces， and task comprehension-control 
strategies under human-robot collaboration.
Keywords：  peg‐in‐hole assembly； data‐driven； task comprehension； multimodal perception； curriculum design

装配是根据工艺要求将多个零部件接合为新

部件或产品的过程，通常处于整个产品生产流程的

末端，因此装配工序不仅影响整个产品的精度、寿

命和可靠性等关键指标，失败时还可能会导致零部

件之前所有生产过程的失效。在所有的装配工艺

中，小到钢丝螺套的安装［1］、螺栓的安装［2］，大到航

空航天工业［3］、汽车生产［4］的装配，其中有超过

40% 的装配工作都可以被视为轴孔装配作业，该

类装配包含了装配工作中的大多数典型特征［5］。

轴孔装配过程通常被划分为 3 个阶段，包括

到达、对齐和插入［6］。到达和对齐阶段要求机器

人可以安全地到达孔的正上方，并将轴和孔的位
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姿进行对齐，插孔阶段则需要机器人高效且低接

触力地将轴插入孔内［7］。轴孔装配方法可分为基

于传统的人工算法和基于数据驱动的方法两类。

到达和对齐阶段可被分解为机器人路径规划，即

机器人末端需要从任意起始点到达目标位姿，传

统的人工算法中，路径规划算法包括经典方法［8］、

启发式方法［9］、进化算法［10］、混合方法［11］以及机器

学习方法［12］。插孔阶段属于接触式任务，且插入

过程中轴和孔的接触状态变化复杂，控制算法的

两个核心性能指标为完成任务所需时间和任务过

程中轴孔接触力的最大值，因此装配控制算法的

核心目的在于控制接触力，控制接触力的方法有

被动式和主动式两种［13］，被动式方法通过设计柔

顺性的末端降低接触力，传统的主动柔顺控制算

法通常将机器人系统看作质量‐弹簧‐阻尼二阶线

性系统，通过调整机器人与外界交互过程中的阻

抗参数来降低接触力/力矩［14］。具体方法包括阻

抗控制、导纳控制、力/位混合控制，以及可消除稳

态误差的自适应阻抗控制。总体而言，传统的人

工算法中，路径规划算法具有一定的适应性，但当

存在多个障碍物、轴孔形状不规则、装配空间狭

窄、视觉遮挡等情况时，人工算法实现难度大，难

以保证路径的最优性和高效性［15］。装配控制算法

则面临依赖精确的数学模型，在装配任务或条件

发生变化时缺乏自主决策能力，自适应能力有限。

相较而言，基于数据驱动的控制方式具有适应性

强、鲁棒性好、可自我改进装配策略、无需精确建

模等优点，可将一个实用策略泛化到从未见过的

相关任务或场景中。同时也需注意该方式在数据

量、计算资源以及实时性方面的挑战，以及模型决

策过程的可解释性差等特点。

图 1 中的柱状图为 Web of Science 中机器学习

相关论文的收录数量，并展示了机器学习的发展历

程和每次关键节点，从图 1 中的趋势可知，机器学

习的相关研究论文呈指数式递增。随着深度网络

在视觉识别、翻译和语言等领域中得到快速发展，

基于数据驱动的机器人控制技术也迎来井喷式发

展。基于数据样本训练智能体，由智能体理解人类

的任务意图，再进行机器人控制的方法已经表现出

良好的泛化性能［16］。本文将系统地分析轴孔装配

基本原理、总结智能体训练流程，并围绕智能体现

今突出的样本效率问题，从环境感知、装配控制以

及任务认知方面讨论智能体进行轴孔装配的研究

现状和发展趋势。

1 数据驱动的轴孔装配

1. 1　轴孔装配

1. 1. 1　装配阶段分析

机器人轴孔装配过程到达、对齐、插入分别如

图 2（a~c）所示。首先，机器人需要夹持轴从起始

位置运动到待插入孔的正上方，这一阶段需要克服

环境不确定性和轴孔相对位置观测误差，轴孔相对

位置观测为机器人提供该阶段的目标位置，通常会

因为工业现场的光照变化，孔特征遮挡、加工误差

等因素出现观测误差［17］，使目标位置出现偏差，这

些环境不确定性给机器人在起始位置和目标位置

之间搜寻出一条安全且高效的运动轨迹增加难

度。其次，机器人需要将轴的位姿和孔的位姿进行

初步对齐［7］，通常这一阶段采取非接触对齐以防止

对齐过程中对轴或孔造成损伤，其挑战主要在于如

何获取高精度的轴孔相对位姿［18］，以消除两者的

位姿偏差。最后，在插孔阶段，在机器人控制轴与

孔保持低接触力/力矩的情况下，快速完成插入，该

图 1 Web of Science 关于机器学习的论文数量

Fig.1 Publications on machine learning in Web of Science
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阶段是轴孔装配的核心，由于插入过程中，机器人

需同时观测轴孔的相对位姿状态和接触力/力矩，

因此难以仅靠单一的视觉或力觉模态完成插入

任务［19‐20］。

1. 1. 2　插孔阶段分析

轴孔装配的插孔阶段过程中，机器人需要减少

轴孔接触力/力矩，因此本文针对单轴孔装配的插

孔阶段进行接触模型分析。在插孔阶段，影响装配

精度的因素较多，包括待装配轴孔的位姿偏差、配

合公差、加工误差和粗糙度等，因此需简化插孔阶

段，便于对轴孔接触状态进一步分析。由于单轴孔

具有三维对称性，因此可将三维接触模型简化为二

维平面模型，如图 3 所示，并建立以下假设条件：

（1）轴孔为刚性物体，且横向和扭转刚度互相独立；

（2）接触分析时整个插孔过程将被视为准静态平

衡，忽略惯性力影响；（3）yoz 平面和 xoz 平面具有

对称性；（4）插孔过程仅机器人端工件发生弹性形

变。插孔阶段可细分为单点接触、两点接触和完全

接触［21］。

力主动柔顺控制中，柔顺中心的位置选择将会

直接影响力柔顺控制精度和效果，因该位置的受力

情况是控制系统的关键输入量。通常该位置选择

机器人末端六维力传感器端面的圆心点，该点的受

力/力矩可由传感器直接获得。柔顺控制时，机器

人主要调整柔顺中心相对于孔中心线的位置和轴

孔中心线夹角来减少轴孔的接触力/力矩。

如图 3（a）所示，轴孔的接触点处存在摩擦力 f

和支持力 FN，其中 f = μFN，μ 为摩擦力因数。则对

于单点接触阶段，末端柔顺中心 P 在 yoz 面上的受

力可以表示为

ì

í

î

ïïïï

ïïïï

Fz = f

Fy = FN

Tx = FN ( l - ls )- μFN rP

（1）

式中：l为柔顺中心与轴底沿轴中心线的距离，rP 为

轴的半径。xoz面受力分析类似，此处不再赘述。

随着插孔的继续，插孔过程将由单点接触过渡

到两点接触，如图 3（b）所示，两个接触点均出现摩

擦力和支持力。此时，柔顺中心点 P 与孔中心轴线

之间的距离 d 和轴孔中心线夹角 α 之间的约束关

系可以表示为

{2rs = ( ls + 2rP ) sin α
d = ls tan α

（2）

图 2 机器人轴孔装配

Fig.2 Robotic shaft‐hole assembly

图 3 插孔阶段受力分析

Fig.3 Force analysis during peg-in-hole insertion phase

399



第 57 卷南京航空航天大学学报（自 然 科 学 版）

在两点接触中，轴孔之间最易卡死，为避免卡

死，各参数之间需遵循如下约束关系

sin α < rs - rP

μrP
（3）

两点接触中柔顺中心在 yoz面的受力可表示为

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

Fz = f1 + f2 + FN 2 sin α

Fy = FN 1 - FN 2 cos α + f2 sin α

Tx = FN 1 ( l - ls )- l ( FN 2 cos α - f2 sin α )+
rP ( FN 2 sin α + f2 cos α )- f1 rP

  （4）

完全接触阶段如图 3（c）所示，此时轴孔的接

触形式由点接触变为面接触，此时轴孔的中心线重

合，轴孔之间无力矩作用，只有摩擦力 f1 + f2 和对

向的支持力 FN 1 - FN 2。但需要注意机器人自身进

度限制导致的接触力影响：若采用规划机器人末端

路径点，求逆解的方式控制机器人进行轴孔装配

时，在插孔最后阶段可能会出现高频颤振导致的控

制系统失稳。这是因为当机器人走直线时，从宏观

角度来看机器人的末端轨迹是一条直线，但是在运

动最小分辨率时，从微观角度观测来看，机器人末

端轨迹是一个微小的圆弧。这个现象在其他非接

触任务或接触力要求不高的时候无关紧要，但在轴

孔的插孔阶段后期，当轴深入孔内，轴孔间隙极小

或过盈装配时，机器人的轴向运动就会导致轴孔之

间的高频振动［22］，进而使控制系统失稳。

1. 2　基于数据驱动的运动控制

传统的轴孔装配方法通常基于运动学和接触

动力学解析模型，分别对各阶段的任务需求构建控

制逻辑。基于数据驱动的机器人轴孔装配方法不

同于传统的显式物理建模，而是由智能体从大量交

互数据中隐式学习不同状态的响应模式，以完成人

类所需的任务意图。这种方式可显著降低任务过

程对先验知识的依赖。通常，在训练完成后，即使

是构建者本人，也难以完全理解智能体如何实现从

输入的当前环境状态到输出下一状态所需动作。

2012 年辛顿团队基于李飞飞构建的 ImageNet
数据库，使用深度卷积神经网络（Convolutional 
neural network，CNN）突破传统视觉识别方法的性

能瓶颈后，基于数据驱动的智能体应用迎来了快速

发展。在训练智能体进行机器人运动控制的机器

学习方法中，有监督学习［23］、无监督学习［24］、强化

学习［25］和模仿学习［26］等各种学习方式。其中，机

器人运动控制中强化学习被广泛应用。2013 年谷

歌 的 DeepMind 团 队 提 出 深 度 Q 网 络（Deep 
Q‐network，DQN）［27］，解决了 Q 学习无法处理高维

状态空间的问题，2014 年将策略梯度与深度学习

结合，提出了确定性策略梯度（Deterministic policy 
gradient，DPG）算法［28］，使智能体可直接控制伺服

电机这类具有连续动作空间的执行器。随后，在基

于值函数的 DQN 算法上，出现了双深度 Q 网络

（Double deep Q‐network， DDQN） 、 Dueling 
DQN［29］、连续动作深度 Q 网络（Continuous deep 
Q‐network，CDQN）［30］等，在基于策略梯度的 DPG
算法基础上，出现了近端策略优化（Proximal poli‐
cy optimization，PPO）［31］、任域策略优化（Trust re‐
gion policy optimization，TRPO）［32］、双延迟深度确

定 性 策 略 梯 度（Twin delayed deep deterministic 
policy gradient，TD3）33］、柔 性 演 员‐评 论 家 算 法

（Soft actor‐critic，SAC）［34］等训练方法。基于这些

方法，基于数据驱动的机器人、汽车等控制方法迎

来了井喷式发展。

然而，在训练智能体进行轴孔装配这类较复杂

的任务时，还存在以下问题：（1）智能体难以高精度

观测轴孔的相对位姿，以及轴孔接触力/力矩的大

小及对应位置；（2）智能体难以高效地在各种场合

中快速理解人类的装配任务意图，并从交互样本中

学习到完成任务所需的装配技能；（3）智能体在面

对复杂装配任务时，训练无法收敛或样本效率低

下。这 3 个问题分别对应 20 个院所 2025 年联名发

表的智能体长篇综述［35］中智能体感知、认知及样

本效率部分。本文针对以上问题，从智能体对轴孔

状态的感知、任务理解与控制以及任务课程设计

3 个方面对相关方法及进展进行综述，并探讨其发

展趋势。

2 轴孔状态感知

状态感知作为轴孔装配关键技术，是实现自动

化和智能化的必要前提［36‐37］。在当今制造业智能

化升级的浪潮下，轴孔装配日渐呈现出高度复杂、

高度精密以及高度柔性的“三高”特性。装配环境

中的光照变化、零件的微小形变、装配位置的细微

偏差等多种不确定性因素交织，单一模态的感知手

段［38‐39］已难以满足精准装配的需求。具体而言，动

态光照造成的视觉特征漂移、工件微观形变引发的

接触力突变、机器人末端执行器的累积定位误差、

以及装配夹具的微振动干扰等多物理场耦合作用，

使得视觉、力觉这类单一模态传感器易陷入“感知

盲区”，无法全面、准确地获取装配环境的信息［40］。

故而必须开展多模态融合感知，通过整合视觉、力

觉、本体（关节编码器）等多种感知信息，提升机器

人对装配环境和任务状态的全面理解与判断能力。

在进行多模态特征感知装配环境的研究中，根

据融合方式，可将多模态信息融合方法分为以下

3 类：特征级融合［41］、决策级融合［42］和模态级融合。

特征级融合通过提取各模态的高维特征向量（如视
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觉的 CNN 特征、触觉的力反馈时序特征、语言的词

嵌入向量），在特征空间进行对齐与拼接。如图 4
所示，伯克利大学的 Jones 等［43］提出了一种通过将

自然语言作为跨模态的桥梁，将视觉、触觉和声音

等多模态数据融合到策略模型中，从而允许策略在

零样本情况下进行多模态推理，尤其该方法可融合

包括听觉、视觉、本体感知和触觉等更多模态的信

息，但是该方法依赖于对各模态信息进行语言描述

的准确度，且难以处理高度复杂和动态环境变化，

在一定程度上限制了该方法的应用范围。以自然

语言为桥梁进行多模态特征融合的过程中，无需大

量特定模态数据，就能将不同模态与预训练通用策

略连接，适合零样本和组合式推理，但自然语言表

达的方式多样而且模糊，容易描述与理解不一致，

从而导致模态转换后出现信息丢失或扭曲等现

象。此外，还有以视觉特征［44］、音频特征［45］、知识

图谱［46］和空间向量［47］等作为桥梁进行多模态信息

特征级的交互和融合。

中山大学胡海峰团队 Mai 等［48］为考虑特征向

量不同部分的差异，提出分层融合策略，受卷积神

经网络启发，采用滑动窗口便利对齐的多模态特征

向量，对窗口内的特征进行局部融合，从特征维度

对多模态信息进行针对性融合。然而该研究在融

合过程中将各模态信息同等对待，而在轴孔装配各

阶段中，不同模态信息对智能体的重要程度不同。

华北电力大学 Cao 等［49］由特征提取子网（Feature 
extraction subnetwork，FES）提取特征后，利用多级

特征聚合模块跳跃连接深度融合特征，使各级特征

图包含更多细节和语义信息。大连理工大学的

Liu 等［50］针对多模态融合中目标模糊和纹理细节

丢失等问题，构建了一种层次聚合融合架构，从特

征级和决策级融合的角度提取和优化融合特征。

然而该研究主要在红外、图像融合等场景进行试

验，在更复杂、存在背景干扰的多模态融合场景的

有效性有待验证。

特征级模态融合需解决特征尺度的差异（如视

觉特征的高维和力觉的低维）和时序对齐问题（如

力觉的高频采样和视觉的低维采样）等问题。

决策级融合中，先将多模态数据进行滤波、特

征提取、对齐等一些必要的预处理后，直接输入给

策略模型，让智能体自行感知轴孔状态，这种融合

方式保留了各模态的独立性，在策略模型的输入端

进行功能性互补。例如，博洛尼亚大学 Gregorio 
等［51］仅使用视、力觉传感器互相配合地在狭窄或

遮挡的环境中进行装配作业：视觉系统通过 CNN
对环境进行三维重建，使用力觉传感器量化接触力

进行轨迹调整。如图 5 所示，上海交通大学 Zhang
等［52］分别训练了视觉策略和力控制策略，在不同

的装配阶段执行不同的策略组合来提高样本效率，

图 4 多模态数据融合微调架构图 [43]

Fig.4 Multimodal data fusion fine‐tuning architecture diagram[43]

图 5 基于视觉、力觉策略的装配 [52]

Fig.5 Assembly based on visual and force perception strate‐
gies[52]
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然而这种端到端的融合方式仅对多模态信息进行

了功能性互补，难以获取视、力觉特征层面的融合

信息，例如由力接触信息获得视觉被遮挡部分的位

姿信息，且该方法需要策略模型对多模态信息进行

融合利用，这将大幅增加策略模型的负担。决策级

融合方式需设计多模态协调机制，如动态权重分配

等，以避免模态冲突（视觉遮挡情况下过度依赖力

觉导致振荡）。

因此面对需要多模态融合信息的任务中，将模

态信息输入给策略模型前，先进行模态融合，获取

智能体装配控制所需信息的模态级融合方法已经

被广泛应用［53］。这种融合方式介于特征级和决策

级融合之间，通过表示学习实现模态交互。如图 6
所示，斯坦福大学李飞飞团队 Jin 等［54］提出一种基

于自监督学习的多模态表示学习模型，该模型可通

过变分推理方法预测视觉信息、接触力信息以及机

器人末端姿态等自监督目标，从而将状态估计与控

制策略学习解耦，显著提高了策略模型训练的样本

效率，但是该融合过程需要使用多个编码器和解码

器末端姿态预测、时间对齐预测、接触力预测等，这

可能导致其需要庞大的计算资源和数据进行训

练。文献［55］提出一种多模态双重化技术，对视觉

和本体感知信息进行融合以感知轴孔位姿。具体

而言，该方法针对两种模态特征设计了特定编码

器：视觉编码器由 CNN 网络构成，通过 3 帧连续图

像堆叠捕捉动态信息；本体感知数据则通过多层感

知机（Multilayer perceptron，MLP）编码为低维向

量。随后，通过双重化技术将视觉与本体感知的多

模态表示分别输入 Actor 和 Critic 模型以优化性

能。然而，该方法在稀疏奖励环境下的表现欠佳，

尤其在复杂装配场景中，因缺乏高频真实接触力反

馈，限制了策略模型的学习效率和探索能力。在使

用模态级融合方式进行模态间交互时，需平衡模态

间的信息冗余（如轴孔装配中视觉和本体感知均包

含位姿信息）和计算效率。

目前轴孔状态感知研究已经取得部分进展，各

融合方式横向对比如表 1 所示。其中，在输入前进

行特征融合的方式被广泛证明可有效提高智能体

感知能力，但在面对复杂装配场景中，智能体不仅

需要对齐、互补融合后的多模态特征，还需要智能

体在任务过程中关注的环境感知信息，例如，在进

行曲面多装配的对齐阶段，智能体更加关注目标周

围孔群的位姿，而非其他上百个相邻孔位姿或其他

信息。

图 6 基于变分模型的多模态表示 [54]

Fig.6 Multimodal representation based on variational models[54]

表 1 多模态融合方式横向对比

Table 1 Horizontal comparison of multimodal fusion methods

维度
融合阶段

信息整合深度
适用场景

计算复杂度

特征级融合
特征提取后，策略输入前
特征结合（高维空间）
多模态强关联任务
高（需跨模态对齐）

决策级融合
策略推理过程中

高层决策协作（功能互补）
动态环境下的模态互补

低（独立模态处理）

模态级融合
表示学习过程中

中层语义关联（表示学习）
复杂耦合任务

中（需联合优化编码器）
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3 数据驱动的装配控制

机器人的装配控制可分为传统的控制算法和

基于数据驱动的装配策略以及混合控制［21］。其

中，传统控制算法可分为无模型控制方法和基于模

型的控制方法［56］，无模型的方法通过接触力反馈

进行实时调整实现柔顺装配，控制时需要调试控制

参数，耗时且繁琐。基于模型的控制方法在控制

时，利用精确的接触动力学模型进行轨迹实时修

正，面对复杂环境时难以建立精确的动力学模型。

传统的装配控制算法难以适应机器人与工件之间

的刚柔耦合效应，且在非结构化环境中，难以兼顾

任务的高效性和安全性，任务泛化性较差。以数据

驱动的装配策略通过隐式建模、自主学习表现出良

好的自主决策性能，系统性解决了传统方法中的模

型依赖、自适应不足和泛化受限等问题。

现有以数据驱动的装配控制方法中，总体可分

为 3 类：进行探索学习的探索式学习的装配策

略［57‐59］、从先验知识（如专家演示路径、数据集等）

中获得装配技能的策略［43，60］，以及将前两者结合的

控制策略［61］。在探索式学习策略中，华中科技大

学丁汉团队 Zhao 等［62］提出一种强化‐阻抗策略，如

图 7 所示，通过最大熵强化学习框架训练装配策

略，策略接收轴孔状态信息，输出动作指令，由阻抗

控制器进行执行，从而实现高精度装配任务。

清华大学吴丹团队 Gai 等［63］通过结合基于模

型参考的阻抗控制与迁移强化学习，提出了一种模

型混合合规控制框架，使智能体更适合处理装配任

务中复杂几何特征下的非线性力‐位映射，利用迁

移学习将已有的任务知识迁移到新任务中，提高了

对不同几何特征的适应性，如图 7 所示。

意大利技术研究院的 Zhang 等［64］通过将安全

强化学习与变阻抗控制结合，提出一种安全强化学

习框架，训练后的策略不仅负责生成动作，还可对

阻抗参数进行调整，从而在任务效率和安全性之间

实现平衡，解决了在轴孔装配任务中的安全探索问

题，但该方法在复杂装配任务中的性能有待进一步

验证。

如图 8 所示，弗吉尼亚大学的 Zhu 等［65］提出一

种结合任务导向安全场模型和 DQN 的残差强化

学习方法，可利用传统控制器处理轴孔装配到达阶

段的避障、导航等任务，由强化策略在装配过程中

动态调整参数来减少动作空间与训练复杂度，但是

该方法依赖于对环境可完全观测的假设，未考虑到

传感器被遮挡或者噪声、预测误差对策略鲁棒性的

影响。因此，探索式的学习方法适用于轴孔装配的

插孔阶段，可对环境变化进行动态响应，实现高精

度轴孔装配任务。

利用先验知识获得装配策略的方法中，典型代

表为利用模仿学习从专家演示路径中获取装配技

能。如图 9 所示，哈尔滨工业大学人工智能研究院

Hu 等［66］针对装配的 3 个阶段分别训练不同的装配

控制策略，利用光学动作捕捉进行专家示教，摆脱

传统示教方法对机器人本体的依赖，并支持利用多

图 7 基于阻抗-强化的轴孔装配策略 [62]

Fig.7 Shaft‐hole assembly strategy based on impedance-reinforcement[62]

图 8 到达阶段探索式控制策略 [65]

Fig.8 Exploratory control strategies in the arrival stage[65]
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组演示数据学习轴孔装配技能，但该模型训练时间

会随运动基元的数量呈指数级增长，无法支持实时

策略更新，难以适应复杂高精度装配任务。同时，

哈工大机电学院 Zha 等［26］提出了一种基于几何特

征表示的任务空间建模方法，将复杂的装配任务简

化为几何特征空间中的表示来减少任务表示维度，

并创新性地将概率运动基元（Probabilistic move‐
ment primitives，ProMPs）与行为克隆（Behavioral 
cloning，BC）结合提出新的模仿学习框架来训练全

局装配策略，其中，ProMPs 用于从少量演示样本

中提取全局任务策略，而 BC 则负责训练神经网

络，学习全局任务空间中的技能。然而论文中设计

了动态时间规整、ProMPs 模型提取计算复杂性较

高的步骤，在进行高精度装配时，可能面临计算资

源的挑战，并且论文进行了时间阶段划分，通过高

斯模型估计当前状态所属的时间阶段，这种方法虽

然简单，但在复杂任务中可能难以精确反映任务状

态的时间变化，导致动态响应能力不足。如图 10
所示，北京理工大学 Deng 等［67］仅通过单目相机，

利用神经网络估计 2D 手部姿态，将其映射到真实

3D 装配空间，实现智能体从演示视频中就可以学

习到轴孔装配技能。由此可见，通过模仿学习训练

装配控制策略时，其优秀的任务理解能力可大幅缩

短训练时间并提高样本效率。然而，该方法面临环

境动态响应能力不足的挑战，尤其是在复杂装配任

务中，智能体难以同时实现高效任务理解和实时高

精度控制［68‐69］。

将探索策略与从先验知识中学习的策略相

结合的混合控制方法中，中国科学院徐德团队

Ma 等［56］提出了一种如图 11 所示的基于模仿学

习和强化学习的精密装配插入控制策略，在训练

过程中先利用高斯混合模型从多个演示动作中

学习潜在的共同特征，建立从状态到动作的映射

模型，并用高斯混合回归将该模型泛化为初始策

略，然后引入残差强化学习，在插入环境中进行

探索来优化初始策略，从而提高智能体训练的样

本效率。

图 9 基于专家示教的机器人装配系统 [66]

Fig.9 Robot assembly system based on expert teaching[66]

图 10 机器人从原始视频中学习装配技能 [67]

Fig.10 Robot learning assembly skills from original video[67]
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然而该研究虽提及在插入环境变化时需重新

学习插入策略，但缺乏对复杂环境变化的深入研

究，例如在实际的高精度装配中，温度、湿度以及装

配工件的微小振动等都可能会引起控制失稳，因此

在实际应用中可能面临挑战。如图 12 所示，爱丁

堡大学 Davchev 等［70］联合 Facebook、谷歌提出了一

种结合动态运动基元（Dynamic movement primi‐

tives，DMP）和强化学习的残差学习框架，先通过

DMP 从单次演示中提取基础策略，再利用强化学

习任务空间的非线性残差来校正策略，该过程虽然

引入了方向残差校正，采用四元数空间的角度-轴

表示法，避免了奇异性问题，但方向残差学习仍面

临非欧几里得空间优化的挑战，研究表明智能体既

可以快速理解任务，也可以进行精细化的操作，然

而论文未深入分析方向校正的收敛性，也未对比其

他方向表示（如旋转矩阵）的有效性。由此可见，在

复杂轴孔装配任务中，利用先验知识进行快速的任

务理解，并由探索策略进行优化相较于单独使用两

种方法具有很大的优势。

因此国内外研究学者在数据驱动的装配控制

方面已经取得了部分进展，通过模仿示教、强化探

索以及两种方法结合尝试提高智能体的任务理解

能力和高精度轴孔装配能力，利用 3 种方式进行装

配技能学习的优缺点及应用场景如表 2 所示。尽

管如此，现有策略对复杂装配任务的任务性能仍存

在不足，尤其是在强非线性、高动态特性的装配场

景中，不同工艺要求的重组将面临任务理解与装配

控制之间的深层次耦合，这将加剧智能体在进行任

务理解和控制时的难度。

图 11 精确装配策略学习框架 [56]

Fig.11 Precise assembly strategy learning framework[56]

图 12 基于 DMP 和残差策略的装配框架 [70]

Fig.12 Assembly framework based on DMP and residual 
strategy[70]

表 2 装配控制学习方式横向对比

Table 2 Horizontal comparison of learning methods for assembly control

维度

探索式学习

从先验知识中
学习

混合学习策略

核心特点

通过试错自主探索

利用已有数据学习技能

已有数据上自主探索

优点
自主性强、泛化能力好、

具有良好的创新性
学习效率高、性能稳定、

训练风险低
数据效率高、鲁棒性强

缺点
试错成本高、收敛速度慢、

有较强的数据依赖性
数据依赖性高、泛化性能

有限、创新性不足
融合机制较复杂、难以协调

应用场景

容错率高、完全未知环境

标准化装配场景

可容错的半未知场景
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4 任务课程设计

训练初期若智能体直接接触高难度装配任务，

易导致收敛困难、样本效率低下等问题［71］。因此

受到人类学习过程遵循由简到难规律的启发，Ben‐
gio 等［72］在 2009 年提出课程学习的概念。最初，课

程学习以先简单后难的顺序给智能体输入训练数

据，作为一个灵活的即插即用子模块，而随着课程

学习效果的显现，这种学习方法逐步被广泛应用到

视觉识别、语言处理，以及强化学习的任务中。

清华大学朱文武团队 Wang 等［73］指出：课程学

习使强化学习智能体能够解决在无课程学习情况

下无法完成的复杂目标任务。在具有高维、时变和

强约束特性的装配场景中，这将增加该装配任务的

难度，如图 13 所示，课程学习机制被广泛引入智能

体训练中，用以引导智能体进行由简到难的训练过

程，保证智能体训练的收敛性和样本效率。

课程学习过程的本质是适当调整智能体的训

练难度，让难度适合于当前的智能体，其调整的作

用对象有数据、模型、任务，课程学习中，以任务为

作用对象在调整任务难度时有 4 类方法［74］：平衡课

程学习（Balanced curriculum learning，BCL）［75］、渐

进 式 课 程 学 习（Progressive curriculum learning，

PCL）［76］、师 生 课 程 学 习［77］、自 步 课 程 学 习

（Self‐paced curriculum learning，SPCL）［78‐79］。 其

中：（1）平衡课程学习更多的关注状态和动作空间

的多样性，在训练过程中，由开始的单独场景训练，

逐步过渡到更加多样化的装配场景，可提高其泛化

能力；（2）渐进式课程学习以关卡式的方式训练智

能体，将任务按难度进行排序，智能体在完成简单

任务后才能进入稍微困难的任务中；（3）师生课程

学习则更像是在进行技能迁移，需要先预训练一个

可以很好完成复杂装配任务的策略模型作为教师

模型，在对学生模型进行动作预测时，从不同的角

度实时给出建议。

自步课程学习主要侧重于预测出当前智能体

在一个新任务分布上的性能表现［80］，最理想的情

况是每次课程设计时都逼近智能体的性能边界，在

保证智能体可以在新任务分布上完成任务的同时，

以最大速度向目标复杂任务靠拢。为了尽可能逼

近性能边界，课程设计时需要围绕一些特定的替代

目标进行生成，以更好地引导智能体学习，例如在

课程设计时最大化智能体学习进度［81］、中间任务

难度［82］、遗憾值［83］以及 Q 函数之间的差异［84］等。

如图 14 所示，伦敦大学 Jiang 等［85］使用固定大小的

回放缓冲区实现高遗憾值任务的近似分布，同时鼓

励频繁回放缓冲区内的任务，以更准确地估计遗憾

值。法国国家信息与自动化研究所 Portelas 等［81］

使用高斯混合模型来逼近可以实现高学习进度的

任务分布。由于装配任务中智能体在初始阶段由

于环境噪声等干扰因素不易精准控制，此时遗憾值

和 Q 函数的计算对计算资源和数据量要求高，而

中间任务难度相对更容易衡量和调整，并且可以更

好地平衡智能体探索新策略和利用已有策略之间

的关系，从而更稳定地提升性能［86］，因此部分学者

采用在初始任务分布与目标任务分布之间进行插

值的方式进行课程设计。

通过插值进行课程设计时，关键在于衡量插值

的中间任务分布与目标任务分布之间的距离。德国

达姆施塔特工业大学 Klink 等［78］将任务插值解释为

一种概率分布生成过程，用 KL（Kullback‐Leibler）

散度衡量中间任务分布与目标任务分布的距离。

如图 15 所示，清华大学 Chen 等［87］提出一种变

分自动课程学习，基于变分梯度下降生成新的任务

分布，然而这些任务插值的过程中不可避免地需要

图 13 课程学习过程 [73]

Fig.13 Curriculum learning process[73]

图 14 师生式课程学习 [85]

Fig.14 Teacher-student curriculum learning[85]
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依赖高斯分布［77，88］，虽然该方法可以通过近似来简

化更新规则，简化计算过程，但其依赖于对任务分

布的假设（例如均匀分布），而在如曲面多轴孔装配

这类复杂装配任务中，任务难度的多因素耦合将导

致任务并非呈规则的分布，也就无法充分考虑任务

分布之间的相似性。对此，亚马逊（德国）的 Klink
等［80］提出通过 Wasserstein 距离替代 KL 散度，确保

任务分布插值时的连续性，避免参数化假设（如高

斯分布）的限制，并通过显式任务相似度建模，严格

性能约束，使其在稀疏奖励、高维任务空间中表现

突出。

通过任务课程设计提高智能体在复杂任务中

的性能表现，在一定程度上提高了训练的样本效

率，提高了智能体在面对复杂轴孔装配时训练收敛

的速度和可能性，但当各类任务参数对任务难度的

影响规律不明时，课程设计机制仍难以准确预测智

能体在中间任务分布中的性能表现，这将可能使插

入的中间任务分布对智能体来说难度过大或过小，

降低其训练效率。

5 结   论

轴孔装配作为制造业核心工艺，其智能化实现

依赖于数据驱动技术对传统方法的突破。本文系

统梳理了轴孔装配的阶段特性与关键挑战，从状态

感知、装配控制及任务课程设计 3 方面总结了数据

驱动方法的研究进展：多模态融合感知通过特征

级、决策级和模态级融合提升复杂环境下的状态理

解能力。装配控制中强化学习、模仿学习及混合策

略展现出对非线性力‐位映射的处理优势。任务课

程设计通过渐进式、自步式等方法引导智能体由简

入难学习，可有效提高样本效率与训练收敛性。现

有研究虽在精度、效率上取得进步，但在强不确定

性、高动态耦合的复杂装配场景中，智能体的实时

动态响应、多物理场耦合下的鲁棒性以及任务理

解‐运动控制耦合机制仍是当前研究的瓶颈。

未来研究可从以下方向展开：

（1） 深化多模态融合的层次化建模，结合注意

力机制动态聚焦关键感知信息，解决复杂光照、遮

挡等干扰下的轴孔位姿精确估计问题，以低计算成

本为智能体提供任务执行过程中智能体所关注的

装配状态细节。

（2） 构建“先验知识引导+数据驱动优化”的

混合控制框架，将接触动力学模型、几何约束等领

域知识嵌入深度神经网络，提升智能体在过盈配

合、非对称轴孔等严苛条件下的决策可靠性与动作

精细化程度。

（3） 发展自适应课程学习理论，基于智能体实

时评估动态生成任务序列，结合元学习实现不同装

配工艺的快速迁移，突破任务参数耦合导致的难度

预测瓶颈。

（4） 探索人机共融场景下的交互式学习，利用

人类示教的语言指令、手势引导等自然交互数据，

训练智能体理解隐含装配规则，实现从“完成任务”

到“理解意图”的认知升级。此外，引入因果推理与

可解释 AI 技术有望提升智能体决策透明度，推动

工业场景下的可靠应用。随着具身智能与仿真技

术的发展，数据驱动的轴孔装配将向全自主、高柔

性的下一代智能制造系统演进。

此外，传统的装配控制算法在部分场景中仍然

具有不可替代的作用，如在高度结构化且稳定的装

配场景下，传统算法无须训练就能以低成本达到很

高的装配精度；同时，在计算资源受限、对实时性要

求高、装配工艺成熟且具有高可靠性要求等场景

中，仍须依赖传统算法进行控制。
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