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基于复杂网络的空中交通流量短期预测
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摘要： 为合理预测空中交通流量，结合复杂网络链路预测进行研究。首先，将时间序列转化为可视图得到拓扑特

征量，然后结合基于局部信息、路径和随机游走的算法，比较在三亚不同扇区内的预测精度，发现 RWR0.85 算法

预测精度最高。由于链路预测只能预测可能存在的连边，不能预测节点，因此引入 D⁃S 证据理论预测流量值，预

测精度最高可达 99.85%。结果表明，复杂网络链路预测结合 D⁃S 证据理论进行空中交通流量的预测是可行有

效的，为进一步深入研究奠定了基础。

关键词：复杂网络；空中交通流；链路预测；时间序列；D⁃S 证据理论

中图分类号：V355.1   文献标志码：A   文章编号：1005⁃2615（2024）04⁃0741⁃09

Short⁃Term Prediction of Air Traffic Flow Based on Complex Network
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Abstract: To predict air traffic flow reasonably， research is conducted in conjunction with complex network 
link prediction. First， the time series is converted into a visual graph to obtain the topological feature 
quantity， and then combined with the algorithms based on local information， path， and random walk， the 
prediction accuracy in different sectors of Sanya is compared. It is found that the RWR0.85 algorithm has the 
highest prediction accuracy. Due to the fact that link prediction can only predict possible edges and cannot 
predict nodes， the D⁃S evidence theory is introduced to predict traffic values， with a maximum prediction 
accuracy of 99.85%. The results indicate that the combination of complex network link prediction and D⁃S 
evidence theory for predicting air traffic flow is feasible and effective， laying a foundation for further in⁃depth 
research.
Key words: complex network； air traffic flow； link prediction； time series； D⁃S evidence theory

流量预测一直是空中交通流量管理领域研究

的热点问题。空中交通流量预测一般分为中长期

和短期预测。其中，短期预测是对空域运行单元未

来 6 个小时内流量进行预测，有助于流量管理人员

及时掌握未来空域运行状况，减少空域拥堵和航班

延误，为预先制定相应疏导策略和管制指令提供支

持依据［1］，对实际运行更具指导意义。

空中交通系统是复杂非线性系统，近年来兴起

的复杂网络是分析复杂系统的有效工具。复杂网

络方法将时间序列映射成网络，将时间序列预测问
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题转化为链路预测问题。链路预测是指通过已知

的网络拓扑结构以及网络节点属性等信息，预测网

络中尚未产生连边的两个节点之间产生链接的可

能性［2⁃3］。链路预测通过掌握时间序列数据的发展

过程，推理其本身的趋势和未来的走向，可以帮助

人们提前规划、预防、观测，具有相当高的实际应用

价值，且能够更好地反映时间序列复杂网络的动力

学演变与传播过程，能够更好地了解网络中各节点

之间的相互作用，直观地揭示复杂系统的演变与发

展机理。

以往的复杂网络链路预测更多针对于实体网

络或物理网络［4⁃6］，面向时间序列的链路预测研究

还比较少。目前，在空中交通流量预测领域，王超

等［7］提出了基于改进加权一阶局域法的混沌交通

流量时间序列预测模型，不仅能够有效预测交通流

量且提高了预测精度，但还有待深入研究统计间隔

对预测精度影响的内在机理。宋维凯等［8］提出了

基于动态时间规整和长短期记忆的空中交通流量

短期预测模型，提升了流量预测结果的准确性，但

模型仅利用时间相关性进行流量预测未考虑空间

相关性。利用复杂网络链路预测方法的研究主要

用于航路网络的生成及优化［9⁃10］，仅判断是否有可

能存在连边。应用复杂网络链路预测进行空中交

通流量预测，不仅要判断是否可能存在连边，还要

预测下一时间节点的流量值，相关研究尚未见诸于

报道。

本文以扇区流量时间序列为研究对象，首先介

绍复杂网络链路预测的相关概念和评价方法，并引

入 D⁃S 证据理论，在复杂网络链路预测方法预测连

边的基础上进行了节点的预测，最后进行实例

分析。

1 复杂网络链路预测

链路预测包含 3 类：基于相似性的链路预测、

基于最大似然估计的链路预测和运用概率模型进

行链路预测［6］。文献［11］认为网络连接反映内在

层次结构，因此提出最大似然估计法研究明显层次

网络的链路预测，拥有十分可观的准确率［12］。但

由于每一次预测需要生成大量样本网络，其计算具

有高度复杂性，仅适用于较小的网络［6］。概率模型

方法对网络和节点的信息处理更细节，从而提高预

测精确度，但其计算复杂性和不通用的参数限制了

它的使用范围［6］。而基于相似性的方法简单直接，

能够很好地抓住目标网络的结构特征。因此本文

采用基于相似性的链路预测方法。

1. 1　基于相似性的链路预测

根据所用信息的不同，基于相似性的链路预测

算法分为 3 类：基于局部信息的相似性算法、基于

路径的相似性算法和基于随机游走的相似性算法。

（1）基于局部信息的相似性算法。需要的信息

量最少，复杂性较低，但在集聚系数较高的网络中

表现很好，然而对于集聚系数较低的网络则预测精

度就较差。最简单的指标是共同邻居（Common 
neighbors，CN）［12⁃13］。在 CN 的基础上，还有考虑节

点度影响的 Salton 指标［6］、分析两端节点度的 Jac⁃
card 指 标［14］、适 宜 研 究 生 态 数 据 的 Sorenson 指

标［15］、大 度 节 点 有 利 指 标（Hub promoted index，
HPI）［16］、大度节点不利指标（Hub depressed index，
HDI）、LHN⁃1 指标［17］。Adamic 等［18］为每个共同邻

居节点赋予权重提出 AA 指标，Zhou 等［19］衡量节

点间的相似性提出资源分配（Resource allocation，
RA）指标，以及只考虑两个端点的度的优先连接的

（Preferential attachment，PA）指标［12⁃13］。

（2）基于路径的相似性算法。从路径的信息

角度定义了相似度，其精确度主要依据能否准确抓

住目标网络的结构特征［14］。常用的指标是局部路

径 指 标（Local path，LP）［20］ 、Katz 指 标［14］ 和

LHN⁃Ⅱ［17］指标。

（3）基于随机游走的相似性算法。常用的指标

是 平 均 通 勤 时 间（Average commute time，
ACT）［6］、有重启的随机游走（Random walk with 
restart，RWR）［6］、局 部 随 机 游 走 指 标（Local ran⁃
dom walk，LRW）［21］、叠加的局部随机游走指标

（Superposed random walk，SRW）［22］。

1. 2　链路预测精度指标

衡量链路预测算法精确度的指标有：受试者工

作特征曲线下区域的面积（Area under the receiver 
operating characteristic curve，AUC） 和 Preci⁃
sion［6，22］。其中，AUC 从全局角度对算法精度进行

度量；Precision 仅考虑对于排在前 L 位的边的预测

是否正确［23］。

2 流量预测

2. 1　D⁃S证据理论

由于链路预测的方法只能预测节点之间是否

存在连边，而不能预测节点，不能直接预测出流量

值，且仅考虑了最大相似度节点的影响，易造成偏

差从而影响预测结果精确度。D⁃S 证据理论不仅

能处理随机性和模糊性所导致的不确定性， 而且

可以依靠证据的积累不断地缩小假设集，这些优点

使证据理论的应用越来越广［24］。因此，在链路预
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测的基础上，通过结合 D⁃S 证据理论的方法对产生

影响的相关节点进行权重划分，找出多个影响较大

的相关节点进行流量预测，即预测节点。

假设辨识框架 Θ 是一个由问题的所有假设组

成穷举集合，所有假设是相互排斥的，设 Θ 中包含

N 个元素，Θ 可以表示为 Θ = { θ1，θ2，…，θN }，Θ 的

子集 A 称为命题，Θ 的幂集 P ( Θ )可以表示为

P ( Θ ) ={∅，{ θ1 }，{ θ2 }，…，{ θN }，{ θ1，θ2 }，

{ θ1，θ3 }，…，{ θ1，θ2，…，θi }，…，Θ} （1）
式中 P ( Θ )中元素的个数为 2N。

在辨识框架中，函数 m 被定义为一个映射：  
m：P ( Θ ) → [ 0，1]，且满足以下条件

m (∅ )= 0，∑
A ⊆ Θ

m ( A ) = 1 （2）

函数 m 为辨识框架 Θ 上的基本概率指派函数

（Basic probability assignment，BPA），m ( A ) 表示命

题 A 的基本概率指派，m ( A ) 的值表示证据对命题

A 的支持程度。

给定几个同一识别框架上基于不同证据的信

任函数，若证据不是完全冲突的，则可以利用  D⁃S 
合成法则计算出一个新的信任函数。设 Bel1、Bel2 是

同一个识别框架上的两个信任函数，m 1 和 m 2 分别

是其对应的基本可信度分配，对应焦元分别为 A i

和 Bj，设 K = ∑
Ai ∩ Bj = A

m 1( A i ) m 2( )Bj < 1，则 D⁃S 合

成法则为

m ( A ) =
∑

Ai ∩ Bj = A

m 1( )A i m 2( )Bj

1 - K
    A ≠ ∅ （3）

2. 2　流量预测

设时间序列为（t1，y1），（t2，y2），…，（ti，yi），…，

（tN，yN），（tN+1，yN+1），( ti，yi )为时间序列中任意某个

节点，( tN，yN )为最后已知节点，( tN + 1，yN + 1 )为预测

节点，其中 yN + 1 是时间序列在时间点 tN + 1 的观测

值。基于上文不同算法公式可得最后节点 ( tN，yN )
与 其 先 前 所 有 节 点 之 间 的 相 似 度 为 SN =
{S1N，S2N，…，S( )N - 1 N}，设 SMN 表示 SN 中的最大值，

其对应的节点 ( tM，yM ) 即为已知最后一个节点

( tN，yN )相似度最大的节点［25］。

步骤 1 将原始时间序列通过可视图算法转

换成复杂网络，预测值 yn + 1 与已知网络中最后一

个节点相连接。

步骤 2 在不同算法中找出预测精度最高的

链路预测方法，根据公式计算节点 ( tN，yN )与之前

( N - 1) 个 节 点 的 相 似 度 ，记 为 SN =

{S1N，S2N，…，S( )N - 1 N}。为提高预测精确度，利用链

路预测方法计算两次相似度，记为 SN1、SN2。

步骤 3 找出前 w 个相似度最大的相关节点，

并根据式（4）依次对相似节点进行预测，可得到 w
个预测值。w 的取值参考经验规则［26］为

（1）若时间序列呈现为上升趋势，则 w＝2；
（2）若时间序列呈现周期性的状态，则 w＝4；
（3）若时间序列呈现为下降趋势，则 w＝2。

yN + 1 = yN - yM

tN - tM
( tN + 1 - tM ) + yM （4）

步骤 4 取两次相似度计算出 w 个最大关键

节点的重合节点，依据 D⁃S 合成法则合成。

步骤 5 根据时间节点的证据差异性和时间

距离计算出前 w 个相关节点的权重系数。

当时间序列无周期性时，通常节点 ( tM，yM )离
最后已知节点 ( tN，yN )越远，说明节点 ( tM，yM )承载

了 更 多 历 史 信 息 也 就 越 重 要 。 相 反 如 果 节 点

( tM，yM )非常接近最后已知节点 ( tN，yN )，则 ( tM，yM )
的重要性减弱，因为其包含的过去信息较少，对下

一 时 刻 的 预 测 结 果 ( tN + 1，yN + 1 ) 产 生 的 影 响 和

( tN，yN )具有十分接近的效果。如图 1 所示，随着节

点 ( tM，yM ) 从 tM3 移 动 到 tM1，到 最 后 已 知 节 点

( tN，yN )的距离 dMN 逐渐减小，节点 ( tM，yM )携带的

历史信息减小，重要性随之减弱。

（1）根据前 w 个节点的基本概率分派，使用

式（5）计算其与最后一个节点的距离。

dj(m tM，m tN)= 1
2 ( )m tM - m tN

T
∗--D ∗ ( )m tM - m tN

（5）
证据体之间的相似性计算为

Sim (m tM，m tN)= 1 - dj(m tM，m tN) （6）
（2）两个节点间的紧密程度通过节点距离反

映，节点距离越近证明关系越紧密。这一理论应用

于可视图中，越是相近的时间，就代表着节点所含

的信息越是相似，对预测的效果也就没有太大的差

别。基于此，在权重系数的设定和预测结果的改进

时，时间距离影响是必须要考虑的。根据文献

［27］，可见性图中的节点距离定义为

图 1 节点重要性影响

Fig.1 Impact of node importance
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dM → N = | tM - tN | （7）
式 中 ：tM，tN 分 别 代 表 对 应 时 间 节 点 ( tM，yM )，
( tN，yN )的具体时刻。

将证据相似性与时间距离这两个影响因子综

合起来，得出有关的时间节点对预测结果的权重计

算方法为

ωi = dM → N × Sim ( mtM，mtN
) （8）

步骤 6 为不同的初步预测值分配权重，用来

进行最终的预测，表达式为

yN + 1 = ∑
i = 1

k ωi

∑
i = 1

k

ωi

× ( yN - yM

tN - tM
( tN + 1 - tM ) + yM ) （9）

3 实验结果与分析

为评估和检验算法，共用到了 3 个扇区 3 个时

间尺度的空中交通流量数据，分别为：三亚 1、2、4
扇区的 15、30 和 60 min 流量数据。网络拓扑结构

如图 2 所示，此处引用三亚 1 扇 60 min 时间序列共

1 000 个数据绘制可视图网络拓扑图，为方便研究

将 原 拓 扑 图 2（a）通 过 Gephi 软 件 自 动 整 理 为

图 2（b）。

3. 1　算法预测精度

实验过程中将训练集占数据集的比例定义为  
proportion，根据 proportion 随机地划分为训练集与

测试集。这个比例越大，表示给算法的信息越多，

理论上算法的预测也越准确。当链路预测方法的

准确度在 0.5 以下时，预测效果低于随机选取法，

没有比较预测精确度的意义。因此，第一次实验

proportion 的值为 0.9，其后每次实验减少 0.1，直
到 0.5。

由于 Katz、LHN⁃Ⅱ和 RWR 中都有可调参数，

为了更好地体现方法的预测效果，实验中对 Katz
分别取 β = 0.01 和 β = 0.000 1，对  LHN⁃Ⅱ 取 ϕ =
0.9、ϕ = 0.95、ϕ = 0.99，带有重启的随机游走方法

的参数 c = 0.85，即游走粒子运动到某个节点上都

有  0.15 的概率回到初始节点。以上取值均为查阅

大量文献后发现使用频率最高的可调参数值。

为降低误差，所有数据均为计算 100 次精度后

的平均值。表 1~3 均以三亚 1 扇 60 min 空中交通

流量时间序列为数据进行分析的 AUC 精度比较，

为便于观察预测精度大小，图 3~5 分别为其对应

图 3 不同比例的训练集在基于局部信息的算法中的 AUC
Fig.3 AUC of different proportion training sets in local 

information⁃based algorithm

图 2 网络拓扑结构图

Fig.2 Network topology diagram

表 3 6种基于随机游走的相似性算法 AUC精度比较

Table 3 Comparison of AUC accuracy of six similarity 
algorithms based on random walk

Proportion
ACT

RWR0.85
RWR0.9
RWR0.95
SRW0.85
LRW0.85

0.9
0.622 4
0.988 8
0.987 4
0.983 9
0.988 8
0.988 8

0.8
0.669 2
0.986 9
0.985 3
0.981 4
0.986 9
0.986 9

0.7
0.670 5
0.986 8
0.985 2
0.981 1
0.986 9
0.986 8

0.6
0.670 9
0.986 1
0.985 3
0.982 6
0.986 1
0.986 1

0.5
0.692 9
0.981 2
0.980 8
0.978 2
0.981 2
0.981 2

表 2 6种基于路径的相似性算法 AUC精度比较

Table 2 Comparison of AUC accuracy of six path⁃based 
similarity algorithms

Proportion
Local Path

Katz0.01
Katz0.001

LHNⅡ0.9
LHNⅡ0.95
LHNⅡ0.99

0.9
0.971 8
0.970 7
0.970 9
0.957 7
0.942 0
0.894 6

0.8
0.968 8
0.968 6
0.968 7
0.953 6
0.939 4
0.893 5

0.7
0.966 8
0.967 4
0.967 5
0.946 2
0.933 4
0.893 8

0.6
0.960 4
0.966 3
0.966 5
0.946 6
0.935 4
0.896 1

0.5
0.959 3
0.965 7
0.965 8
0.944 8
0.934 6
0.897 2

表 1 10种基于局部信息的相似性算法 AUC精度比较

Table 1 Comparison of AUC accuracy of ten similarity 
algorithms based on local information

Proportion
CN

Salton
Jaccard

Sorenson
HPI
HDI
LHN
AA
RA
PA

0.9
0.968 7
0.971 5
0.969 2
0.859 7
0.972 6
0.967 9
0.957 6
0.975 8
0.978 1
0.675 7

0.8
0.964 4
0.966 3
0.965 3
0.856 9
0.964 9
0.964 7
0.953 2
0.970 7
0.972 5
0.691 4

0.7
0.949 8
0.948 3
0.947 8
0.843 2
0.947 0
0.947 4
0.936 9
0.955 0
0.956 1
0.722 6

0.6
0.930 0
0.928 5
0.928 7
0.814 7
0.925 8
0.928 9
0.920 3
0.934 9
0.936 1
0.707 8

0.5
0.907 7
0.906 3
0.906 7
0.790 2
0.904 5
0.906 9
0.901 2
0.912 0
0.912 8
0.712 6
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的直方图。

由表 1~3 可以看出，绝大多数算法的预测精

度都是随着 proportion 值的降低，AUC 值也随之降

低。只有在基于路径的相似性算法中 LHNⅡ0.99
的预测效果是随着 proportion 值的降低，AUC 值逐

渐增大，但增长幅度不大。其他大多数算法虽然降

低幅度不大，但整体上仍以 0.9 为 proportion 值时

预测效果最好。因此，为保证预测准确性，将 pro⁃
portion 值设定为 0.9。

表 4 为三亚 1、2、4 三个扇区空中流量 60 min
时间尺度的各个链路预测方法 AUC 和 Precision 的

精度值。在基于局部信息的 10 个算法中，RA 的预

测精度较高，在 3 个扇区中都表现最好，均能够达

到 97.7% 以上，其次是 AA，再次是 HPI。总体看

来，PA 表现最差，特别是在三亚 2、4 扇区网络中已

经低于 0.7。在基于路径的 6 个算法中，以 AUC 为

参 考 ，3 个 扇 区 内 Local Path 表 现 最 好 ，其 次 是

Katz。以 Precision 为参考，Katz0.01 预测精度更

高。在基于随机游走的 6 个算法中，RWR0.85 预

测效果最好，且高于基于局部信息的 RA 和基于路

径的 Local Path，是针对 3 个扇区网络而言预测精

度最高的链路预测方法。图 6 为以 0.9 比例划分的

三亚 1 扇 60 min 时间序列在不同算法中的 AUC 与

Precision 精度值直方图对比。

表 4　3个扇区在不同算法中的 AUC与 Precision精度

Table 4　Comparison of AUC and Precision of three sec⁃
tors in different algorithms

Proportion
0.9

CN
Salton
Jaccard

Sorenson
HPI
HDI
LHN
AA
RA
PA

Local Path
Katz0.01

Katz0.001
LHNII0.9

LHNII0.95
LHNII0.99

ACT
RWR0.85
RWR0.9

RWR0.95
SRW0.85
LRW0.85

三亚 1 扇
60 min

AUC

0.970 6
0.970 7
0.968 2
0.848 1
0.972 6
0.966 8
0.954 7
0.976 9
0.978 9
0.709 8
0.972 4
0.971 5
0.971 8
0.956 9
0.941 3
0.891 6
0.683 7
0.989 9
0.985 8
0.983 4
0.980 2
0.985 7

Preci⁃
sion

0.122 5
0.029 4
0.034 3
0.034 3
0.049
0.029 4
0.024 5
0.112 7
0.156 9
0.063 7
0.127 5
0.142 2
0.127 5
0.019 6
0.009 8
0.004 9
0.156 9
0.186 3
0.147 1
0.107 8
0.161 8
0.117 6

三亚 2 扇
60 min

AUC

0.974 1
0.976 2
0.974 9
0.866 7
0.974 2
0.974 0
0.960 4
0.982 0
0.985 1
0.685 5
0.967 6
0.965 4
0.965 7
0.947 4
0.927 0
0.872 3
0.609 9
0.987 9
0.986 8
0.981 4
0.986 3
0.983 7

Preci⁃
sion

0.083 7
0.049 3
0.039 4
0.054 2
0.093 6
0.049 3
0.102 4
0.073 9
0.108 4
0.098 5
0.054 2
0.059 1
0.093 6
0.024 6
0.009 9
0.004 9
0.108 4
0.128 1
0.113 3
0.103 4
0.113 3
0.098 5

三亚 4 扇
60 min

AUC

0.972 4
0.972 4
0.971 0
0.866 5
0.974 1
0.969 5
0.965 0
0.976 7
0.977 9
0.643 0
0.984 7
0.984 6
0.984 5
0.974 2
0.968 1
0.952 4
0.684 7
0.992 1
0.989 8
0.988 3
0.991 3
0.991 5

Preci⁃
sion

0.029 1
0.052 3
0.058 1
0.023 3
0.139 5
0.034 9
0.064 0
0.064 0
0.197 7
0.017 4
0.023 3
0.046 5
0.058 1
0.011 6
0.011 6
0.005 8
0.145 3
0.168 6
0.186 0
0.174 4
0.133 7
0.157 0

图 4 不同比例的训练集在基于路径的算法中的 AUC
Fig.4 AUC of different proportion training sets in 

path⁃based algorithm

图 5 不同比例的训练集在基于随机游走的算法中的 AUC
Fig.5 AUC of training sets with different proportions in the 

algorithm based on random walk

图 6 三亚 1 扇 60 min 训练集的 AUC 与 Precision 精度值

Fig.6 AUC and Precision values of a 60 min training set of Sanya 01 Sector
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3. 2　流量预测结果

选用三亚 1 扇 2017 年 9 月 2 日零时起 24 小时

流量数据预测第 25 小时的流量值。首先将时间序

列转换为可视图并根据可视性原则进行了标注，如

图 7 所示。由 3.1 节中可以得知对于三亚扇区空中

交通流量时间序列在不同种类的算法中 RWR0.85
的预测效果最好，因此选用此链路预测方法，将

RWR 算法参数 c 设置为 0.85，即游走粒子运动以  
0.15 的概率回到初始位置。

在执行两次随机游走后，得到节点相似度 SN1、

SN2，如 表 5 所 示 ，其 中 还 标 明 了 每 个 节 点 的 节

点度 k。
图 8 为三亚 1 扇 9 月 2 日起 60 min 时间尺度的

15 天流量值直方图，时间序列整体趋势具有周期

性，因此将 w 设置为 4。通过观察得到重合的 w 个

最大相似度时间节点依次为 18、20、17，利用式（5）
得到预测值依次为 12、14、10。利用式（3）得到合

成的相似度分别为 0.351 9、0.341 3、0.306 8。利用

式（9）得到权重依次为 0.587 7、0.201 7、0.210 6。
得 到 最 终 预 测 值 yN+1=0.587 7×12+0.201 7×
14+0.210 6×10=11.982 2，而实际第 25 节点流量

值为 12，预测精度 99.85%。其后依次滚动一个时

间节点，得到预测流量值与原始流量值折线图，如

图 9 所示。

三亚一扇 60 min、30 min、15 min 时间尺度未

来 6 小时预测值如表 6 所示，可以看出随着时间序

列划分越来越细，预测精度整体逐渐降低，且会出

现在实际值存在突变时预测精度较低的情况。一

方面，随着时间尺度变小流量值变化增大，为了保

证预测的精度，需要更多的训练数据进行预测。另

一方面也说明在实际航班运输过程中存在无法预

测的意外情况，空中交通管制人员及其他相关人员

应做好相应准备。

从表 7 中可以观察到，由于预测时最后已知节

点 ( tN，yN )的影响最大，因此在出现短期数据大幅
度波动时易有较大的预测偏差。且由于训练集中

选取的时间段为 0 时起至某一天的 24 时，因此

图 8 三亚 1 扇 9 月 2 日起 15 天流量图

Fig.8 Flow value chart of Sanya 01 Sector for 15 days from 
September 2nd

图 7 三亚 1 扇 9 月 2 日 24 小时流量可视图

Fig. 7 24⁃hour traffic visualization map of Sanya 01 Sector 
on September 2nd

表 5 节点度和两次节点相似度的计算结果

Table 5 Calculation results of node degree and twice 
node similarity

t

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19
20
21
22
23
24

SN1

0.014 2
0.023 8
0.025 2
0.024 2
0.064 0
0.063 4
0.069 2
0.035 2
0.059 2
0.040 2
0.036 6
0.020 8
0.045 4
0.070 0
0.069 8
0.268 8
0.298 2

0.327 6

0.216 2
0.315 8

0.222 8
0.213 8
0.309 2

0.912 2

SN2

0.014 0
0.023 2
0.023 6
0.025 8
0.062 2
0.058 2
0.067 6
0.062 8
0.061 8
0.040 0
0.039 2
0.024 4
0.047 2
0.069 0
0.066 2
0.248 2
0.313 0

0.326 8

0.312 8

0.328 8

0.296 4
0.242 6
0.237 8
0.913 4

流量值

9
23
24
23
30
27
27
23
21
21
21
19
23
27
23
30
23
13
4
3
0
2
7

12

k

2
3
3
2
6
3
8
7
5
4
4
2
2
3
2
7
8
7
5
5
4
2
2
1

图 9 三亚 1 扇 6 小时预测

Fig.9 6⁃hour forecast of Sanya 01 Sector
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表 6 使用 D⁃S方法的预测值

Table 6 Predictive value with D⁃S method

时间

25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48

三亚 1 扇 60 min
原始流量值

12
21
19
18
21
20

预测值

11.98
20.69
18.35
17.54
20.24
19.35

预测精度

0.998 5
0.985 2
0.965 9
0.974 6
0.963 8
0.967 6

三亚 1 扇 30 min
原始流量值

11
13
20
13
16
9

16
21
15
13
12
3

预测值

10.31
12.49
19.48
13.57
15.44
10.28
15.53
20.31
15.79
12.60
11.58

9.27

预测精度

0.937 5
0.960 5
0.973 8
0.957 9
0.965 0
0.875 2
0.970 6
0.967 1
0.950 2
0.969 2
0.965 0
0.323 7

三亚 1 扇 15 min
原始流量值

13
9

12
8
3
8

11
13
8
7
8
8
6
9

10
10
11
7
5
6

10
7
7
6

预测值

12.34
9.77

11.31
8.58
8.94
7.30

10.16
12.32

8.76
6.27
7.68
7.74
7.00
8.21
9.45
9.38

10.47
9.79
7.32
6.32
7.40
7.90
7.34
7.03

预测精度

0.949 3
0.921 1
0.942 3
0.932 2
0.335 4
0.912 3
0.923 9
0.947 8
0.913 5
0.895 9
0.960 5
0.967 8
0.856 7
0.912 0
0.945 2
0.937 9
0.952 1
0.715 3
0.682 9
0.949 2
0.740 2
0.885 7
0.954 1
0.854 0

表 7 未使用 D⁃S方法的预测值

Table 7 Predictive values without D⁃S method

时间

25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48

三亚 1 扇 60 min
原始流量值

12
21
19
18
21
20

预测值

11.59
13.59
17.66
18.45
20.18
19.66

预测精度

0.965 8
0.647 1
0.929 5
0.975 6
0.961 0
0.983 0

三亚 1 扇 30 min
原始流量值

11
13
20
13
16
9

16
21
15
1

12
3

预测值

10.37
12.12
19.28
14.01
15.27
12.93
10.44
18.99
19.58
15.60

6.89
5.37

预测精度

0.942 7
0.932 3
0.964 0
0.927 9
0.954 4
0.696 1
0.652 5
0.904 3
0.766 1
0.064 1
0.574 2
0.558 7

三亚 1 扇 15 min
原始流量值

13
9

12
8
3
8

11
13
8
7
8
8
6
9

10
10
11
7
5
6

10
7
7
6

预测值

12.33
10.29
11.09
10.83

7.52
6.55

10.13
11.96
12.48

7.11
7.96
8.01
8.00
7.60
9.34
9.94

10.01
10.83

9.12
6.33
7.86
8.29
7.31
6.84

预测精度

0.948 5
0.874 6
0.924 2
0.738 7
0.398 9
0.818 8
0.920 9
0.920 0
0.641 0
0.984 5
0.995 0
0.998 8
0.750 0
0.844 2
0.934 1
0.993 7
0.909 6
0.646 1
0.548 2
0.947 9
0.786 0
0.844 0
0.958 1
0.877 3
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60 min 时间尺度预测的时间节点，为未来一天的 0
时至 6 时，必然会存在与昼间流量形成骤减状态的

时刻。在如表 7 中三亚 1 扇 60 min 所在列，26 时间

所在行可以看出原始流量值由 12 剧增至 21，极大

地影响了预测效果，与 25 时 0.965 8 的预测精度相

比 26 时预测精度只有 0.647 1。而未使用 D⁃S 的预

测精度均远低于如表 6 所示的使用 D⁃S 方法的预

测精度。可以证明 D⁃S 方法的使用是可行且有

效的。

4 结   论

基于复杂网络链路预测理论对三亚区域管制

扇区的空中交通流量进行了基于局部信息、路径和

随机游走的共 22 种算法精度比较和流量值预测。

由于链路预测的方法只能预测连边，而不能预测节

点，不能直接预测出流量值。因此，需要在链路预

测的基础上，针对关键节点的权重问题引入介绍了

D⁃S 证据理论。最后列出了流量值预测的步骤方

法。主要结论如下：

（1） 基于随机游走的 RWR0.85 算法对预测三

亚扇区空中交通流量精度最高。在基于局部信息

的算法中 RA 预测精度最高，基于路径的算法中

Local Path 预测精度最高。

（2） 在经过流量预测后还发现未使用 D⁃S 的

预测精度均远低于使用 D⁃S 方法的预测精度。可

以证明 D⁃S 方法的使用是可行且有效的。

（3） 随着时间序列划分越来越细，预测精度整

体逐渐降低，出现在实际流量值存在突变时预测精

度较低的情况。说明在实际航班运输过程中存在

无法预测的意外情况，空中交通管制人员及其他相

关人员应做好相应准备。

（4） 应用复杂网络链路预测及 D⁃S 证据理论

方法来预测空中交通流量是可行有效的，为进一步

研究和提高预测精度奠定了基础。
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