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基于 VMD‑LSSVM 的扇区流量短期预测

王 飞 1， 孙鹏飞 2

（1.中国民航大学空中交通管理学院，天津 300300； 2.北京蓝天航空科技股份有限公司,北京 100085）

摘要： 对扇区流量进行短期预测，是精准实施扇区流量优化和管理措施的前提。基于分解集成预测方法论，建立

了 变 分 模 态 分 解‑最 小 二 乘 支 持 向 量 机（Vibrational mode decomposition‑least square support vector machines，
VMD‑LSSVM）预测模型。首先，应用变分模态分解（Vibrational mode decomposition，VMD）方法将扇区流量时

序数据分解为若干个模态；然后，使用最小二乘支持向量机（Least square support vector machines，LSSVM）模型

分别对模态进行预测；接着，对模态的预测结果进行加和集成，得到了最终的预测值。算例计算结果显示，针对

60 min 统计尺度流量时间序列，VMD‑LSSVM 模型在 1~6 h 的均等系数（Equal coefficient， EC）值为 0.97，在 7~
12 h 的 EC 值为 0.94；与差分自回归滑动平均模型（Autoregressive integrated moving average model，ARIMA），反

向传播（Back propagation，BP）神经网络和 LSSVM 单一模型相比，VMD‑LSSVM 模型 1~6 h 的 EC 值分别提升

了 11.5%、7.8%、4.3%；与 完 整 聚 合 经 验 模 态 分 解（Compete ensemble empirical mode decomposition with 
adaptive noise， CEEMDAN）‑LSSVM、CEEMDAN‑BP 和 VMD‑BP 相比，提升了 2.1%、6.6%、5.4%；与 30 min
和 15 min 统计尺度相比，的 EC 值分别提升了 6.6% 和 19.8%；针对时间普适性的 8 次实验，EC 值均在 0.94 以上，

针对 27 个扇区普适性的实验，有 24 个扇区的 EC 值在 0.9 以上。算例结果表明，VMD‑LSSVM 模型具备良好的

预测性能和较好的普适性，用于扇区流量短期预测是可行的和有效的。
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Short Term Prediction of Sector Traffic Based on VMD‑LSSVM
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Abstract: Short term prediction of sector traffic is the premise of accurately implementing sector traffic 
optimization and management measures. Based on the decomposition integration prediction methodology， a 
vibrational mode decomposition least square support vector machine（VMD-LSSVM） prediction model is 
established. Firstly， the VMD method is applied to decompose the traffic into several sectors. Then， the 
LSSVM model is used to predict the modes . The modal prediction results are added and integrated to obtain 
the final prediction value. The calculation results show that the prediction accuracy of the VMD-LSSVM 
model is 0.97 in 1—6 h and 0.94 in 7—12 h. Compared with the first mock exam model of autoregressive 
integrated moving average model（ARIMA）， back propagation（BP） and LSSVM， the prediction accuracy of 
the VMD-LSSVM model 1—6 h increased by 11.5%， 7.8%， 4.3%， respectively， and 2.1%， 6.6%， 5.4% 
compared with compete ensemble empirical mode decomposition with adaptive noise （CEEMDAN）-LSSVM， 
CEEMDAN-BP and VMD-BP， respectively. Compared with 30 min and 15 min statistical scales， the 
prediction accuracy is improved by 6.6% and 19.8%， respectively. For the eight experiments of time 
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universality， the prediction accuracy is more than 0.94. For the experiments of 27 sectors， the prediction 
accuracy of 24 sectors is more than 0.9. The example results show that the VMD-LSSVM model has good 
prediction performance and good universality， and it is feasible and effective for short-term prediction of sector 
traffic.
Key words: transport aviation； air traffic flow management； short term flow forecast； variational modal 

decomposition； least square support vector machine

空中交通流量管理是空中交通管理的 3 大组

成部分之一。流量预测是空中交通流量管理的重

要内容，一般分为中长期预测与短期预测。流量

中长期预测服务于流量管理的战略阶段，一般以

年、月、日为单位进行预测，可以为机场布局、空域

划设、航线网络规划等提供依据。流量短期预测

主要用于流量管理的战术阶段，一般以小时和分

钟为单位，对优化交通流和减少延误更具现实

意义。

目前，国内外学者对空中交通流量短期预测的

方法主要分为 4 类。第 1 类是基于航迹的流量预测

方 法［1‑6］。 现 阶 段 ，基 于 航 迹 的 运 行（Trajectory 
based operation， TBO）技术尚未成熟应用，实际运

行航迹受不确定因素影响，与计划航迹差异较大，

导致预测准确度不高。第 2 类是基于数理统计的

预测方法［7‑9］。该方法主要考虑空中交通流的线性

特征，鉴于空中交通系统已被证实具有复杂的非线

性特征［10‑12］，因此具有局限性。第 3 类是基于非线

性理论的预测方法［13‑14］。非线性模型中许多关键

参数由经验确定，实际应用仍面临诸多难点。第 4
类是智能预测方法［15‑17］。该方法具有较强的自学

习能力、适应性和鲁棒性，但存在着容易陷入局部

最小、大规模数据训练时间较长的问题。

近年来，“分解集成”预测模型成为当前时间序

列预测领域的一种前沿技术，先将原始时序分解为

不同频率的分量，再对分量进行分析和预测，最后

集成分量预测结果形成整体预测结果。2012 年，

Liu 等［18］基于经验模态分解（Empirical mode de‑
composition，EMD）和人工神经网络（Artificial neu‑
ral network，ANN），提出了一种用于风速预测的混

合 模 型 EMD‑ANN，预 测 效 果 较 好 。 2016 年 ，

Wang 等［19］结合 EMD 和差分自回归移动平均模型

（Autoregressive integrated moving average， ARI‑
MA），对 5~20 min 内的高速公路车辆速度进行了

预测。2018 年，Majumder 等［20］提出了一种基于变

分 模 态 分 解（Vibrational mode decomposition， 
VMD）和新内核极限学习机的组合预测模型，用于

太阳能辐射的预测。2018 年， Li 等［21］提出了一种

集合经验模态分解（Ensemble empirical mode de‑
composition，EEMD）与随机森林（Random forest，

RF）算法结合的 EEMD‑RF 模型，用于预测日常用

电量。2019 年，贺毅岳等［22］结合了 VMD 分解方法

和支持向量回归（Support vector regression，SVR）
预测方法，实现了对非平稳、非线性股票价格时间

序列的高精度预测。分解集成预测方法在空中交

通 领 域 的 应 用 刚 刚 起 步 ，研 究 成 果 还 不 丰 富 。

2021 年，王飞等［23］建立完整聚合经验模态分解

（Compete ensemble empirical mode decomposition 
with adaptive noise， CEEMDAN）‑反向传播（Back 
propagation，BP）神经网络模型，实现区域扇区流

量短期预测，与 30 min 和 15 min 统计尺度预测结

果相比，60 min 尺度均衡系数最高，为 92.4%，依然

有很大提升空间。EMD 及其演化形成的 EEMD
和 CEEMD 是瞬频分析方法，不依赖于先验基函

数，采用的 Hilbert 谱的分辨率远高于小波谱，准确

性高，但易产生模态混叠。VMD 是 Zosso 等［24］提

出的一种自适应、完全非递归的数据分解方法，是

典型的时频分析方法，能够自适应的匹配各模态的

最佳中心频率和有限带宽，实现模态的有效分离，

较好解决了模态混叠问题。

流量时间序列是研究空中交通流的一种有效

手段，扇区是管制指挥的最基本单元。本文以扇区

为研究对象，基于实测数据构建扇区流量时间序

列，根据“分解集成”方法论，按照“时序分解‑分量

预测‑集成预测”的步骤开展流量短期预测，为精准

实施流量优化和管理措施提供依据。

1 分解与预测方法

1. 1　变分模态分解

VMD 可以降低复杂度高和非线性强的时间

序列非平稳性，分解获得包含多个不同频率尺度且

相对平稳的子序列，适用于非平稳性的序列。此

外，采用了维纳滤波进行去噪，具有良好的去噪效

果。VMD 克服了 EMD 的端点效应和模态混叠问

题，具有更为坚实的数学理论基础和更强的鲁棒

性。VMD 分解的原理包含构造变分问题和求解

变分问题两个部分。

（1） 构造变分问题

① 利用希尔伯特变换求解 uk ( t )的边际谱，得

到单侧频谱为
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式中：uk ( t )为分解得到的 k 个模态函数分量，δ ( t )
为单位脉冲函数，t为采样时刻，j为虚数单位。

② 按照式（2）将 uk ( t )的频谱调制到基频带
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式中 w k 为各模态函数的中心频率。

③ 使用高斯平滑法估计已解调信号的带宽，

将问题转化为求解带约束的的变分问题，如式（3）
所示。
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式中：∂ t 为对 t求偏导， ·
2
为求解二范数，f ( t )为原

始时序数据。

（2） 求解变分问题

①将式（3）转换为增广拉格朗日无约束问题为

L = α∑
k







 





∂ t

é

ë
ê
êê
ê ù

û
úúúú( )δ ( t )+ j

πt
uk ( t ) e-jw k t

2

2

+






 






f ( t )-∑
k

uk ( t )
2

2

+ λ ( t )，f ( t )-∑
k

uk ( t )

（4）
式中：α 为二次惩罚因子，· 为求数学期望，λ ( t )为
格朗日乘法算子。

②将式（3）的最小化问题作为增广拉格朗日表

达式的解，采用交替方向乘子法不断更新 uN + 1
k ，

w N + 1
k 和 λN + 1，模态 uk 的更新迭代等价为最小化

问题。
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式中：·̂ 为变量的估计量，arg min 就是使式子达到

最小值时的变量的取值。

③将 w 用 w - w k 代替，按照式（6）更新 ûN + 1
k 。
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求二次规划问题的解为

ûN + 1
k ( w )=

f ̂ ( w )-∑
i

û i ( w )+ λ̂ ( w )
2

1 + 2α ( w - w k )2 （7）

w N + 1
k =

∫
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w || û k ( w ) 2 dw

∫
0

∞

|| û k ( w ) 2 dw
（8）

综合上述原理，VMD 分解的步骤为：

（1）首先，初始化 { û1
k }、{ w 1

k }、{ λ̂1 }和 N。

（2）根据式（7，8）更新 ûN + 1
k ( w )和 w N + 1

k 。

（3）根据式（9）更新 λ̂。

λ̂N + 1 ( w )= λ̂N ( w )+ τ ( f ̂ ( w )-∑
k

ûn + 1
k ( w ))（9）

式中 τ为更新参数。

（4）判断是否满足式（10）收敛条件，ε 为判别

精度。若满足，停止迭代，输出模态子序列。若不

满足，返回步骤 2，直至满足收敛条件。

∑
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2

2
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k

2

2
< ε （10）

1. 2　最小二乘支持向量机

最 小 二 乘 支 持 向 量 机（Least square support 
vector machine，LSSVM）通过将支持向量机的非

等式约束替换为等式约束，将二次规划问题转变为

求解线性方程组，提高了运算速度，降低了运算复

杂度。LSSVM 模型的具体原理如下

（1）设 样 本 D = {( xi，yi ) |    i = 1，2，⋯，n }，其

中 xi 为 n 维输入数据集，yi 为一维输出数据集，通

过非线性映射 φ ( · ) 将样本映射到高维的特征空

间，得到回归函数如下

f ( x )= ωT φ ( x )+ b （11）
式中：ω为权值向量，b为偏差量。

（2）利用结构风险最小化原则，建立 LSSVM
的回归方程

ì

í

î

ïïïï

ïïïï

min J (ω，e )= 1
2  ω

2 + 1
2 γ ∑

i = 1

n

e2
i

s.t.：yi = ωT φ ( xi )+ b+ ei     i = 1，2，⋯，n
   （12）

式中： · 为求解二范数，J 为损失函数，ei 为松弛因

子，γ 为惩罚系数。

（3）通过引入拉格朗日乘子 αi，建立拉格朗日

方程 L

L (ω，b，e，α )= J (ω，e )- ∑
i = 1

n

αi [ ωT φ ( xi )+ b+

ei - yi ] （13）
对式（13）的 ω、b、e、α分别求偏导，并令偏导数

为 0，如式（14）所示。
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式中：l= [ 1，1，⋯，1] T
，α= ( α1，α2，⋯，αn )T，Ω为模

型的核矩阵，进一步得到

f ( x )= ∑
i = 1

n

αi k ( xi，xj )+ b （16）

式中 k ( xi，xj )为模型训练过程中的核函数。

2 算例分析

采集三亚 1 号扇区 2017 年 9 月 2 日到 2017 年 9
月 30 日共计 28 天的数据，按照 60 min（例如 8：00~

9：00）统计尺度，统计经过该扇区的所有飞机架次

数量，每天有 24 个流量值，28 天共 672 个流量值，

进而构造扇区流量时间序列。在研究时间段内，扇

区结构不变，没有出现明显的强干扰事件，可以认

为本文使用的数据为常态下的运行数据。

2. 1　时序分解

在 VMD 分解过程中，模态数量 K 和惩罚因子

α 对分解结果影响较大。

2. 1. 1　模态数量 K
如果 K 过小，易造成欠分解，丢失原始序列中

部分重要数据；如果 K 过大，易造成过分解，出现模

态混叠现象。本部分采用文献［25］中方法，逐步

增加 K 值，根据式（17）求相邻模态的 Pearson 相关

系数，分析相邻模态的相关性来确定 K 值，具体结

果如表 1 所示。其中，Cn，m 表示第 n 个模态与第 m
个模态的 Pearson 相关系数。

r=
N ∑xi yi-∑xi∑yi

N ∑x2
i -( )∑xi

2
N ∑y 2

i -( )∑yi

2
   （17）

式中：r 为 Pearson 相关系数，N 为样本数目，xi 与 yi

表示两个模态。

从表 1 可以看出，K 小于 7 时，C1，2 一直大于

0.1；K 为 8 时，C1，2下降至 0.04。说明模态数量 K 小

于 7 时，数据没有分解完全。K 增加至 11 时，C9，10

为 0.10，C10，11为 0.14，相关系数增加明显，说明发生

了模态混叠，应该停止分解。所以，就本算例而言，

K=10 较恰当。

2. 1. 2　惩罚因子 α
α 取值越大，模态的带宽越窄；α 取值越小，模

态的带宽越宽［26‑27］。为了合理确定 α，本文定义了

模态重构误差 IE，如式（18）所示。不同 α 对应的

IE 和分解时间如表 2 所示。

IE =
∑
n = 1

h

|| s ( n )- t ( n )

h
（18）

式中：s ( n )为原始数据；t ( n )为模态集成数据，即各

模态的线性加和；h 为样本个数。

表 1 相邻模态相关系数

Table 1 Correlation coefficients of adjacent modes

模态数量

2
3
4
5
6
7
8
9

10
11

C1，2

0.12
0.12
0.12
0.12
0.11
0.11
0.04
0.04
0.04
0.04

C2，3

-
0.01
0.01
0.04
0.09
0.09
0.01
0.01
0.01
0.01

C3，4

-
-

0.07
0.04
0.04
0.04
0.03
0.03
0.03
0.03

C4，5

-
-
-

0.01
0.04
0.03
0.03
0.03
0.03
0.03

C5，6

-
-
-
-

0.01
0.06
0.03
0.03
0.09
0.09

C6，7

-
-
-
-
-

0.03
0.03
0.06
0.06
0.06

C7，8

-
-
-
-
-
-

0.09
0.06
0.05
0.05

C8，9

-
-
-
-
-
-
-

0.09
0.06
0.06

C9，10

-
-
-
-
-
-
-
-

0.09
0.10

C10，11

-
-
-
-
-
-
-
-
-

0.14

表 2 VMD分解时间与重构误差

Table 2 VMD decomposition time and reconstruction error

α

100
200
400
800

1 600
3 200
6 400

12 800

VMD 分解时间/s
2.88
2.12
0.77
0.65
0.59
0.48
0.93
0.47

模态重构误差/架次

0.10
0.17
0.30
0.48
0.81
1.26
1.78
2.32
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从表 2 可以看出，随着 α 的增加，VMD 分解时

间整体上呈减少的趋势，且分解时间都不大。随着

α 的增加，模态重构误差逐渐增大，即 VMD 分解对

于原始数据的还原程度与 α 成反比。结合本文算

例，经多次计算验证，设置 α=400。
综合以上分析，设置 K=10，α=400，原始时序

数据分解结果如图 1 所示。

计算了各模态分量的样本熵［28］、Pearson 相关

系数和方差贡献率［29］，如表 3 所示。

原始时序数据的样本熵为 1.57，相较而言，各

模态的样本熵都有显著的降低，说明 VMD 分解可

以有效降低数据的复杂度。 imf2 和 imf3 的 Pearson
相关系数和方差贡献率均明显高于其他模态，说明

这两个分量的预测准确性将对最终结果起决定性

作用。

2. 2　模态预测

LSSVM 使用目前应用最广泛的径向基核函

数（Radial basis function，RBF），由于具有强大的非

线性处理能力，需要设置的参数为核函数带宽 σ 和

惩罚系数 γ。为了合理设置参数，提高预测的准确

度，本文采用 10 折交叉验证法对模型参数进行优

化。首先将训练集分为 10 个互不相交的集合，通

过给定 σ 和 γ，对其中 9 个集合进行训练，利用其中

1 个集合进行验证，计算其均方误差。重复以上步

骤 10 次，选择均方误差最小的参数组合作为模型

参数。利用前 27 天的数据作为训练集，第 28 天

1~6 h 的数据作为验证集，通过 10 折交叉验证法

确定 VMD 分解的各分量预测模型的参数，如表 4
所示，得到各模态预测结果如图 2 所示。

为了对预测准确度进行量化评价，选择了常用

的均方根误差（Root mean squared error，RMSE）、

平均绝对误差（Mean absolute error，MAE）、均等

系 数（Equal coefficient，EC）作 为 评 价 指 标 。

表 4 VMD‑LSSVM 模型参数

Table 4 VMD‑LSSVM model parameters

模态

imf1
imf2
imf3
imf4
imf5
imf6
imf7
imf8
imf9

imf10

核函数带宽 σ

253
36

6.61×103

3.10×103

4.16×104

2.11×104

2.18×104

6.32×103

3.56×104

1.61×103

惩罚系数 γ

1.08×105

2.79×106

3.64×107

1.34×106

3.52×106

5.77×106

4.52×105

9.10×106

2.97×106

6.03×105

图 1 VMD 分解后的分量

Fig.1 Components based on VMD

表 3 VMD分解后各模态的相关指标

Table 3 Relevant indexes of each mode decomposed by 
VMD

模态

imf1

imf2

imf3

imf4

imf5

imf6

imf7

imf8

imf9

imf10

样本熵

0.12

0.42

0.46

0.52

0.66

0.53

0.53

0.63

0.62

0.55

Pearson 相关
系数

0.33

0.70

0.53

0.28

0.20

0.20

0.14

0.12

0.12

0.11

方差贡献率/%

7.18

43.48

24.73

5.19

1.99

2.48

1.00

0.66

0.69

0.72
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RMSE、MAE 的值越小，预测值与真实值的误差越

小，模型的准确度越高。EC 值的范围在 0~1，EC
值越接近 1，准确度越高。

RMSE = 1
N ∑

t = 1

N

( )yt - ŷ t

2
（19）

MAE = 1
N ∑

t = 1

N

|| yt - ŷ t （20）

EC = 1 -
∑
t = 1

N

( ŷ t - yt )2

∑
t = 1

N

( ŷ t )2 + ∑
t = 1

N

( yt )2

（21）

式中：yt 为真实值，ŷ t 为预测值。

各模态分量预测结果评价指标值如表 5所示。

从表 5 可以看出，仅有 imf8 和 imf10 预测的 EC
值低于 0.9，其余都高于 0.9，取得了较好的预测效

果。由于 VMD 较好提取了原始数据细节分量，各

模态的复杂度普遍较低，预测难度得到有效降低。

2. 3　集成预测

集成预测方法有线性集成方法和智能预测方

法等。由于 VMD 分解得到一系列线性模态［30］，所

以本文采用线性集成方法对各模态预测结果进行

集成预测，如式（22）所示。

P = ∑
i = 1

K

Pi （22）

式中：P 为最终预测结果，Pi 为模态预测结果，K 为

模态的数量。

结合 2.1 和 2.2 小节内容，根据式（22）计算得

到 VMD‑LSSVM 最 终 预 测 结 果 如 图 3 所 示 。

RMSE 为 0.87，MAE 为 0.74，EC 值为 0.97，预测效

果较好。结合表 4 可以看出，起决定性作用的 imf2
和 imf3 的预测准确度都较高，从而保障了最终集

成预测准确度。

3 综合分析

3. 1　预测时长影响

流量短期预测的时间跨度通常是未来 1~6 h，

图 2 基于 LSSVM 模型的模态预测

Fig.2 Modal prediction based on VMD‑LSSVM model

表 5 基于 LSSVM 的模态预测评价指标值

Table 5 Evaluation index values of modal prediction 
based on LSSVM

模态

imf1

imf2

imf3

imf4

imf5

imf6

imf7

imf8

imf9

imf10

样本熵

0.12

0.42

0.46

0.52

0.66

0.53

0.53

0.63

0.62

0.55

方差贡献
率/%
7.18

43.48

24.73

5.19

1.99

2.48

1.00

0.66

0.69

0.72

RMSE

0.16

0.29

0.26

0.26

0.33

0.20

0.16

0.03

0.04

0.10

MAE

0.21

0.21

0.27

0.13

0.26

0.13

0.13

0.04

0.04

0.05

EC

1.00

0.96

0.97

0.90

0.92

0.92

0.90

0.87

0.98

0.88

图 3 VMD-LSSVM 模型预测结果

Fig.3 Integrated prediction results of VMD-LSSVM model
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为了探究 VMD‑LSSVM 模型对预测时长的敏感

性，本小节针对 1~6 h、7~12 h、1~12 h 3 种时长进

行预测，评价指标值如表 6 所示。

从表 6 可以看出，整体而言 VMD‑LSSVM 模

型在 3 个预测时长的预测效果都较好。具体而言，

在 1~6 h 的预测准确度要比 7~12 h 的高，对于流

量短期预测效果较好。后续所有分析均是指 1~
6 h 的预测。

3. 2　统计尺度分析

应用相同的数据，构造 30 min、15 min 统计尺

度的流量时间序列，预测结果如图 4，5 所示，相关

评价指标值如表 7 所示。

从 表 7 可 以 看 出 ，VMD‑LSSVM 模 型 对 于

15 min 统计尺度的流量数据预测效果较差，对

60 min 统计尺度的数据预测效果最佳，说明随着统

计尺度减小，预测难度增加，预测准确度下降。后

续分析均是以 60 min 统计尺度为例。

3. 3　模型性能分析

本小节从 2 个方面来分析模型性能。

（1） 与单一模型对比

ARIMA、BP 和 LSSVM 都是时间序列预测领

域中常用的方法，无需分解原始时序，可直接用于

原始时序预测。这 3 种方法的预测结果如图 6 所

示，具体评价指标值如表 7 所示。

（2） 不同分解集成方法对比

在 分 解 集 成 预 测 框 架 下 ，与 CEEMDAN‑ 
LSSVM 模型、CEEMDAN‑BP 模型和 VMD‑BP 模

型的预测结果进行对比，如图 7 所示，具体评价指

标值如表 8 所示。

从表 8 可以看出，ARIMA 模型对于非线性较

强、复杂度较高的短期流量预测效果欠佳。LSSVM
模型预测效果较好，对流量短期预测表现出较好的

适应性。4种分解集成预测模型的预测结果 EC值均

高于 0.9，整体表现较好。其中，VMD‑LSSVM 模型

图 7 不同分解集成模型预测结果对比

Fig.7 Comparison of prediction results of different decom ‑
position integration models

表 6 不同时长预测结果评价指标值

Table 6 Evaluation index values of prediction results of 
different time lengths

模型

VMD‑LSSVM

预测时长/h
1~6

7~12
1~12

RMSE
0.87
2.38
1.79

MAE
0.74
1.85
1.30

EC
0.97
0.94
0.95

图 4 30 min 统计尺度预测结果

Fig.4 Prediction results of 30 min statistical scale

表 7 不同统计尺度预测结果评价指标值

Table 7 Evaluation index values of prediction results at 
different statistical scales

统计尺度/min
60

30

15

RMSE
0.87

2.05

2.77

MAE
0.74

1.17

2.24

EC
0.97

0.91

0.81

图 5 15 min 统计尺度预测结果

Fig.5 Prediction results of 15 min statistical scale

图 6 单一模型预测结果对比

Fig.6 Comparison with single model prediction results
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的 各 项 评 价 指 标 均 体 现 出 较 大 的 优 势 。

CEEMDAN‑LSSVM 模型和 VMD‑LSSVM 模型

的 RMSE 值、MAE 值和 EC 值明显好于单一模型，

但 CEEMDAN‑BP 模型和 VMD‑BP 模型的预测效

果均不如 LSSVM 模型。此外，EEMD‑LSSVM、

EMD‑LSSVM 的 EC 值分别为 0.95 和 0.93，预测效

果较好，但稍逊于 VMD‑LSSVM 模型。说明只有

选择合适的分解方法和预测方法才能有效的提高

预测性能。

3. 4　数据长度影响分析

为了分析训练集数据长度，即数据量对模型预

测性能的影响，将训练数量由预测日前 2 天逐步增

长至 27 天，预测第 28 天 1~6 h 的数据，来观察 EC
值的变化，如图 8 所示。

从图 8 可以看出，对于 VMD‑LSSVM 模型，训

练集数据在 5天以下时，因为训练样本有限，模型没

有得到充分的训练，EC 值较低，随着训练样本的增

加，EC值逐渐增大，训练集数量在 5~12天时，EC值

有所震荡，在训练集数量增长至 12天以上时，EC值在

高位上趋于稳定。对于 CEEMDAN‑LSSVM 模型，

在 12天以内，EC 值波动较大，在 15~20天之间，EC
值相对稳定，但在 20 天之后又有剧烈变动。说明，

CEEMDAN‑LSSVM模型对数据长度更为敏感。

3. 5　模型普适性分析

为了验证分解集成方法的普适性，对时间普适

性和扇区普适性进行了研究。

3. 5. 1　时间普适性

选择原始数据中前 20 日的数据作为训练集，

第 21 日前 6 h 的数据作为验证集，通过每次向后递

推 1 日的方法，保持 20 天的训练数据，滚动预测第

21 天至第 28 天的数据，得到了 8 组数据，如图 9 所

示。计算了相关评价指标，如表 9 所示。从表 9 可

以看出，在 8 次实验中，EC 值都在 0.94 以上，预测

效果较佳，VMD‑LSSVM 模型表现出了良好的时

间普适性。

表 8 不同模型预测结果评价指标值

Table 8 Evaluation index values of prediction results of 
different models

模型类型

单一模型

分解集成
预测模型

模型

ARIMA

BP

LSSVM

VMD‑LSSVM

CEEMDAN‑LSSVM

VMD‑BP

CEEMDAN‑BP

RMSE

4.64

3.80

2.80

0.87

1.65

2.89

3.40

MAE

3.82

3.15

2.34

0.74

1.35

2.50

2.80

EC

0.87

0.90

0.93

0.97

0.95

0.92

0.91

图 9 第 21~28 天预测结果

Fig.9 Prediction results from the 21st to 28th day

图 8 EC 随时序数据长度的变化

Fig.8 Change of EC with the length of time series data
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3. 5. 2　扇区普适性

采集数据时，三亚区域有 1 号、2 号、3 号和 4 号

扇区。由于三亚 3号扇区为洋区扇区，流量较少，不

作为本文研究对象。对三亚区域 1、2、4 号扇区统

计尺度为 60 min的流量进行了预测，如表 10 所示。

从表 10 可以看出，本文提出的预测模型对三

亚 1、2、4 号扇区均表现出了良好的普适性，EC 值

均在 0.97 以上。

为了进一步验证本文模型的扇区普适性，应用

北京区域 2018年 12月共 31天的 60 min尺度的流量

数据，设定前 30天的数据作为训练集，第 31天前 6 h
的数据作为验证集。因为当时北京区域尚未进行

空域调整，因此共有 27个扇区。选用VMD‑LSSVM
模型进行预测，并计算了相关评价指标值，如图 10
所示。

从图 10 可以看出，在 27 个扇区中，EC 值在 0.8

以下的有 1 个扇区，占总扇区数的 3.70%，EC 值在

0.8~0.9 之间的扇区有 2 个，占总扇区数的 7.40%，

EC 值在 0.9 以上的扇区有 24 个，占总扇区数的

88.88%，说明 VMD‑LSSVM 模型具有较好的扇区

普适性。需要说明的是，对不同扇区针对性优化模

型参数，可进一步提升预测效果。

4 结   论

（1）分解集成预测模型应用于扇区流量短期预

测是可行的。针对不同研究对象，需要选择合适的

分解方法和预测方法才能有效地提高预测性能。

就本文算例而言，VMD‑LSSVM 模型的预测效果

较好。

（2）VMD‑LSSVM 模型在 1~6 h 的 EC 值高于

7~12 h，短期流量预测效果较好。这一结果也符

合空中交通流具有混沌、分形特征，短期预测的准

确性是能够得到理论保障的。

（3）60 min 统计尺度预测效果高于 30 min 和

15 min，统计尺度越小，预测难度越大。

（4）VMD‑LSSVM 模型对不同时间和不同扇

区具有较好的普适性。
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2
4
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0.74
0.70
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0.97
0.98
0.97
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