
第 55 卷第 5 期
2023 年 10 月

Vol. 55 No. 5
Oct.  2023

南  京  航  空  航  天  大  学  学  报
Journal of Nanjing University of Aeronautics & Astronautics

基于数字孪生的航班链延误动态预测模型

丁建立， 吴 俣
（中国民航大学计算机科学与技术学院，天津  300300）

摘要： 针对复杂多变的航班运行环境，提出一种基于数字孪生的航班链延误动态预测模型，以改善传统预测方法

的精度及自适应性。模型基于数字孪生航班链系统构建，采用滑动窗口下的多通道特征建模完成单元级航班延

误预测，并提出一种混合优化策略进行模型参数的动态优化，最后通过孪生数据驱动的链式分析方法实现了全

航班链的延误分析与修正。采用国内航班数据进行实验，得到在各个窗口下的航班延误平均绝对误差（Mean 
absolute error， MAE）为 11.79 min，低于其他基线模型和静态模型；且引入孪生数据驱动分析和修正后，紧随其

后的航班预测误差比此前进一步降低了 6.44%。结果表明，模型有利于数字孪生航班链系统实现虚实交互，

并具有优良的预测精度和自适应性。
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A Dynamic Prediction Model of Flight Chain Delay Based on Digital Twin

DING Jianli， WU Yu
（College of Computer Science and Technology， Civil Aviation University of China， Tianjin 300300， China）

Abstract:Aiming at the complex and changeable flight operation environment， a dynamic prediction model of 
flight chain delay based on digital twin is proposed to improve the accuracy and adaptability of the traditional 
prediction methods. The model is constructed based on the digital twin flight chain system. Through the 
model， the unit-level delay prediction is accomplished by the multi-channel feature modeling method under 
the sliding windows， and the parameter optimization is completed by a hybrid optimization strategy. 
Moreover， the whole chain’s delays are analyzed and corrected with the help of the twin data-driven strategy. 
Flight data in China are used to conduct the study. The mean absolute error （MAE） of flight delay prediction 
is 11.79 min， which is lower than those of other baseline models or static models， and the forecast error of 
subsequent flight delay can be reduced by 6.44% after twin data-driven analysis is implemented. The results 
show that the model is beneficial for the digital twin system to realize the virtual reality interaction， and has 
excellent prediction accuracy and adaptability.
Key words: flight delay prediction； flight chain； digital twin； dynamic data driven； virtual reality interaction

航班链是飞机一天内所执行航班任务的集

合，体现了前后序航班在时空上的紧密联系。研

究航班链可以更好地揭示航班运行规律、预测延

误时间。关于航班链延误预测问题，国内外研究

主 要 集 中 在 航 班 延 误 预 测 和 延 误 波 及 分 析 两

方面。

针对航班延误预测，主流方法是使用数据挖

掘算法学习数据间的隐含规律。早期，算法相对

简 单 ，如 文 献［1］分 别 采 用 决 策 树、随 机 森 林、

KNN（K⁃nearest neighbor）等算法预测航班延误情
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况，并进行评估和比较；文献［2］采用支持向量机

回归方法建立模型，并采用差分进化算法寻找最

优参数，有效预测到港航班延误。此后，随着数据

规模的增加，集成学习、深度学习等模型被更加广

泛地应用，且在预测精度上获得改善。文献［3］针

对航班延误数据分布不平衡的特点，在 XGBoost
模型上引入样本非线性赋权法，有效提高了延误分

类预测的精度。文献［4］提出一种 SE⁃DenseNet模
型，在缓解深层网络梯度消失问题的同时，具有更

强的特征提取能力。

延误波及分析主要基于复杂网络，对航空运输

系统进行建模与仿真分析。Qing等［5］将延迟传播动

力学引入以机场为节点的时空网络中，并对东南亚

和美国的航班案例进行分析比较；王春政等［6］定义航

班和机场智能体，通过考虑状态迁移及模型参数的

设定，建模演化航班运行；吴仁彪等［7］针对航班延误

链式波及建模，根据航班链上的先后顺序划分三级

机场，采用深度学习方法分析航班延误的波及影响。

近年来，虽然航班链延误预测研究成果颇丰，

但在模型的动态性方面仍存在不足。大部分预测

模型属于静态模型，而航班运行规律受各种复杂因

素的影响，变化无常。在实际场景下，模型如果不

能随航班运行态势及时修正，会面临预测精度降低

的风险。

一些学者开始着力研究动态优化、数据驱动、

实时计算等问题。例如，文献［8］采用集成学习思

想，提出一种增量回归与分类树算法（Incremental 
classification and regression tree， I⁃CART），可以持

续学习不断产生的航班动态运行信息，从而提高自

适应性；文献［9］构建了一个链式预测模型，通过不

断地迭代更新航班实际出发时间，提高了模型的预

测准确性。然而，尽管上述研究已对动态性有所改

善，但在模型整体设计、自适应性、预测精度等问题

上，仍有较大提升空间。

数字孪生（Digital twin， DT）是一种集成多物

理量、多尺度、多学科的技术，通过构建高保真数字

模型，在对象全生命周期过程中达成虚拟世界和现

实世界间的双向映射、反馈决策等目标［10］。目前，

数字孪生的相关研究已在空中交通管理等方面深

入开展［11］。

本文提出构建基于数字孪生的航班链延误动

态预测模型。该模型将数字孪生技术引入到航班

链中，覆盖全航班链，融合多源数据，达成航班数据

的双向反馈与实时交互，有效提升航班运控能力。

随着孪生系统的持续运行和虚实交互，模型不仅能

利用机器学习方法动态预测航班延误时间，还可基

于动态孪生数据和仿真分析的方法对链式延误加

以分析和修正，两者结合之下实现“由实入虚”和

“以虚控实”，在确保模型优良自适应性的同时完成

了精度提升。

1 航班数据特征生成

在航班链系统中，影响航班运行的因素包括飞

行计划、机场天气、航班过站以及空中交通管理（包

括流量控制、航路天气、空域受限、军事活动等）诸

多方面。

由于本研究的空管数据相对短缺，无法支撑

飞行过程的详细分析，因此暂先考虑从历史飞行

数据中抽象出特定参数，通过仿真分析替代实际

空管数据，待后续数据充足时可将此问题深入

细化。

其余影响因素，按照作用机制不同，主要分

为 3 类：（1）飞行计划数据，数据量大，规律稳定；

（2）机场天气数据，规模适中，可以提前预测并收

集；（3）航班过站数据，实时性强，数据量少，获取

难度最大。在完成分类后，进行特征工程，以满足

模型构建的需要，简要处理流程如下：

（1） 处理重复、空缺和异常值。以航班号、出

发时间等作为关键字进行检索，删除飞行计划和航

班过站数据中的多余样本；对空缺率高于 20% 的

特征进行删除，对余下特征中的部分空缺值作适当

填充（如天气特征参考前后时间段数据），不能填充

的补零；比较实际时间与计划时间，删除航班过站

数据中数值明显不符合实际的样本。

（2） 天气数据融合。机场天气数据每 30 min
获取 1 次，因此对每条飞行计划样本，按照离港时

间上的就近原则关联到对应出发机场的天气。

（3） 航班链数据融合。按照飞行日期和飞机

设备号关键字，选定目的机场与出发机场相同、且

过站时间在限定时间内的两架航班，拼接成前后航

班。依此类推，逐渐扩展为航班链。

（4） 连续特征离散化。将飞行计划、机场天气

等数据的部分连续型特征离散化，例如，计划离港

时间按小时划分到 24 个区间中；机场风向按照角

度大小划分到 8 个方位上。

（5） 特征筛选。一方面，采用递归特征消除

的方法，对数据集训练模型，并反复迭代，依次消

去重要性排名最低的特征；另一方面，通过数据分

析得到航班过站的一些关键特征。验证发现，飞

行计划中的航班号、机场、机型和月份等特征最为

重要；其次，机场天气中和航班过站中的特征也较

为重要。处理后得到数据特征 19 个，特征信息如

表 1 所示。
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2 基于数字孪生的航班链延误动态

预测模型

2. 1　系统架构

结合数字孪生五维模型［12］、航班链问题域，设

计数字孪生航班链系统，作为模型运行的基础。系

统架构如图 1 所示，包括 5 部分。

（1） 物理实体。物理实体是系统中的客观对

象，可以细分为单元级、系统级和复杂系统级 3 个

层次。在本系统中，以航班为单元级实体，可以定

位到当前场景下的运行状况；以航班链为系统级实

体，可以感知航班运行态势，完成预测和优化；以区

域内航班和机场网络为复杂系统级实体，能用于描

述实体间的时空耦合关系，对全局演化进行分析。

（2） 虚拟实体。虚拟实体包括几何模型、物理

模型、行为模型和规则模型等，从多尺度对物理实

体进行刻画。以机场分布、飞机位置和航线规划等

物理量搭建框架，得到几何模型和物理模型；以基于

历史数据而学习到的航班延误经验和规律得到规则

模型；以天气、机场过站信息等外部特征变化而引发

系统状态改变的事件得到行为模型。结合上述 4类

模型，可以构建相对完整且有意义的虚拟航班链。

（3） 孪生数据。孪生数据驱动整个孪生系统的

构建和运行，同时也是航班链延误动态预测模型的

输入来源。孪生数据不仅包括从航班等物理实体

中获得的动态数据，还包括系统等虚拟实体中累积

的历史数据、预先规定或学习得到的知识数据等。

（4） 服务。服务对系统进行封装，通过物理实体

的数据驱动虚拟实体中的规则演变，将有效结论通过

接口直接提供给用户。在本系统中，服务包括航班延

误预测、链式延误分析、关键节点计算、航班调度策略

等。其中，核心是航班延误预测和链式延误分析。

（5） 连接。孪生系统的各部分可以相互连接，

从而实现数据交互、模型驱动。例如，物理实体中

的某架飞机即将到港，该信息发送至系统中后，首

先更新服务状态，其次驱动虚拟实体运转，最后传

表  1 航班数据特征信息

Table 1 Information of twin data characters

类别

飞行计划

机场天气

航班过站

特征名

航班号

出发机场

到达机场

机型

月份

日期

每周第 N 天

出发时段

风速

风向

能见度

气温

气象类型

云底高度

前序航班离港延误

前序航班到港延误

剩余航班过站时间

平均离港延误

最近离港延误

特征类型

类别型

类别型

类别型

类别型

整型

整型

整型

整型

整型

整型

整型

浮点型

类别型

整型

整型

整型

整型

整型

整型

图 1 数字孪生航班链系统架构

Fig.1 Architecture of digital twin flight chain system
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输至孪生数据，形成数据管理。虚拟实体可以从孪

生数据获取数据、知识，结合预测模型加以分析，并

将结论传输至服务接口供用户决策。用户决策后

能形成反馈，推动系统完成新一轮循环。

2. 2　模型框架

数字孪生系统在运行时需要处理源源不断的

新数据，体现在模型算法上即应具备自适应能力。

因此，基于孪生系统进一步设计了如图 2 所示的延

误预测模型的总体框架。模型分为 2 部分：预测单

元、链式延误分析算法。在图 2 中，符号 U 表示预

测单元，主要对应单元级层次中的航班延误预测；

符号 A 表示链式延误分析算法，主要对应系统级

层次中的航班链式延误分析。

预测单元是一系列的独立模块，每个单元以航

班特征数据作为输入，采用多通道特征建模的方法

预测航班延误时间。在系统运行时，预测单元将对

模型参数进行动态更新，以适应外部特征的变化。

链式延误分析算法将动态预测单元前后串联，

考虑前序航班运行状况，以上游输出作为下游输入

数据，基于孪生系统的动态数据驱动运行，完成全

航班链的延误分析。

2. 3　滑动窗口下的预测单元及混合优化

预测单元采用多通道特征建模构建，通过滑动

窗口实现预测和参数动态优化。单元表达式为

d = M ( s，w，p ) （1）
式中：d 为航班的离港延误时间；M 为预测单元；s、
w、p 分别为航班对应的飞行计划、机场天气以及过

站信息。这 3 类信息与航班中转过站密切相关，已

有论证并常用于离港延误时间预测研究［13］。

图 3 是预测单元内部结构，它从 3 类数据特征

中学习隐含规律，联合预测航班离港延误时间。过

程如下：

首先，将数据特征按飞行计划、机场天气和航

班过站类别分为 3 个通道，并为每个通道添加滑动

窗口，以聚焦当前时段下各类型的航班延误特征。

每次，将当前窗口内的数据视作测试集，过往窗口

的数据视作训练集。

其次，使用 LightGBM 算法［14］分别对各自通道

内的特征建模，学习隐含的航班延误规律，得到 3
个弱学习器 M1，M2，M3。LightGBM 作为对梯度提

升决策树  （Gradient boosting decision tree，GBDT）

的改进算法，其预测精度高、内存开销低、训练速度

快，在航班延误预测问题上具有显著优势［15］。

最后，使用线性回归算法对多通道的输出结果

进行融合，得到最终的强学习器 M，保证预测结果

的准确性。最终表达式为

Ŷ= aX 1 + bX 2 + cX 3 （2）
式中：Ŷ为航班延误预测值；X 1、X 2、X 3 分别为 3 个

通道的输出，均为矢量；a、b、c 表示权重系数，均为

常数。

上述结构不仅有效避免了“维度诅咒”问题，提

高了预测精度，而且使孪生系统具备了较好的可扩

展性。例如，当空管信息加入时，可以开辟新通道

4，对空管特征数据建模分析，将其对航班延误的影

响纳入到强学习器中进行预测。总体上，数据维度

考虑得越全面，孪生系统对真实世界的映射能力也

越强，准确性和实时性将有所提升。

然而，随着滑动窗口的推移，系统运行环境可

能发生巨大改变，模型需要对参数进行动态优化，

以适应外部特征变化。

对弱学习器 M1、M2、M3，设计了一种结合贝叶

斯调参与增量迭代的混合优化策略。即每次窗口

推移后，都先计算上一轮预测误差，再选定某个阈

值 g，考虑：当误差高于 g 时，将当前所有数据作为

训练集，重新训练，并使用贝叶斯方法寻找最优参

数；否则，直接对新数据快速增量迭代。

在上述策略中，贝叶斯调参是一种常见优化

方法，适用于如 LightGBM 等参数众多的算法，缺

点是寻优过程需要多次迭代地重建整个树模型，

时间开销大。相对地，增量迭代则简化得多。增

量迭代基于 Boosting 算法思想，指对新样本训练

决策树，并累加到原有集成树上，从而实现修正。

描述为

fN ( x )= ∑
n = 1

N

T ( x；θn ) （3）

式中：x为样本特征值，θn 为第 n 棵树的参数，fN 为

图 2 航班链延误动态预测模型总体框架

Fig.2 Framework of dynamic delay prediction model

图 3 预测单元结构

Fig.3 Structure of dynamic prediction unit
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最终表达式，T（θn）为第 n 棵树的表达式。式（3）表

明，集成树模型是由 n 棵树相加得来。其中，参数

θn的计算方法为

θn = arg min L ( y，fN - 1 ( x )+ T ( x；θn ) ) （4）
式中：L 为预定义的损失函数，y 为样本真实值。式

（4）表明，训练第 n 棵树的目标正是为了拟合原模

型 预 测 值 fN - 1 ( x ) 与 样 本 真 实 值 y 之 间 存 在 的

残差。

参数 θn 唯一确定了树 T（θn）的结构，因此求解

θn的过程，实质是训练新树的过程。传统的 GBDT
算法以损失函数的负梯度拟合残差，以最小化均方

差衡量信息增益，完成树的构建。LightGBM 算法

在此基础上，引入直方图算法，将总样本划分成

k 个区间（k ≪ N，N 为样本总数），使时间复杂度从

O（N× 特征数）降低到 O（k× 特征数）。此外，

LightGBM 还采用单边梯度采样、特征捆绑等策

略，进一步优化了训练速度。

从这点考虑，增量迭代的代价仅仅是计算一棵

树，而贝叶斯调参的代价则是多次重新构建完整模

型。但是单独使用增量迭代，会使模型对新数据更

敏感，对旧数据拟合效果变差，且随迭代次数增加

结构逐渐臃肿，性能有所下降。因此，本文采用增

量迭代与贝叶斯调参相结合的混合优化方式。

对于强学习器 M，它只涉及 3 个权重系数，优

化结果需要满足真实值 Y与预测值 Ŷ之差最小。

易得

a*，b*，c* = arg min (Y- Ŷ )=
arg min (Y-( aX 1 + bX 2 + cX 3 ) ) （5）

利用最小二乘法拟合该多元线性模型，解得一

组最优解 { a*，b*，c* }，该组解代表了在上一轮窗口

的最佳权重组合。由于航班延误影响因素具有时

间连续性，可以继续用这组权重作为下一轮窗口的

预测权重。

综上所述，参数优化过程与预测单元结构相呼

应，通过改变通道权重，改善了预测单元对外部特

征的适应能力。此外，混合优化可以在保持较高精

度的同时，大幅提高优化速度。

2. 4　孪生数据驱动的链式延误分析算法

预测单元在实际应用中存在局限性。通常，飞

行计划和机场天气信息是已知的，但航班过站信息

存在一定的不确定性，只有当实际发生时才能获

取。因此，有必要引入链式延误分析算法，借助孪

生系统的数据映射、仿真分析能力，提前预估航班

过站信息，从而弥补短板，预测链式延误。

假设孪生系统在运行时，收集到航班链上第 i
架航班的实际离港时间，则第 i+1 架航班过站信

息可以预估。具体地，由表 1 知航班过站信息特征

包括 5 个数据特征，其中前 3 个特征与仿真驱动相

关，计算方法如下。

前序航班的离港延误时间

di = t ( ad )
i - t ( pd )

i （6）
式中：di为第 i架航班的离港延误时间，t ( ad )

i 为第 i架
航班的实际离港时间，t ( pd )

i 为第 i 架航班的计划离

港时间。

前序航班的到港延误时间

ei = di +Δ （7）
式中：ei为第 i 架航班的到港延误时间，Δ 为航班实

际飞行时间与计划飞行时间之差，这是对空管等影

响因素的抽象表示。

当前航班的剩余计划过站时间

ri + 1 = t ( pd )
i + 1 - t ( pa )

i - ei （8）
式中：ri+1 为第 i+1 架航班的剩余计划过站时间，

t ( pd )
i + 1 为第 i+1 架航班的计划离港时间，t ( pa )

i 为第 i 架
航班的计划到港时间。

综上所述，航班链上航班过站信息可表示为

pi =
ì
í
î

ïï
ïï

p ( si ) i = 0
p ( si，t ( ad )

i - 1 ) i ≥ 1
（9）

式中：pi 为第 i架航班的过站信息；si为第 i架航班的

飞行计划信息，当 i = 0 时，表明是首架航班，不存

在前序航班的影响，可直接根据飞行计划赋初值；

当 i ≥ 1 时，表明存在前序航班，需要综合考虑前序

航班实际离港时间 t ( ad )
i - 1。

图 4 是链式延误分析算法流程图，它描述了如

何完整地预测航班链上所有航班的离港延误时

间。首先为所有航班定义离港延误时间数组 d。

在首架航班飞行前，根据式（9）计算默认的初始值

p0，从而输入延误预测单元中由式（1）得到 d0，并由

式（6）的变形进一步计算得到 t ( ad )
0 。此后，对后续航

班依次循环计算 pi， di 与 t ( ad )
i ，直至遍历整条航班

链。最终，输出结果数组 d。

需要注意的是，上述算法在不更新任何过站数

据时，不确定性会随航班链逐层放大，导致预测结

果出现偏差，因此需要结合实际观测数据加以修

正。基于数字孪生数据映射的特性，在每次航班任

务完成后，过站观测数据都将被输入到系统中。考

虑到真实场景下，观测数据和预测数据均存在噪

声，对二者采用数据同化的方式，加权求得最终的

后验估计结果，表达式为
-
di = α* zi +( 1 - α ) di （10）

式中：α ∈ [ 0，1 ]，-di 为第 i架航班的离港延误时间的

后验估计结果，zi 为第 i 架航班实际起飞后离港延

误时间的观测值，di 为利用算法求得的第 i 架航班
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的先验估计。这样，孪生系统驱动的链式延误分析

算法能不断利用
-
di 修正航班链延误预测结果 di，并

指导后续的航班运控工作，实现虚实交互。

3 模型实验分析

3. 1　实验描述

实验数据选自 2017 年全年国内 8 家大型机场

之间的航班样本，机场信息见表 2。依据第 1 节中

的描述进行处理，得到 117 260 条数据样本。基于

本文模型，从预测单元、链式延误分析算法这两方

面着手，设计并开展实验。

实验结果以平均绝对误差（Mean absolute er⁃
ror， MAE）、均方根误差（Root mean square error， 
RMSE）作为度量标准，单位为 min。它们用于衡

量预测值与真实值之间的偏差和离散程度。数值

越小，表明精度越高。计算公式为

MAE = 1
n

|| yk - ŷ k （11）

RMSE = 1
n ∑

k = 1

n

( yk - ŷ k )2 （12）

式中：n 为样本总数，yk 为样本 k 的离港延误时间标

签值，ŷ k 为样本 k的离港延误时间预测值。

实验中还涉及一些参数，在此说明：

（1） 动态预测单元中，滑动窗口大小设置为

3 000，即每处理 3 000 条数据更新一次，共取前 36
个窗口。

（2） LightGBM 模型优化过程中，阈值 g 设为

动态值，数值上等于上次优化前计算的均方根

误差。

（3） 链式延误分析算法中，飞行时间差 Δ 取自

8 个机场间最近 3 年的全部飞行记录，数据整体近

似呈正态分布。实验中划分夏秋、冬春两季，并按

照各个机场对之间的历史均值为 Δ 赋值。例如，在

冬春航季从沈阳飞往深圳的航班，Δ= -5.83 min；
在夏秋航季从北京飞往上海的航班，Δ= 3.27 min。

（4） 链式延误分析算法中，数据同化过程的 α

取 0.9。该值是以 0.1 为步长，进行多次试验后所取

得的最优拟合结果。

3. 2　预测单元实验分析

3. 2. 1　预测精度分析

由于预测单元采用了多通道 LightGBM 特征

建模的方法，此处选取单通道的 LightGBM 算法作

为基线模型［16］进行比较。在实验中，两者均采用

相同的样本及特征数据，并同时在滑动窗口上进行

训练和预测。

表 3统计了两种预测方法求得的在所有窗口下

MAE 和 RMSE 的平均值。可见，本文预测单元的

两个指标均低于 LightGBM 基线模型，平均 MAE
降低了 0.35 min，平均 RMSE 降低了 0.68 min，表明

预测结果精度更高，也即对航班延误数据的学习能

力更强。

图 4 链式延误分析算法流程

Fig.4 Flow of chain delay analysis algorithm

表  2 相关机场列表

Table 2 List of the airports

机场名

上海虹桥国际机场

北京首都国际机场

深圳宝安国际机场

广州白云国际机场

成都双流国际机场

杭州萧山国际机场

天津滨海国际机场

三字码

SHA
PEK
SZX
CAN
CTU
HGH
TSN

表  3 延误预测精度对比

Table 3 Comparison of delay prediction accuracy

算法

本文预测单元

LightGBM

MAE/min
11.79
12.14

RMSE/min
15.63
16.31
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3. 2. 2　参数动态优化效果分析

首先验证参数动态优化过程的有效性，设计对

比实验：试验 1 在系统运行全程对预测单元作参数

优化，试验 2 则仅优化前 6 个窗口。

图 5 和图 6 是实验效果对比图。不难发现，从

第 7 个窗口开始，两图中试验 1 的曲线均基本位于

试验 2 的曲线下方，说明试验 1 的各时间窗下的预

测精度更高。定量计算表明，持续优化后的预测单

元，在所有窗口下的平均 MAE 降低了 0.73 min，平
均 RMSE 降低了 1.21 min，该指标相对于静态模型

的误差分别降低了 5.87% 和 7.17%。可以认为，进

行动态优化后，模型能做到随外部特征的改变主动

调节参数，避免预测精度的降低，也即优化过程对

模型自适应能力具有提升作用。

观察发现，在系统运行的中后半段，优化效果

更明显。一方面，得益于数据量和优化次数的增

加，当前参数更加适应环境特征，新模型比旧模型

的预测能力更强；另一方面，后半段数据主要对应

夏秋季航班，天气条件较差，航班延误更频繁，所以

优化后的自适应效果更加显著。

进一步地，对预测单元中的 LightGBM 模型分

别使用增量迭代、贝叶斯调参两种方法进行优化，

从速度和精度两方面作比较，验证混合优化策略的

高效性。

实验结果如表 4 所示。单纯使用增量迭代，虽

然可以模型更新速度最快，但预测误差过高；单纯

使用贝叶斯调参，可以保证预测精度，但每一轮更

新都需要大量时间。总体上，采用本文提出的混合

优化策略，一方面可以将调参次数从 105 次降低到

63 次，节省约 40% 的时间；另一方面能使预测精度

远高于单纯的增量迭代方法，且同样不低于贝叶斯

调参方法。说明该策略兼顾了优化速度与预测

精度。

3. 3　链式延误分析算法实验分析

链式延误分析算法需要针对航班链进行实

验。首先从 8 家目标机场组成的航线网络中，筛选

航班链数据集，所选用的航班链样本应依次满足如

下要求：

（1） 设目标机场集合为 S，则样本只选自飞机

从飞入 S 之后到飞出 S 之前的部分，仅表示飞机实

际执行的完整航班链的一个子集。故若有出发或

到达机场不属于 S 的航班，需要从此截断，取其符

合要求的连续子段。

（2） 入选的每条样本中应至少包含 4 架航班，

以便充分观察航班延误在链上的波及情况。实验

中，以每条航班链的首架航班作为当前航班（层级

为 0），其余航班作为后续航班，预测后续航班的离

港延误时间。

其次确定观测数据与先验估计之间的最优权

重。取 α ∈ [ 0，1 ]，步长为 0.1，进行多次试验，结果

见表 5。当 α = 0.9 时，模型整体精度最高，也即设

定观测数据与先验估计权重之比为 9∶1。

表  5　不同 α取值下离港延误时间 MAE
Table 5　Different MAEs of delay time for α

α

0.0
0.1
︙
0.7
0.8
0.9
1.0

各航班层级 MAE/min
第 1 级

11.65
11.44

︙
10.98
10.97
10.90

10.92

第 2 级

12.81
12.72

︙
12.33
12.29
12.17

12.19

第 3 级

13.68
13.61

︙
13.02
12.93
12.91
12.90

平均 MAE/min

12.71
12.59

︙
12.11
12.06
11.99

12.00

图 6 参数优化效果对比  (RMSE)
Fig.6 Comparison of parameter optimization (RMSE)

图 5 参数优化效果对比  (MAE)
Fig.5 Comparison of parameter optimization (MAE)

表 4 不同优化策略效果对比

Table 4 Comparison of different optimization strategy

优化策略

混合优化

增量迭代

贝叶斯调参

贝叶斯调参
次数/次

63
0

105

MAE/min

11.79
12.70
11.82

RMSE/min

15.63
16.82
15.61
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此后，再验证参数 Δ 的设置对实验的影响。经

分析，按照历史数据分析选定参数 Δ，比起直接将

Δ 设为 0（即不考虑空管因素），平均每一层级的航

班延误时间 MAE 可下降 0.13 min，表明考虑空管

因素影响、使用参数仿真分析能有效提升算法预测

性能。在未来系统不断完善的趋势下，参数 Δ 可采

用实时空管数据进行细化，持续改善算法精度。

最后，为验证算法性能，设计对比试验：试验 1
将航班链上各航班孤立开来，即不引入链式延误分

析算法；试验 2 引入链式延误分析算法；试验 3 不

仅引入该算法，还采用当前航班的离港延误观测数

据进行驱动。

图 7 是实验结果，其中纵轴是指标 MAE，横轴

是航班在航班链中所在的层级，层级为 0 的航班即

为当前航班。可以看出，3 次试验中模型的预测误

差都会逐渐增大，这是由于延误波及过程中的不确

定性在逐层累积，符合 2.4 节中的分析。

显然，试验 3 在各级的预测误差最小，这是受

当前航班观测值的驱动更新影响，保障了最佳效

果。经计算，试验 3 在后续第 1 级航班延误预测中，

MAE 为 10.90 min，相较于试验 2 的 11.65 min 下降

了 6.44%。当然，随着延误的逐层波及，差距越来

越小，说明优势逐渐耗尽，因此需要不断地进行修

正。此外，试验 1 没有考虑航班延误的波及效应，

因而预测效果最差，且差距始终存在。

综上所述，实验结果表明，链式延误分析算法

可以有效解决航班延误预测中信息不确定的问题，

分析航班链上各航班的离港延误时间；算法充分表

达了数字孪生系统中数据驱动的特性，通过数据反

馈获得了更优的预测精度，具有稳定、动态、准确的

特点。

4 结　  论

本文将数字孪生技术引入到航班运控工作中，

设计了数字孪生航班链系统架构，并剖析了物理实

体、虚拟实体、孪生数据、服务与连接等组成要素。

进一步地，提出基于数字孪生的航班链延误动态预

测模型，建立起虚实航班链之间的双向映射，可解

决传统静态模型自适应性和预测精度不足的问题。

主要结论有：（1） 对航班数据特征作划分，并

分别在不同通道内建模学习，可具有更强的航班数

据学习能力，取得比基线模型更高的预测精度。

（2） 滑动窗口下的动态优化过程赋予了模型自适

应性，且对 LightGBM 算法采用增量迭代与贝叶斯

调参相结合的混合优化策略可以兼顾精度和速度，

更为高效。（3） 采用孪生数据驱动的链式延误分析

算法，可减少延误波及过程中不确定性因素的影

响，修正分析结果，降低误差。

本文在数字孪生系统建模上进行了一定程度

的抽象，具体细节还有待完善。后续将以当前工作

为基础，继续讨论误差修正、算法改进、数据同化等

问题，推动数字孪生技术在民航领域、航班链问题

上的应用。
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