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摘要： 风洞实验通过在机翼表面布置传感器来测量相应位置的气动载荷，由于传感器布置数量有限，难以直接得

到整个机翼全息气动载荷分布。本文采用机器学习方法通过有限传感器数据重构机翼表面全息气动载荷，并提

出了利用仿真数据对传感器进行优化布置的方法。从计算流体力学（Computational fluid dynamics，CFD）计算所

得的机翼全息气动数据中选取有限位置数据模拟传感器实验数据，对比深度学习模型、高斯过程回归（Gaussian 
process regression， GPR）、支持向量回归（Support vector regression， SVR）与 BP 神经网络（Neural network， NN）

对气动载荷的重构精度。通过评估由传感器数据重构的全息载荷精度对传感器布置方式进行优化设计。以 M6
机翼为例在给定的两个工况条件下验证本文所提出的方法。实验结果表明，GPR 模型获得了最高气动载荷重构

精度；给出了 M6 机翼在不同传感器总数下最优的截面数和单个截面布点数，最低传感器布置数下的最优布置方

式，以及流场变化相对剧烈的前缘区域与展向截面的传感器布置方式。
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Abstract: In wind tunnel experiments， sensors are normally placed on wing surfaces to measure the 
aerodynamic load at the corresponding positions. Due to the limited number of the placed sensors， it is 
difficult to directly obtain the holographic aerodynamic load distribution of the whole wing. In this paper， we 
use machine learning methods to reconstruct the holographic aerodynamic load on the wing surface from the 
limited sensor data， and propose a method to optimize the placement of sensors using the simulation data. We 
select limited position data from the wing holographic aerodynamic data calculated by computational fluid 
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dynamics（CFD） to simulate the sensor experimental data， and compare the reconstruction accuracy of the 
deep learning model， Gaussian process regression（GPR）， support vector regression（SVR） and BP neural 
network（NN） to the aerodynamic load. The sensor layout is optimized by evaluating the holographic load 
accuracy reconstructed by the sensor data. The M6 wing is taken as an example to verify the proposed method 
under two given working conditions. The experimental results show that the GPR model achieves the best 
accuracy of aerodynamic load reconstruction. The optimal section number and single section number of M6 
wing under different total number of sensors， the optimal arrangement under the lowest number of sensors， 
and the arrangement of sensors in the leading edge area and spanwise section where the flow field changes 
greatly are all given.
Key words: computational fluid dynamics（CFD）；aerodynamic load reconstruction of wing； pressure 

coefficient； wind tunnel experiment； machine learning

机翼表面气动载荷分布是衡量机翼气动性能

的一个重要依据［1］，在实际机翼外形设计流程

中［2］，机翼表面稀疏传感器测量的气动载荷只能对

气动性能做局部评估，而一次性获得整个机翼表面

的气动载荷能够对整个机翼的气动性能做全面评

估，极大地缩短设计流程的时间消耗，提高设计效

率。风洞实验是获得气动载荷的重要手段，通过放

置在机翼表面特定位置的传感器获得相应位置的

气动载荷信息。如何利用这些有限传感器测量的

空气动力系数重构机翼表面全息气动载荷，是一个

有待研究的问题。

随着机器学习的不断发展［3］，其强大的非线性

拟合能力为采用少量实验数据重构整个空间域信

息提供了新的解决途径。AKBARI 等［4］利用支持

向量回归和多层感知器建模非线性流体流动现象，

对不同比例缺失数据的速度场进行了重构；Li等［5］

提出了一种包含对称深度神经网络的数据驱动模

型，通过测量超音速级联通道壁上的离散压力值重

建级联通道中的流场结构；Yu 等［6］提出了一种基

于具有几何信息特征的卷积神经网络的实用粒子

重建方法，该方法可以从任何传统的基于代数重建

技术方法产生的非常粗糙的粒子分布初始猜测中

细化粒子重建；Qu 等［7］利用机翼表面稀疏传感器

数据构建了基于长短期记忆网络（Long and short 
term memory network，LSTM）的深度模型对全机

气动载荷进行重构，该模型能够捕获机翼截面上相

邻点之间的空间依赖关系，但模型较为复杂不易训

练，且文献［7］中只采用了机翼表面 125（5 个截面、

每个截面 25 个点）个传感器节点进行气动载荷重

构实验。因传感器数量过少只对局部参与实验的

少数截面进行精度验证，缺少对全息气动载荷重

构精度的充分验证。本文通过查阅国内外流场重

构的相关文献得知，目前文献［7］是关于机翼表面

全息气动载荷重构的为数不多的相关文献，因此

本文在文献［7］的基础上采用仿真数据开展多类

机器学习模型全息气动载荷重构精度的全面对比

研究。

此外，利用有限传感器测量的空气动力系数重

构全息气动载荷时，传感器的分布方式也是一个重

要因素［8］。传感器的布置数量能够影响风洞实验

的结果，放置数量过少会导致全息气动载荷的重构

精度较低，而放置数量过多又可能引起流场结构发

生变化从而导致传感器的测量误差［9］。在传感器

布置方式的研究中，易贤等［10］提出了一种高效确

定结冰传感器安装位置的方法，其基本思路是采用

数值计算的手段，获得不安装结冰传感器飞机流场

的水滴容积分数分布；再根据水滴收集率的定义，

得到传感器拟安装区域不同位置的水滴收集率，并

与机翼表面的水滴收集率对比，从保证传感器可以

起到预警作用的角度出发，进而给出传感器的安装

位置；杨庆东［11］利用神经网络对两种数控机床的

热变形进行研究分析，确定了机床上传感器放置的

数量和位置；Semaan［12］分析了基于不同驱动条件

下二维非定常雷诺平均 Navier⁃Stokes 模拟得到的

流场数据，利用随机森林确定了 DLR⁃F15 翼型上

的最佳传感器位置，并与当前最大本证正支分解

（Proper orthogonal decomposition，POD）模态振幅

位置标准进行比较，以及扫描所有可能的传感器组

合的蛮力方法进行比较；Kapteyn 等［13］利用最优树

分类器在翼展无人机的机翼上通过稀疏传感器的

测量数据进行可解释的结构评估，得到了最优传感

器的位置。以上工作均通过对比研究获得了不同

物理场中理想的传感器布置方式，但目前还未见以

机翼气动载荷重构为目的的传感器布置研究。

本文采用计算流体力学（Computational fluid 
dynamics，CFD）计算获得机翼全息气动数据，选取

有限位置数据模拟传感器实验数据，并选取压强系

数 C p
［14］作为气动性能重构对象，在指定工况下采

用机器学习技术获得稀疏样本点的坐标参数到压

强系数的映射规律，从而重构指定工况下的全息压
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强系数。对比了基于 LSTM 的深度模型、高斯过

程回归（Gaussian process regression，GPR）、支持向

量回归（Support vector regression，SVR）和 BP 神

经网络（Neural network，NN）4 种机器学习模型进

行气动载荷重构的性能。研究指定工况下机翼表

面传感器的优化布置方式以最大限度提高载荷重

构精度，首先研究在不同的传感器总数下放置传感

器的截面数量和每个截面放置传感器数量的最优

值，从而利用有限传感器达到最高重构精度。同时

对放置传感器的最少数量以及最少数量下的最优

布置方式进行实验研究，以避免传感器数量过大对

流场结构的影响。此外，对于流场变化相对剧烈的

前缘区域以及展向截面的传感器布置方式进行了

研究。本文以 M6 机翼为例验证了所提方法的应

用效果。本文工作对机翼气动载荷风洞实验的传

感器布置具有参考作用。

1 研究方案

本文研究方案分为 3 个部分，如图 1 所示：（1）
仿真数据生成。首先生成机翼的三维网格，然后通

过 CFD 获得机翼全息气动数据。（2）气动载荷重构

方法对比。为避免数据不同数值范围对建模效果

的影响，首先将数据归一化，然后分别采用基于

LSTM 的深度模型和 GPR、SVR、BPNN 三种机器

学习模型建立指定工况下的三维坐标参数到压强

系数的映射关系，对比 4 种模型对气动载荷的重构

精度。（3）传感器布置优化。对 CFD 计算数据进行

离散采样，模拟风洞实验的传感器布置方式。首先

给定传感器总数，研究实验截面数量和每个截面传

感器数量的最优设置方案，同时研究最低传感器数

量下的最优布置方式。其次，对于流场变化相对剧

烈的前缘区域以及展向截面研究了传感器布置方

式，以保证整个机翼气动载荷重构精度。

1. 1　数据生成

本文以 M6 机翼为例验证研究方案的应用效

果。使用 CFD 方法生成 M6 机翼表面压强系数的

模拟数据集，数据生成过程包括网格划分、数值求

解和后处理。

首先对计算域进行网格划分，设置附面层第一

层高度为 0.02 mm，整个流场计算域总长约为 10
倍的机翼长度。根据 M6 机翼几何外形，生成结构

化 面 网 格 如 图 2 所 示 。 采 用 有 限 体 积 法 进 行

RANS 方程数值求解，其中湍流模型采用 SST k⁃ε
湍流模型。本文选取压强系数 C p 作为气动性能重

构对象。生成以三维坐标参数作为输入，压强系数

作为输出的模拟数据集，共两个算例，其工况参数

如表 1 所示。

数据包括 M6 机翼表面 19 200 个样本点，如

图 3 所示。整个机翼包括 80 个截面，每个截面 240
个样本点，每个样本点的参数包含三维坐标参数和

压强系数。在指定工况下，实验对机翼表面的样本

点进行有规律的采样，采样点作为训练数据，其余

样本点作为测试数据验证全息流场的重构精度。

为避免参数不同数值范围对建模效果的影响，

将数据进行归一化处理，归一化公式为

图 1 研究方案

Fig.1 Research scheme

图 2 M6 机翼面网格

Fig.2 Surface mesh on the M6 wing

表 1 工况参数

Table 1 Working condition parameters

工况序号

1
2

Ma

0.6
0.85

迎角/（°）
4.0
7.0

侧滑角/（°）
3.0
5.0

图 3 M6 机翼表面样本点

Fig.3 Sample points on the M6 wing surface
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-
xi

j = xi
j - μj

σj
（1）

式中：xi
j 为第 i个样本的第 j个特征；μj 为第 j个特征

的均值；σj 表示第 j 个特征的标准差；
-
xi

j 为 xi
j 归一化

后的结果。

1. 2　模型介绍

1. 2. 1　BP 神经网络

BPNN［15］模型拓扑结构包括输入层、隐藏层和

输出层。输入层的个数与特征数相关，输出层的个

数与类别数相同，隐藏层的层数若干个。同层神经

元之间没有联系，异层神经元之间向前连接，结构

如图 4 所示。图中 x1，x2，…，xn 表示 n 维输入；y1，

y2，…，yn 表示隐藏层权重；z1，z2，…，zn 表示 k 维

输出。

BPNN 是一种按误差逆传播算法训练的多层

前馈网络，计算过程由正向计算过程和反向计算过

程组成，实现从输入空间到输出空间的任意非线性

函数的映射。在正向计算过程中，信号作用于输入

层，经过隐藏层处理后到达输出层，输出层输出结

果信号［16］。如果输出结果与预期输出的结果不匹

配，则将误差进行反向计算，将误差分配给该层的

所有单元，并校正这些单元的权重。该过程一直循

环直到输出层的误差小于设置值或达到预设的学

习时间。

1. 2. 2　高斯过程回归模型

高斯过程（Gaussian process，GP）［17］可以看作

定义在函数 f ( x ) 上的一个分布，其性质由均值函

数和协方差函数决定

m ( x )= E [ f ( x ) ] （2）
k ( x，x ' )= E [ ( f ( x )- m ( x ) ) ( f ( x ' )- m ( x ' ) ) ]

（3）
f ( x ) ~GP ( m ( x )，k ( x，x ' ) ) （4）

式中：x，x '∈ R d，d 为输入向量维数，m ( x )为均值函

数；k ( x，x ' )为协方差函数。

本文使用的协方差函数有 Radial⁃basis func⁃
tion （RBF） 核 、Rational quadratic （RQ） 核 、

Exp⁃Sine⁃Squared（ESS）核和 Matern 核［18］。这些

核函数均可通过参数设置支持各向同性以及各向

异性的输入变量。其中 ESS 核可对周期性函数进

行建模，Matern 核可控制结果函数的平滑程度。

1. 2. 3　支持向量回归模型

给  定  以 P ( x，y ) 为 概 率 的 观 测 样 本 集

( x 1，y1 )，( x2，y2 )，…，( xl，yl )∈ R n × R。设回归函

数 F = { f | f ( x )=wT Φ ( x )+ b，w ∈ R n } 。
引入下述结构风险函数

R reg = 1
2 ||w ||2 + c ⋅ Rε

emp [ f ] （5）

式中：Φ ( x )为线性变化函数；Rreg为正则化函数；w

为模型参数；b 为偏差；c是惩罚系数；Rε
emp 含义为误

差控制函数，上标 ε 为参数空间限制边界。式中 c
为 惩 罚 系 数 ，其 本 质 是 正 则 化 系 数 ，表 征 的 是

SVR［19］模型对于误差的容忍度，在经验风险和模

型复杂度之间进行折中，c 越大，越容易过拟合，c
越小，越容易欠拟合。

利用拉格朗日函数、对偶原理和 Karush Kuhn 
Tucker（KKT）［20］条件可得回归函数 f ( x ) 的表达

式为

f ( x )= ∑
i = 1

l

( ai - a *
i ) K ( x，xi )+ b （6）

式 中 ：ai、a *
i 为 拉 格 朗 日 系 数 ；K ( x，xi )=

ΦT ( x )Φ ( xi ) 为一个满足 Mercer 条件［21］的核函

数。该函数可在不知非线性变换的具体形式下实

现算法的非线性化。

本文使用的协方差函数为 RBF内核，其定义为

k ( x，z )= exp (- d ( x，z )2

2 × σ 2 )= exp (-γ ⋅ d ( x，z )2 )

（7）
式中：x、z 分别为目标样本和参考样本 d（·）为距离

函数，计算 x 与 z 间的相关性；σ 为标准差。式中 γ

为 RBF 核函数的超参数，该参数隐含地决定了数

据映射到新的特征空间后的分布，γ 越大，支持向

量越少，γ 值越小，支持向量越多。支持向量的个

数影响训练与预测的速度。

1. 2. 4　基于 LSTM 的深度模型

基于 LSTM 的深度模型［7］分成 3 个模块：（1）
将低维的输入数据通过 3 层反卷积映射至高维隐

含空间，增加输入数据对物理规律的描述性，使得

后续模块能够在高维隐含空间中拟合出复杂的非

线性映射关系；（2）使用 LSTM 对经过反卷积模块

升维之后的输入数据进行空间序列建模，来捕捉单

个翼型截面上多个点之间的空间依赖关系；（3）使

用感知器对 LSTM 模块输出的高维空间序列依赖

关系做降维处理，获得最终的压强系数。

本文设置模型反卷积核大小为 3×3，步长为

图 4 BPNN 模型

Fig.4 BPNN model
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2；LSTM 序列长度为 5，层数为 3；感知器层数为 4。
1. 3　全息压强系数重构的评价指标

采用均方误差（Mean square error， MSE）［22］来

评估气动载荷重构的准确性，MSE 反映估计量与

被估计量之间差异程度的一种度量，当预测值与真

实值越接近时，MSE 越小，模型越精确，MSE 测量

了模型在整个测试集上的平均性能。

MSE 损失函数定义为

MSE = 1
n ∑

i = 1

n

( ŷ i - yi )2 （8）

式中：yi 表示真实值；ŷ i 为对应的预测值；n 为样本

数。MSE 越小表示预测精度越高。

2 实  　验

2. 1　模型选择

为了比较不同回归模型对整个机翼气动载荷

的重构性能，本文利用不同模型重构指定工况下的

全息压强系数，工况如表 1 所示。通过对不同的

GPR 核函数、NN 结构和 SVR 参数进行实验测试，

得到载荷重构精度最高的模型参数设置。

2. 1. 1　GPR 核函数选择

为了比较 GPR 模型不同核函数的载荷重构效

果，本文按不同的数据集比例（1.2%、2.5%、3.7%、

5% 和 6.2%）随机采样得到训练数据，每次将剩下

的数据用于对模型载荷重构精度的测试。图 5 显

示了使用不同比例训练数据的各核函数的 GPR 模

型重构误差。由图 5 可知，随着训练集增大，各核

函数 GPR 模型的重构误差均呈下降趋势。其中

采用 ESS 核的 GPR 重构精度最低，说明气动数据

中不存在周期结构特性；工况 1 中采用 Matern 核

的 GPR 在所有训练集比例下都能得到较高的重

构精度，而工况 2 中采用 RQ 核的 GPR 在所有训

练集比例下都能得到较高的重构精度，因此本文

工况 1 中 GPR 选取 Matern 核，工况 2 中 GPR 选取

RQ 核。

2. 1. 2　NN 结构选择

本文采用不同隐含层结构 NN 模型进行实验

对比，不同 NN 隐含层结构如表 2 所示。每层网络

之间添加 ReLU 激活函数以增强模型的非线性，

ReLU 函数公式为

f ( x )= max ( 0，x ) （9）
式中：x 为激活层输入。在 NN 训练阶段设置学习

速率为 1e-4，迭代次数为 10 000，采用 Adam 优化

器迭代更新网络权重，实验结果如图 6 所示。由图

6 可知，对于本文工况 1、2，随着网络复杂度提高，

气动载荷的重构精度也得到提高，6 层 NN 与 7 层

NN 的精度相差不大，这表明进一步提高模型复杂

度已不能显著提升模型性能，最终 NN 选取 7 层

结构。

2. 1. 3　SVR 参数选择

本文 SVR 的核函数选取 RBF 核，SVR 有两个

重要超参数 c 和 γ，c 为惩罚系数，γ 为 RBF 核函数

自带的超参数，γ 计算公式为

γ = 1
2 ⋅ σ 2 （10）

为了比较 c 和 γ 在不同取值下的载荷重构效

果，本文将 1.2% 的样本划分为训练数据，将剩下

的数据用于对模型载荷重构精度的测试，通过设置

不同的 c 和 γ 取值进行重构精度对比。图 7 显示了

参数 c 和 γ 不同取值下的 SVR 模型重构误差。由

图 7 可知，在不同参数设置下模型精度较为接近，

对于工况 1，SVR 的参数 c 设为 100、γ 设为 25；对于

工况 2，SVR 的参数 c设为 50、γ 设为 35。

图 5 不同核函数 GPR 模型重构误差实验结果

Fig.5 Experimental results of reconstruction error of GPR 
model with different kernel functions

表 2 不同的 NN模型隐含层结构

Table 2 Different structures of hidden layers for NN 
models

NN 隐含层数

2
3
4
5

各隐含层神经元数量

30，20
30，40，20

40，60，40，10
20，40，60，30，10

图 6 不同网络结构的 NN 模型重构误差实验结果

   Fig.6 Experimental results of reconstruction error of NN 
model with different network structures
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2. 1. 4　回归模型选择

为了比较 GPR、NN、SVR 与基于 LSTM 的深

度模型的载荷重构效果，本文将 Matern 核的 GPR、

7 层 NN、最优回归参数的 SVR 与基于 LSTM 的深

度模型按不同的数据集比例（1.2%、2.5%、3.7%、

5% 和 6.2%）随机采样得到训练数据，每次将剩下

的数据用于对模型载荷重构精度的测试。图 8 显

示了使用不同比例的训练数据的 4 种模型重构误

差。由图 8 可知，对于本文给定的工况 1、2，随着训

练集增大，各模型的重构误差均呈下降趋势，其中

SVR 的重构误差下降趋势逐渐趋于平缓，在不同

的数据划分比下 GPR 模型的重构误差均最低，而

基于 LSTM 的深度模型的重构误差最高，这是由

于全息气动载荷重构在每个工况下翼面每个位置

得到的训练数据较少，这对于深度模型容易造成过

拟合，且 M6 机翼表面压强系数变化在大多数区域

内并没有较强的非线性，因此深度模型并不适用于

本文的重构问题，而适用于小样本学习的传统浅层

模型获得了较高的载荷重构精度。因此本文工况

1 采用 GPR 模型（Matern 核）、工况 2 采用 GPR 模

型（RQ 核）继续用于后续传感器布置优化设计

实验。

2. 2　传感器布点设计实验

指导风洞实验布置传感器的具体流程为：（1）
首先给定风洞实验预布置的传感器数量以及工况

设置，利用 CFD 计算获得该工况下的全息数据，然

后进行布点设计。（2）根据预布置的传感器数量，

设计截面数和每个截面布点数的不同组合方案，通

过重构精度比较确定最优的截面数和每个截面布

点数。（3）在确定了截面数和每个截面布点数的情

况下，对布点分布，即对机翼前缘加密布置和展向

截面布置进行研究，最终得到该工况下最为合理的

传感器布置方式用于风洞实验。本文分别对指定

工况下的 M6 机翼仿真气动数据进行传感器布点

实验，工况如表 1 所示。

2. 2. 1　最优传感器布置

为了研究机翼在给定传感器总数的前提下，放

置传感器的截面数量和每个截面放置的传感器数

量对机翼重构载荷精度的影响，本文模拟风洞实验

的传感器布置设计，对表 1 中 M6 翼型的 2 个工况

分别进行均匀采样，即截面之间间距相同且同一截

面的采样点之间间距相同，将离散的采样点当作风

洞实验放置传感器的节点，控制采样点的总数相

同，设置不同的布点截面数和单个截面布点数，

比较不同布点方式下机翼气动载荷重构误差。

图 9~11 显示了不同采样点总数下不同布点方式

的重构误差。

由图 9~11 可知，对于本文的两个工况，当采

样点总数为 960、1 200 时，单个截面的采样点数为

60 的采样方式重构精度最高；当采样点总数为

480、720 时，单个截面的采样点数为 40 的情况重构

精度最高；当采样点总数为 240 时，工况 1 中单个

截面采样点数为 30 的重构精度最高，而工况 2 中

单个截面的采样点数为 20 的重构精度最高。

不同的传感器截面数量及每个截面布点数下

的最优传感器空间分布如图 12 所示。分图题表示

“截面数/单个截面布点数”。可见在给定传感器总

数的前提下，单个截面上的布置的传感器并不是越

多越好，而是在截面数和单个截面传感器数之间有

一个平衡，使传感器在机翼表面总体呈近似均匀

分布。

图 8 不同模型重构误差实验结果

    Fig.8 Experimental results of reconstruction error of 
different models

 图 9 采样点总数为 960、1 200 时，不同布点方式下机翼气

动载荷重构误差

Fig.9 Experimental results of reconstruction error of aero⁃
dynamic load of wing under different sensor place⁃
ments with sample number 960 and 1 200

图 7 不同 c和 γ 的下 SVR 模型重构误差实验结果

 Fig.7 Experimental results of reconstruction error of SVR 
model with different c and γ
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2. 2. 2　最低传感器布置数

为了尽量避免传感器布置对流场结构的影响，

同时保证传感器的布置数量能够准确重构全息气

动载荷，需要设计最低传感器布置数。将 MSE 小

于 0.01 作为评判标准，当 MSE 小于 0.01 则可认为

全息气动载荷的重构精度较高。本节对单个截面

布点数（30、20、15、12）和截面数（16、12、8、6）的组

合情况进行进一步比较实验，确定所需最低传感器

布置数。图 13 显示了表 1 两个工况中不同单个截

面布点数和截面数组合的重构误差。由图 13 可

知，对于给定的工况 1，MSE 低于 0.01 且最接近

0.01 的布点方式为截面数 8、单个截面布点数 15；
对于给定的工况 2，MSE 低于 0.01 且最接近 0.01
的布点方式为截面数 6、单个截面布点数 20，因此

工况 1 和 2 的最低传感器布置数均为 120。然后，

通过比较图 13 中布点总数为 120 的布点方式的重

构精度，得到了图 13 中的方框显示的最低传感器

布置数下的最优布置方式，即工况 1 中单个截面布

点数为 20、截面数为 6，工况 2 中单个截面布点数

为 15、截面数为 8，两种最优布点方式的传感器空

间分布如图 14 所示，分图题表示“截面数/单个截

面布点数”。

图 15、16 显示了上、下翼面工况 1 下单个截面

布点数为 20、截面数为 6 的布点方式和工况 2 下单

  图 13 不同截面数和单个截面布点数组合下重构误差

实验结果

Fig.13 Experimental results of reconstruction error of dif⁃
ferent combinations of section number and sensor 
number per section

图 14 最低传感器总数下的两种最优传感器布置

Fig.14 Two optimal sensor placements given the lowest 
sensor number

  图 10 采样点总数为 480、720 时，不同布点方式下机翼气

动载荷重构误差

Fig.10 Experimental results of reconstruction error of aero⁃
dynamic load of wing under different sensor place⁃
ments with sample number 480 and 720

 图 11 采样点总数为 240 时，不同布点方式下机翼气动载

荷重构误差

Fig.11 Experimental results of reconstruction error of aero⁃
dynamic load of wing under different sensor place⁃
ments with sample number 240

图 12 不同传感器布点总数的最优传感器空间分布

Fig.12 Optimal sensor spatial placements under different 
numbers of sensors
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个截面布点数为 15、截面数为 8 的布点方式的重构

载荷云图与真实载荷云图的对比结果。由图 15、
16 可知，这 2 种布点方式分别在工况 1、2 下获得了

与真实云图接近的载荷重构云图，验证了最低传感

器总数下的最优传感器布置方式的可靠性。图

17、18 显示了两个测试截面 1、2 压力分布的真实值

与预测值对比，训练截面和测试截面的 Z 坐标如表

3 所示。该对比结果显示重构载荷在测试截面上

获得了与真实结果较为一致的压力分布，这表明本

文工况 1、2 分别对应的最优布点方式用较少传感

器可获得较高载荷重构精度。

2. 2. 3　前缘加密布点

因风洞实验中机翼前缘周围的流场规律较为

复杂，前缘区域的气动载荷变化相对剧烈，因此本

节验证前缘是否需要加密布点。本文进行两组比

较实验，每组实验将均匀采样和两种不同的前缘加

密方式进行比较，实验设置如表 4 所示。不同布点

方式下的载荷重构精度如图 19、20 所示。由图 19、
20 可知，在工况 1、2 下，两组实验几乎都是均匀布

点方式获得了较高的重构精度。因前缘加密方式

二中前缘布点数过多，而非前缘区域布点数过少从

而导致该加密方式下的重构误差较大，因此前缘加

密时需保持前缘与非前缘区域布点的合适比例。

  图 15 最低传感器总数下最优传感器布置方式的重构载

荷云图与真实云图对比（上翼面）

Fig.15 Comparison between reconstructed load cloud im ⁃
age and real cloud image of optimal sensor arrange⁃
ment with the lowest number of sensors (Upper wing)

表 4 均匀采样和前缘加密布点方式的两组设置

   Table 4 Two settings of uniformly and densely placed 
sensors at leading edge area

单个截面
布点数

30
60

均匀布点
间隔

8
4

前缘加密
（方式 1）前缘布
点数/非前缘区

域布点数
10/20
20/40

（方式 2）前缘布
点数/非前缘区

域布点数
20/10
40/20

图 19 单个截面布点数30的均匀采样与前缘加密的实验对比

Fig.19 Experimental comparison between uniformly sam ⁃
pling of 30 points per section and densely sampling 
at leading edge

  图 16 最低传感器总数下最优传感器布置方式的重构载

荷云图与真实云图对比（下翼面）

Fig.16 Comparison between reconstructed load cloud im ⁃
age and real cloud image of optimal sensor arrange⁃
ment with the lowest number of sensors (Lower wing)

图 17 部分截面压力分布的真实值与预测值（截面 1）
Fig.17 True and predicted values of partial section pressure 

distribution (Section 1)

图 18 部分截面压力分布的真实值与预测值（截面 2）
Fig.18 True and predicted values of partial section pressure 

distribution (Section 2)

表 3 截面 Z坐标

Table3 Section Z coordinate

训练截面 Z 坐标/m
0

0.24
0.48
0.71
0.95
1.18

测试截面 Z 坐标/m

0.56（截面 1）

0.87（截面 2）
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本文工况 1、2 的迎角均在 10°以内，迎角较小

可能会使前缘区域的气动载荷变化不够剧烈，因此

本节增加 1 组较大迎角的算例，如表 5 所示。不同

布点方式下的载荷重构精度如图 21、22 所示。由

图 21、22 可知，除单个截面布点数 30、截面数为 6
时均匀布点获得了略高于前缘加密方式 1 的重构

精度，其余情况下前缘加密方式 1 均获得了较高的

重构精度，这证明了在高迎角下前缘区域传感器加

密布置有助于提高载荷重构精度。

2. 2. 4　展向截面布置

为了对展向截面的布置和流场关联进行研究，

本节进行 1组比较实验，将 3种不同的截面布置方式

进行比较，截面布置的数量为 6，单个截面的布点数

为 20，实验设置如表 6所示。其中 1号截面离机身最

近，80号截面离翼尖最近。图 23显示了不同的截面

布置方式在工况 1、2 下的比较结果。由图 23 可知，

由于工况 1的侧滑角较小，截面间的气动载荷变化不

够剧烈，因此均匀布置获得了较高的重构精度；而工

况 2的侧滑角相对较大，工况 2在靠近机身部分的气

动载荷变化相对剧烈，因此在工况 2中机身到翼尖方

向由密变稀的布置方式得了较高的重构精度。

3 结  　论

（1） 本文分别比较了不同回归模型对整个机

翼气动载荷的重构性能，通过对不同的 GPR 核函

数、NN结构和 SVR回归参数进行实验测试，得到载

荷重构精度最高的模型及参数设置。本文对比了采

用最优核的 GPR、7层 NN、最优回归参数的 SVR 与

基于 LSTM 的深度模型的载荷重构精度，实验结果

表明 GPR模型获得了最高精度的载荷重构。

（2） 采用 M6 机翼的仿真数据模拟风洞实验数

据，研究在传感器总数固定时放置传感器的截面数

量和每个截面放置的传感器数量，比较不同布点方

式的重构误差，得到不同传感器总数下的最优布点

方式。结果表明，在传感器总数一定的前提下，单个

截面上的布置的传感器并不是越多越好，而是在截

面数和单个截面传感器数之间有一个平衡，使传感

器在机翼表面总体呈近似均匀分布。此外，为避免

传感器布置对流场结构的影响，同时保证传感器的

布置数量能够准确的重构全息流场，本文研究了不

图 23 不同的截面布置方式比较

Fig.23 Comparison of different section layout modes

图 20 单个截面布点数60的均匀采样与前缘加密的实验对比

Fig.20 Experimental comparison between uniformly sam ⁃
pling of 60 points per section and densely sampling 
at leading edge

表 5 工况参数

Table 5 Working condition parameters

工况序号

3
Ma

0.65
迎角/（°）

-30.0
侧滑角/（°）

3.0

图 21 单个截面布点数 30 的均匀采样与前缘加密的实验

对比(迎角-30°）
Fig.21 Experimental comparison between uniformly sam ⁃

pling of 30 points per section and densely sampling 
at leading edge (Angle of attack -30°)

图 22 单个截面布点数 60 的均匀采样与前缘加密的实验

对比(迎角-30°）
Fig.22 Experimental comparison between uniformly sam ⁃

pling of 60 points per section and densely sampling 
at leading edge  (Angle of attack -30°)

表 6 展向截面布置

Table 6 Spanwise section layout

截面布置方式
均匀布置

机身到翼尖方向

由密变稀
翼尖到机身方向

由密变稀

所选截面
1、17、33、49、65、80

1、9、21、37、57、80

1、24、44、60、72、80

截面间距
16

间距从 8 开始，

增加的步长为 4
间距从 24 开始，

递减的步长为 4
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同工况下最低传感器布置数下的最优布置方式，以

及前缘区域和传感器和展向截面的布置方式。

（3） 在传统的传感器布置设计中通常需要依

靠技术人员的经验确定传感器布置的位置和数量，

对人员的专业性过于依赖，本文提出了利用有限实

验数据重构机翼全息气动载荷，并提出了通过利用

仿真数据评估载荷重构精度对传感器进行优化布置

的设计流程，该设计流程可应用于其它物理模型表

面的传感器布置设计，从而减少对人工经验的依赖。
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