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基于相关性分析与 CNN‑BiLSTM 神经网络的 PSZ陶瓷

磨削表面粗糙度智能预测
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摘要： 部分稳定氧化锆（Partially stabilized zirconia，PSZ）陶瓷因其优越的性能在航空航天工业等领域有广泛的

应用。表面粗糙度是评价 PSZ 陶瓷磨削加工水平的关键指标，为了降低磨削表面粗糙度的预测误差，提出了一

种基于相关性分析与卷积‑双向长短期记忆神经网络（Convolution‑bidirectional long short term memory neural 
network，CNN‑BiLSTM）的 PSZ 陶瓷磨削表面粗糙度声发射预测模型。通过分析磨削声发射信号特征值与磨削

表面粗糙度值之间相关性，筛选出磨削声发射信号与磨削表面粗糙度之间的最相关频段和特征矩阵，作为

CNN‑BiLSTM 神经网络的输入参数以降低磨削表面粗糙度声发射预测的误差。研究结果表明，基于相关性分

析与 CNN‑BiLSTM 神经网络的 PSZ 陶瓷磨削表面粗糙度的平均预测误差低于 3.92%。
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Abstract:Partially stabilized zirconia （PSZ） is widely used in the aerospace industry and other fields due to its 
superior properties. Surface roughness is a key index to evaluate the grinding level of PSZ ceramics. In order 
to reduce the prediction error of grinding surface roughness， an acoustic emission （AE） prediction of grinding 
surface roughness of PSZ ceramics based on correlation analysis and convolution-bidirectional long short term 
memory （CNN-BiLSTM）neural network is proposed. The correlation between the eigenvalues and the 
grinding surface roughness values in different frequency bands in the grinding AE signals are analyzed， and 
the optimal sensitive frequency band and the feature matrix of the grinding AE signals are selected as the input 
parameters of the CNN-BiLSTM neural network to reduce the prediction error of acoustic emission of 
grinding surface roughness. The results show that the average prediction errors based on correlation analysis 
and CNN-BiLSTM neural network PSZ grinding surface roughness AE prediction is under 3.92%.
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部分稳定氧化锆（Partially stabilized zirconia，
PSZ）陶瓷作为工程陶瓷的一种，因其具有耐高温、

抗烧蚀、抗氧化以及耐磨损等优越性能在电子信

息、新能源、生物医疗、航空航天、节能环保以及海

洋生物工程等领域具有重要应用前景［1，2］。PSZ 陶

瓷的主要加工方式为磨削，因其低韧性、高硬度的

特点，使其在磨削过程中易出现表面加工缺陷问题

从而影响加工质量［3］。而表面粗糙度是加工表面

的微观几何形状误差，主要用于评价磨削加工质

量，因此对 PSZ 陶瓷磨削表面粗糙度的进行预测

具有重要意义。

PSZ 陶瓷在磨削时会发出包含了陶瓷工件表

面质量相关信息的大量声发射（Acoustic emission，
AE）信号，因此选择磨削 AE 信号来预测 PSZ 陶瓷

磨削表面的粗糙度。近年来，基于声发射信号的表

面粗糙度预测研究取得了的进展。文献［4］以磨削

AE 信号基于附加动量法和自适应调整学习法建

立 3 层 BP 神经网络对磨削表面进行粗糙度，相对

误差可控制在 8.66% 以内。文献［5］研究了树脂

金刚石砂轮磨削氧化铝工件过程中 AE 信号有效

值与表面粗糙度之间的相关性，发现 74~79 kHz
和 103~108 kHz 两个频带范围内的 AE 信号有效

值能够较好的拟合粗糙度值。研究表明，先进的加

工方法和人工智能方法使得表面粗糙度的分析和

预测更加可靠和准确。文献［6］针对这基本问题提

出了一种基于最小冗余和最大相关性的特征筛选

方法，以找出预测磨削表面粗糙度的最优特征组

合 。 文 献［7］基 于 AE 信 号 建 立 卷 积 神 经 网 络

（Convolutional neural network，CNN）粗糙度预测

模型，实验显示未经处理的原始信号基于深度学习

网络亦可对粗糙度进行识别，但识别结果较差。文

献［8］证实了对深度神经网络实行 Dropout 与批标

准化操作可以有效提高网络的泛化性能。文献［9］
提出一种一维卷积‑长短期记忆（One‑dimensional 
convolution‑long and short term memory，
1DCNN‑LSTM）深度神经网络的Ti‑48Al‑ 2Cr‑2Nb
微铣削表面粗糙度预测模型，解决了批量序列数据

处理和小样本数据的表面粗糙度预测精确问题。

若要降低磨削表面粗糙度声发射预测误差，必

须保证高质量的输入参数和预测模型网络结构。

但目前以 AE 信号为输入信号的磨削表面粗糙度

的预测研究仍存在不足之处：（1）利用整个频带范

围内的声发射信号特征值作为神经网络的输入时，

由于存在大量噪声信号和冗余信息的干扰，误差较

大导致预测精度不高。（2）长短期记忆网络（Long 
short term memory，LSTM）优化了传统循环神经

网络在训练时容易遇到的梯度消失问题，但是对于

序列数据处理的能力不强、样本关键特征的学习效

率和能力较差，导致网络预测性能较差。

因此，本文采用小波包分析对磨削声发射信

号进行分解与重构，去除大部分噪声信号和冗余

信息；分析磨削 AE 信号各个频段的特征值与磨

削表面粗糙度值两者的相关性，去除冗余信息筛

选 AE 信号最佳敏感频段的特征矩阵，提高模型

输入参数的质量。同时建立基于相关性分析与

卷积‑双向长短期记忆神经网络（Convolution‑bidi‑
rectional long short term memory neural network，
CNN‑BiLSTM）的 PSZ 陶瓷磨削表面粗糙度声发

射预测模型，以解决序列数据处理以及样本关键特

征提取效率和性能问题，最终降低磨削表面粗糙度

预测误差。

1 磨削表面粗糙度预测模型

1. 1　CNN‑BiLSTM 网络模型构建

双向长短期记忆网络（Bidirectional long short 
term memory network，BiLSTM）是在 LSTM 基础

上 的 改 进 ，它 由 一 个 前 向 LSTM 和 一 个 后 向

LSTM 构成［10］。2 个 LSTM 神经网络分别以正序

和逆序对输入序列进行特征提取，能够双向学习特

征数据，因此该网络的特征提取效率和性能都优于

单个 LSTM。

t时刻 BiLSTM 的隐藏状态输出 yt为

y t = h t ⊕h t （1）

式中：h t、h t 分别表示 t时刻前向和后向 LSTM 的隐

藏状态输出；“⊕””表示特征向量的拼接。

基于 CNN 对数据的处理能力和 BiLSTM 的

双向特征学习能力，建立了 CNN‑BiLSTM 磨削表

面粗糙度预测模型，包括输入层、CNN 层、BiL‑
STM 层、丢弃层、全连接层、回归层和输出层。结

构如图 1 所示。

CNN 层由 4 个卷积块组成，其中每个卷积块

又由卷积层、归一化层、激活层 3 个部分组成，由于

池化操作会使得到的特征信息丢失，所以此处不进

行池化操作。首先将磨削声发射信号经过相关性

分 析 得 到 的 最 佳 敏 感 频 段 的 特 征 矩 阵 作 为

CNN‑BiLSTM 预测模型的输入参数，经过 4 个

CNN 层对数据进行特征提取，得到高质量特征序

列。其次将高质量特征序列作为 BiLSTM 的输入

参数，对数据进行双向特征学习，经全连接层进行

数据特征处理，再由回归层实现对表面粗糙度的回

归预测。其中，丢弃层主要是采用 dropout操作，使

BiLSTM 的部分神经元失活，提高模型的泛化

能力。
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1. 2　基于相关性分析与 CNN‑BiLSTM 磨削表面

粗糙度预测模型

首先，对 AE 原始信号进行小波包分析提取主

要特征频段，以相关性分析见式（2）筛选最佳敏感

频段和特征矩阵，获取高质量输入参数。另外，由

AE 信号提取得到的特征序列作为输入参数时，模

型应具有较强的序列数据处理能力和样本关键特

征的学习能力，采用 CNN‑BiLSTM 可以有效解决

该问题。

r ( X，Y )= C ( X，Y )
D ( X ) D (Y )

（2）

式 中 ：X 为 特 征 值 ；Y 为 磨 削 表 面 粗 糙 度 值 ；

C ( X，Y )表示 X，Y 协方差；D（X），D（Y）分别表示

X，Y 的方差。

基于相关性分析与 CNN‑BiLSTM 磨削表面

粗糙度预测模型的构建步骤如下，流程图见图 2。
（1）采集 AE信号和 PSZ陶瓷磨削表面粗糙度。

（2）小波包分析选择确定主要特征频段并去

除冗余信息。

（3）相关性分析选择最佳敏感频段和特征矩阵。

（4）利用 CNN‑BiLSTM 模型预测 PSZ 陶瓷磨

削表面粗糙度。

模型参数确定如下：

（1）输入层：AE 信号经小波包、相关性分析后

确定的特征矩阵作为输入参数。

（2）输 出 层 ：磨 削 表 面 粗 糙 度 值 作 为 输 出

参数。

（3）CNN 层：包含 4 个卷积块，其中卷积核尺

寸为 2×1，步长为 1，通道数分别为 16、32、64、128。
（4）BiLSTM 层：该层隐含层节点数为 200。
（5）丢弃层：dropout参数设为 0.2，使 20% 的神

经元失活。

（6）其他参数设置：使用 Adam 梯度下降算法，

最大迭代次数 600 次，初始学习率为 0.01，学习率

下降因子 0.5。

2 试验验证

2. 1　氧化锆陶瓷磨削声发射实验

实验在 MGK7120x6/F 平面磨床上进行，磨削

试件为 PSZ 陶瓷，其材料力学性能如表 1 所示，尺

寸为 35 mm×13 mm×13 mm，磨削表面 35 mm×
13 mm。陶瓷试件装在夹具中。试验装置示意图

如图 3 所示，声发射传感器用夹具安装在靠近 PSZ
工件的磨床工作台上。采用美国物理声学公司

PAC 的 R6a 声发射传感器对磨削 PSZ 陶瓷时产生

的 AE 信号进行监测，同时对 AE 传感器输出的 AE
信 号 以 40 dB 的 放 大 增 益 进 行 前 置 放 大 ，并 用

PCI‑2 声发射 AE 信号采集卡进行信号采集。最

后，利用 MATLAB 软件对采集到的磨削 AE 信号

进行分析处理。

本实验旨在采集 PSZ 陶瓷在不同磨削参数下

的 AE 信号和磨削表面粗糙度。设计 PSZ 陶瓷磨

削试验如表 2 所示，其中“数量”为每组实验参数下

磨削陶瓷试件个数，最终获得 32 组试验数据。实

验结束后利用 DR160 表面粗糙度测量仪测量试件

的进刀位置、中间位置、退刀位置 3 处的表面粗糙

度取平均值如表 3 所示。

  图 2 基于相关性分析和 CNN‑BiLSTM 的磨削表面粗糙

度预测模型构建与评价流程

Fig.2 Construction and evaluation process of grinding sur‑
face roughness prediction model based on correlation 
analysis and CNN‑BiLSTM neural network

图 1 CNN-BiLSTM 结构

Fig.1 Structure of CNN-BiLSTM
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2. 2　小波包分析确定 AE信号主要特征频段

由声发射采集系统采集到的磨削 AE 原始信

号及其傅里叶变换后的频谱图如图 4（a，b）所示。

小波包分析是一种非常有效的信号频谱分析方法，

通过自动选择适当频带来匹配被分析信号的特性，

以保证信号分析的准确性和实时性，提高特征提取

的可靠性［11‑12］。小波包分解与重构原始 AE 信号，

设置小波包层数为 4 层，小波基 dmey。4 层小波包

分解后得到 16 个频段，每个频带宽度为 62.5 kHz。
在该 16 个频带内进行能量统计，得到小波包系数

{ xi ( g )，g = 1，2，3，…，M - 1，M }。 计 算 各 频 段

上的能量占比，该值可以表征磨削 AE 信号的能量

分布特点，计算公式为［13］

Pj，i =
∑
g - 1

M

|xi ( g ) |2

E
（3）

式中：i 表示 AE 信号的不同频段；M 为小波包分解

（Wavelet packet decomposition，WPD）后各频段信

号长度；E 为各频段能量总和；∑
g - 1

M

|xi ( g ) |2 表示各个

子频段上的能量。

声发射信号作为一种将应变能以弹性波形式

传递出来的方式，其能量的强弱可以反应声发射信

号的强弱［14］。由图 5 可知，0~62.5 kHz 频段内的

平均能量占比为 96.83%，62.5~125 kHz 频段内的

平均能量占比为 2.86%，其他 14 个频段的平均能

量占比总和仅为 0.31%。所以在其他 14 个频段上

的 AE 信号极其微弱，则其所包含特征信息对磨削

表面粗糙度的影响也极其微弱，可不作考虑。由于

AE 信号的能量主要集中于 0~62.5 kHz 和 62.5~
125 kHz 两个频段，所以该频段内信号包含了丰

富的与磨削表面粗糙度相关的特征信息。 0~
62.5 kHz 和 62.5~125 kHz 两个频段内的 AE 信号

进行重构信号如图 4（c~f）所示。

2. 3　确定 AE信号最佳敏感频段和特征矩阵

2. 3. 1　确定 AE 信号最佳敏感频段

研究表明利用整个频带范围内的声发射信号

特征值作为神经网络的输入来预测磨削表面粗糙

度，由于冗余信息较多，误差较大预测精度不高［4］。

所以根据工况条件等将信号整个频带分成不同的

频段，找出冗余信息最少的最佳 AE 信号频带，

以提 高 预 测 精 度 。 选 择 0~62.5 kHz 和 62.5~
125 kHz 两个频带的重构信号，以 5 kHz 作为频

率间隔，将两个频带划分为 0~5、5~10、…、55~
62.5 kHz 和 62.5~70、70~75、…、120~125 kHz 共

24 个频段，依次对应 1、2、3、…、23、24 序号。

进给量一定时，当磨削深度增加，材料单位

时间去除体积增大，磨削 AE 信号的有效值增大；

同时由于材料去除不充分，磨削表面粗糙度也增

大。则磨削表面粗糙度与有效值之间存在一定

的相关性。建立不同试验条件下的 Ra 值拟合曲

线（Ra 值随着磨削参数的改变而变化情况）和 24
个频段内 AE 信号有效值拟合曲线（有效值随着

磨削参数的改变而变化情况），图 6 仅展示部分。

分析有效值与粗糙度值之间的拟合曲线，判断不

表 1 PSZ材料力学性能

Table 1 Mechanical properties of PSZ materials

工件材料
PSZ

晶粒尺寸  /μm
≤1

密度  /（g·cm-3）
6

抗弯强度/MPa
946

微观硬度/GPa
11.8

断裂韧性/（MPa·m1/2）
8.1

弹性模量  /GPa
205

图 3 试验装置示意图
Fig.3 Schematic diagram of the test setup

表 2 PSZ陶瓷磨削正交试验

Table 2 Orthogonal test of PSZ grinding

砂轮转速 Vs/
（m·s-1）

17.6
26.4

工作台速度 Vw/
（m·min-1）

4
6

磨削深度 ap/
μm
10
20

数量

4
4

表 3 PSZ陶瓷磨削表面粗糙度

Table 3 Surface roughness of grinding PSZ ceramics

序号

1
2
3
4
5
6
7
8

Ra/μm
0.690
0.733
0.606
0.536
0.433
0.532
0.719
0.607

序号

9
10
11
12
13
14
15
16

Ra/μm
0.739
0.512
0.610
0.536
0.474
0.521
0.588
0.560

序号

17
18
19
20
21
22
23
24

Ra/μm
0.605
0.489
0.483
0.558
0.476
0.644
0.485
0.744

序号

25
26
27
28
29
30
31
32

Ra/μm
0.635
0.580
0.741
0.581
0.631
0.441
0.556
0.645
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同频段有效值对 Ra 值的拟合程度，即有效值拟

合曲线与 Ra 值拟合曲线的相似程度；若相似程

度越大，则拟合程度越好相关性越高；反之则拟

合程度越差相关性越低。通过分析 AE 信号有效

值对磨削表面粗糙度值的拟合程度，初步筛选出

拟合程度较好的频段，再结合有效值与粗糙度值

之间的相关系数大小，确定最佳敏感频段。对比

分析可知，AE 信号有效值对 Ra 值的拟合程度较

好 的 频 段 有 25~30、62.5~70、70~75、75~80、
80~85，85~90 kHz，对应频段序号为 6、13、14、
15、16、17。

图 4 AE 信号小波包分析前后比对图

Fig.4 Comparison of AE signal before and after wavelet packet analysis

图 5 不同频段能量占比

Fig.5 Energy ratio of different frequency bands
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分析上述 6 个频段的有效值与粗糙度值之间

相关系数，确定最佳敏感频段。一般来说，相关系

数小于 0.1 的为弱相关，大于 0.1 而小于 0.5 的为实

相关，大于等于 0.5 的为强相关［15］。由图 7 可知，在

筛选出的 6 个频段内，6、15、16 频段其拟合程度与

17 频段拟合曲线相似，但是相关系数均为 0.37，而
17 频段的相关系数为 0.40，所以 17 频段敏感程度

要高于 6、15、16 频段。另外，14 频段与 17 频段的

相关系数均为 0.40，但是 14 比 17 频段的拟合曲线

拟合程度要高。所以 14 频段敏感程度要高于 17 频

段。而 14 与 13 频段的拟合曲线相似，但是 13 比 14
频段的相关系数大，所以 13 频段敏感程度要高于

14 频段。则 13 频段（即 62.5~70 kHz）的敏感程度

最高。

平均相关系数（Average correlation coefficient，
ARC）由式（4）所示，不同频段内各个特征值与粗

糙度值的平均相关系数［16］。

ARC =
∑
i = 1

L

R coef ( { X 1
i，X 2

i，…，Xn
i }T，Y )

L
    （4）

式中：∑
i = 1

L

R coef ( { X i
1，X i

2，…，X i
n }T，Y )为不同各个特

征值与粗糙度值之间的相关系数之和；n 为特征值

个数，L 为频段总数。

ARC 越高，表示该频段内各个特征值与粗糙

度值的相关程度越高。由图 8 可知，在 24 个频段

中 62.5~70 kHz（序号 13）内的 PSZ 陶瓷各个特征

值的 ARC 最大，其值为 0.29，所以该频段内的各个

特征值与粗糙度值的总体相关程度最大。通过有

效值与 Ra 值拟合曲线之间的相似性判断有效值对

Ra 值的拟合程度进行初步筛选，再结合有效值与

Ra 值之间的相关系数最终确定的最佳敏感频段与

最大平均相关系数确定的为同一频段，所以该方法

是行之有效的。

2. 3. 2　确定特征矩阵

在 62.5~70 kHz 频段内提取特征值，分别有最

大值等 16 个特征值，分析各个特征值与 PSZ 陶瓷

磨削表面粗糙度值之间的相关性，选择相关系数大

于 0.2 的 特 征 值 组 成 新 的 特 征 矩 阵 作 为

CNN‑BiLSTM 神经网络的输入。由表 4 可知，

图 6 不同磨削参数下 Ra 值拟合曲线和部分频段有效值拟合曲线

Fig.6 Fitting curves of Ra values and effective values in some frequency bands under different grinding parameters

图 7 24 个频段内 AE 信号有效值与 Ra 值的相关系数

Fig.7 Correlation coefficient between Ra and AE signal RMS in 24 frequency bands
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PSZ 陶瓷经小波包分解与重构后的磨削 AE 信号

在 62.5~70 kHz 频段内的 16 个特征值与表面粗糙

度值之间相关系数绝对值大于 0.2 的有最大值等

11 个特征值，选择该 11 个特征值构成的特征矩阵

作为 CNN‑BiLSTM 神经网络的输入，磨削表面粗

糙度值作为输出。

2. 4　CNN‑BiLSTM 网络模型预测与结果分析

共有 32 组实验数据，对数据进行归一化，85%
用于训练（即 1~27 组），15% 用于预测（即 28~
32 组）。将 PSZ 陶瓷磨削声发射信号的最佳敏感

频段的特征矩阵 32×11 作为 CNN‑BiLSTM 神经

网络的输入数据集，磨削表面粗糙度值作为输出数

据集。CNN‑BiLSTM 模型训练过程如图 9 所示。

当训练次数达到 100 次的时候，训练误差达到 0.05
左右，模型训练过程开始趋于稳定，满足 PSZ 陶瓷

磨削表面粗糙度预测要求。

为验证 CNN‑BiLSTM 表面粗糙度预测模型

的精确度，将输入数据集 32×11 的矩阵归一化后

分 别 输 入 到 CNN、LSTM、CNN‑LSTM 和

CNN‑BiSTM 神经网络当中，得到如表 5 不同模型

的预测结果。为了比较不同模型的预测精度，将平

均相对误差（Mean relative error， MRE）和均方根

误差（Root mean squared error， RMSE）同时用于

模型的评价。为了使预测结果更加准确，总共预测

20 次求取平均值进行对比。

由表 5 可知，对 PSZ 陶瓷磨削表面粗糙度进

行声发射预测，对比相同网络模型不同信号类型

下的预测误差发现，在反向传播（Back propaga‑
tion， BP）网络中已处理 AE 信号比未处理 AE 信

号 的 MRE 和 RMSE 分 别 减 少 了 7.92% 和

4.17%；在 CNN‑BiLSTM 模型中已处理 AE 信号

比未处理 AE 信号的 MRE 和 RMSE 分别减少了

1.95% 和 1.64%。所以经过小波包以及相关性分

析确定最佳敏感频段的方法可以有效提高输入

参数质量，从而降低 PSZ 陶瓷磨削表面粗糙度预

测误差。对比相同信号类型不同网络模型下的

预 测 误 差 发 现 ，在 未 处 理 AE 信 号 类 型 下

CNN‑BiLSTM 模型比 BP 网络的 MRE 和 RMSE
分别减少了 16.06% 和 9.22%；在已处理 AE 信号

类型下 CNN‑BiLSTM 模型比 BP、LSTM、CNN、

CNN‑LSTM 网 络 模 型 的 RMSE 分 别 减 少 了

6.69%、 6.25%、 3.83%、 1.72%。 所 以

CNN‑BiLSTM 模 型 的 预 测 效 果 要 好 于 BP、

LSTM、CNN、CNN‑LSTM 模型。结果表明，高质

量的输入参数与模型网络结构能够明显提高磨削

表面粗糙度声发射预测精度。

图 9 CNN‑BiLSTM 表面粗糙度预测模型训练过程

Fig.9 CNN‑BiLSTM surface roughness prediction model 
training process

表 4 62.5~70 kHz频段内 16个特征值与磨削表面粗糙度值之间的相关系数 r
Table 4 Correlation coefficient r between the 16 eigenvalues and the grinding surface roughness values in the frequency 

range of 62. 5—70 kHz

特征值

r

特征值

r

最大值

0.383 3
俏度

0.333 3

最小值

0.430 3
峰值因子

-0.329 6

峰‑峰值

0.156 4
脉冲因子

-0.291 5

平均值

0.412 3
波形因子

-0.181 8

标准差

0.125 8
裕度因子

-0.291 9

方差

0.079 4
能量

0.390 8

有效值

0.408 9
峰值频率

-0.310 5

偏度

-0.087 4
功率谱峰值

0.361 4

图 8 24 个频段内 AE 信号各个特征值的 ARC
Fig.8 ARC of each characteristic value of AE signal in 24 frequency bands
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3 结   论

（1）通过对 PSZ 陶瓷磨削 AE 信号的特征值与

磨削表面粗糙度值之间的相关性分析，确定了 AE
信号的最佳敏感频段为 62.5~70 kHz 及其特征输

入矩阵。该方法能有效地减少磨削 AE 信号中的

冗余信息，提高输入参数质量。

（2）提 出 了 一 种 基 于 相 关 性 分 析 的

CNN‑BiLSTM 深度神经网络磨削表面粗糙度声

发射预测模型。经相关性分析得到的高质量输入

参数，由 CNN 层自适应网络有效提取出高质量特

征序列后，输入到 BiLSTM 网络对样本关键特征

进行双向学习，实现了对小样本数据的精准预测。

（3）基于相关性分析与 CNN‑BiLSTM 神经网

络磨削表面粗糙度声发射预测模型，对 PSZ 陶瓷

磨削表面粗糙度进行声发射预测平均预测误差在

3.92% 以下。在预测精度上有大幅度提升，对于高

精度预测具有较好的工程意义，有利于磨削表面质

量的在线监控和调整。
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Table 5　Surface roughness prediction results of PSZ grinding with different models

信号类型

未处理 AE 信号

已处理 AE 信号

神经网络类型

BP

CNN‑BiLSM

BP

LSTM

CNN

CNN‑LSTM

CNN‑BiLSTM

评价指标/%

MRE
RMSE
MRE

RMSE
MRE

RMSE
MRE

RMSE
MRE

RMSE
MRE

RMSE
MRE

RMSE

预测组数
1

16.13
11.85
3.23
1.93

17.75
14.36
18.21
13.99
7.72
6.23

11.14
7.93
1.12
1.00

2
24.22
14.01
0.82
0.53

16.91
9.65

11.24
7.26
1.54
1.12
2.04
1.31
1.24
0.72

3
17.36
10.80
9.71
7.43

15.86
13.26
9.77
7.26

18.53
10.72
8.84
6.49
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0.59

……
……
……
……
……

……

……

……

……

……

……

……

……

……

……

18
19.33
14.43
13.50
11.02
16.54
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17.50
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19
40.87
24.94
10.03
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20
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14.32
5.98
8.17

12.10
7.09
8.74
5.25
3.95
3.14

17.26
10.43
6.66
5.49

平均误差

22.72
14.78
6.66
5.56

14.80
10.61
13.84
10.17
9.47
7.75
7.56
5.64
4.71
3.92
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