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代价敏感惩罚 AdaBoost算法的非平衡数据分类

鲁淑霞， 张振莲， 翟俊海
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摘要： 针对非平衡数据分类问题，提出了一种基于代价敏感的惩罚 AdaBoost 算法。在惩罚 Adaboost 算法中，引

入一种新的自适应代价敏感函数，赋予少数类样本及分错的少数类样本更高的代价值，并通过引入惩罚机制增

大了样本的平均间隔。选择加权支持向量机（Support vector machine，SVM）优化模型作为基分类器，采用带有

方差减小的随机梯度下降方法（Stochastic variance reduced gradient，SVRG）对优化模型进行求解。对比实验表

明，本文提出的算法不但在几何均值（G⁃mean）和 ROC 曲线下的面积（Area under ROC curve，AUC）上明显优于

其他算法，而且获得了较大的平均间隔，显示了本文算法在处理非平衡数据分类问题上的有效性。

关键词：非平衡数据；惩罚 AdaBoost；自适应代价敏感函数；平均间隔；随机梯度下降

中图分类号：TP391   文献标志码：A   文章编号：1005⁃2615（2023）02⁃0339⁃08

Imbalanced Data Classification Based on Cost Sensitivity
Penalized AdaBoost Algorithm

LU Shuxia， ZHANG Zhenlian， ZHAI Junhai
（College of Mathematics and Information Science， Hebei Province Key Laboratory of Machine Learning and Computational 

Intelligence， Hebei University， Baoding 071002，China）

Abstract: How to improve the classification accuracy of minority instances is one of the hot topics in machine 
learning research. In order to solve the problem of imbalanced data classification， a penalized AdaBoost 
algorithm based on cost sensitivity is proposed. In the penalized Adaboost algorithm， a new adaptive cost 
sensitive function is introduced， which gives higher cost value to the minority instances and the misclassified 
minority instances. It can obtain a larger average margin by introducing penalty mechanism. The weighted 
support vector machine （SVM） optimization model is used as the base classifier. The stochastic variance reduced 
gradient （SVRG） with variance reduction method is used to solve the optimization model. The comparative 
experiments show that the proposed algorithm is not only superior to other algorithms in terms of 
geometric⁃mean（G-mean） and area under ROC curve（AUC）， but also can obtain a larger average margin by 
introducing penalty mechanism， which fully demonstrates the effectiveness of the proposed algorithm in 
handling imbalanced data classification problems.
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stochastic variance reduced gradient（SVRG）

非平衡数据分类问题一直是机器学习研究的

热点之一。处理非平衡数据分类问题大致可分为

两类：数据级和算法级。数据级方面常采用的方法

有欠采样［1］和过采样［2］。欠采样方法的主要思想是

不断缩小多数类的规模，直到与少数类的规模相

等，但是这样做往往会丢失重要的信息使得分类效
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果不理想。过采样技术即不断增加少数类的样本，

直到样本数与多数类的样本数相等，但由于添加的

数据点与现有数据可能会重复，因此会造成过拟合

现象。算法级方法尝试应用或改进各种现有的传

统学习算法，Zong 等［3］针对类不平衡分类问题提出

了一种加权的极限学习机。Tao 等［4］提出一种集成

算法，该算法针对非平衡数据分类问题在样本权重

公式中引入自适应代价敏感函数，使分类器更加关

注少数类样本。Wang 等［5］提出了一种利用新的加

权投票参数对 AdaBoost算法进行改进的方法。

AdaBoost算法中的样本间隔［6］指单个样本到最

终超平面的距离乘以该样本的真实类别标签。在间

隔理论的推动发展下，研究人员致力于设计新的Ada⁃
Boost算法来优化间隔分布。Rätsch等［7］提出了Ada⁃
Boostv算法，该算法用一种适当的方法在每次迭代中

更新训练集中的最小间隔值，使其近似逼近最优间

隔，从而提高算法的分类精度。SparsiBoost算法［8］是

一种稀疏化算法，该算法减少了假设的数量，同时近

似地保留了整个间隔分布，产生更好的测试精度。

SMLBoost算法［9］通过模拟类似软间隔的过程来提高

噪声数据的敏感性，给间隔区域内的无噪声样本分配

更高的权重。LPBoost算法［10］使用线性规划直接最

大化最小间隔。Gentle AdaBoost算法［11］具有较好的

稳定性，但在训练过程中为小间隔的样本分配的权值

越来越大，几个大的权重样本主导了整个数据分布，

导致过度拟合。Modest AdaBoost算法［12］加强了那

些能正确分类小间隔样本的基分类器，该算法优于

Gentle AdaBoost 算法，但是算法的性能不太稳定。

SoftBoost算法［13］通过优化软间隔来优化算法的分类

性能，降低泛化误差。Margin⁃pruning Boost算法［14］

采用一种重置技术，提高了样本的平均间隔，避免了

Gentle AdaBoost算法出现的分类器失真现象，但是

随着迭代次数的增长，该算法的性能变差。这几种算

法的性能虽然优于 AdaBoost算法，但是引入了复杂

的计算，使得训练时间变长，基于间隔分布的提升算

法还需要进一步研究。

为了解决非平衡数据分类问题，本文提出一种

基于代价敏感的惩罚 AdaBoost算法。结合惩罚 Ad⁃
aBoost算法，引入一种自适应代价敏感函数，该函数

使得分类器更加关注少数类样本以及分错的少数类

样本，且对噪声样本起到抑制作用，提高了少数类样

本的分类精度。同时，通过引入惩罚策略增大样本

的平均间隔，进一步提高了算法的分类精度。充分

考虑数据分布情况，选择加权支持向量机（Support 
vector machine，SVM）优化模型作为基分类器，即引

入间隔均值项，并根据数据非平衡比对间隔均值项

和损失函数项进行加权，采用随机梯度下降（Sto⁃

chastic variance reduced gradient，SVRG）方法对优

化模型进行求解，提高了算法的收敛速度。

1 惩罚 AdaBoost算法

在每次迭代中，惩罚 AdaBoost 算法［15］不仅惩

罚间隔小的样本的错误分类，而且抑制间隔小的样

本的权值增加，避免了过度拟合，提高整个数据集

上的间隔值，具有更低的泛化误差。

在 两 类 分 类 问 题 中 ，训 练 集 S=
{( x 1，y1 )，( x2，y2 )，…，( xn，yn )}， xi ∈ Χ ⊆ Rd， yi ∈  

{ - 1，1}，负类样本为多数类样本，个数为n-，正类样本

为少数类样本，个数为n+，n= n++ n-。

AdaBoost算法中的样本 xi 间隔为

MarginT ( xi )= yi∑
t = 1

T

αt ht ( xi ) ∑
t = 1

T

αt （1）

式中：基分类器 ht ( xi )： Χ → {-1， 1 }；系数 αt 表示

基分类器 ht ( xi )在最终分类器中的重要性；T 为迭

代次数。给定样本的分类间隔定义为正确分类的

基分类器的预测置信度与错误分类的基分类器的

预测置信度之差。

惩罚 AdaBoost算法中的样本 xi 间隔为

MarginT ( xi )= yi∑
t = 1

T

U t ( xi ) ∑
t = 1

T

||U t ( xi ) （2）

式中：U t ( xi )= αt ht ( xi )，等同于 AdaBoost 算法中

第 t 个基分类器在样本 xi 处的值与其权重的乘积；

|U t ( xi ) |= αt，等同于 AdaBoost 算法中基分类器权

重。|U t ( xi ) |越大，则 U t ( xi )的分类能力就越强。

惩罚 AdaBoost算法的样本权重为

Dt + 1
i =

exp ( )-yi∑
q = 1

t

U q ( xi ) ∑
i = 1

n

exp ( )-yi∑
q = 1

t

U q ( xi ) （3）

惩罚 AdaBoost 算法使用上一个循环的间隔分

布来限制当前循环中间隔较小的样本的误分类，从

而降低误分类小间隔样本的基分类器的预测置信

度，使其在后续迭代中更容易被分类正确。

对于样本 xi， 如果被分为正类，则 U t ( xi )=
U 1

t ( x )，否则 U t ( xi )= U 2
t ( x )。基分类器的计算

公式为

U j
t ( x )=

ì
í
î

(W j
t + - W j

t - )( 1 - M j
t - )  W j

t + > W j
t -

(W j
t + - W j

t - )( 1 - M j
t + )  W j

t + ≤ W j
t -

（4）
式 中 ：W j

t + = ∑
i：xi ∈ Sj

t ∧ yi = 1

Dt
i，W j

t - = ∑
i：xi ∈ Sj

t ∧ yi = -1

Dt
i；

M j
t + = ∑

i：xi ∈ Sj
t ∧ yi = 1

m t
i，M j

t - = ∑
i：xi ∈ Sj

t ∧ yi = -1

m t
i。m t

i 为间隔

反 馈 因 子 ，当 t = 1 时 ，m t
i = 1/n；否 则 ，m t

i =
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exp ( )-Margin t - 1 ( xi ) ∑i
exp ( )-Margin t - 1 ( xi ) 。

Sj
t 为被基分类器分类后的样本数据集，j ∈ { 1，2}，其

中：S1
t 为分为正类的样本集；S2

t 为分为负类的样本

集。W 1
t + 为正确分类的正类样本权重之和；W 2

t + 为

错误分类的正类样本权重之和；W 1
t -为错误分类的

负类样本权重之和；W 2
t -为正确分类的负类样本权

重之和。M 1
t + 为正确分类的正类样本的间隔反馈

因子之和；M 2
t + 为错误分类的正类样本的间隔反馈

因子之和；M 1
t -为错误分类的负类样本的间隔反馈

因子之和；M 2
t -为正确分类的负类样本的间隔反馈

因子之和。

最终分类器为

f ( x )= ∑
t = 1

T

U t ( x ) （5）

惩罚 AdaBoost 算法中只重置间隔为负且权

值超过阈值 Q 的样本，降低了过滤样本的重要

性，消除了基分类器对过滤样本错误预测的影

响。其次，惩罚 AdaBoost 算法引入了惩罚策略，

使用上一个循环的间隔分布来限制当前循环中

间隔较小的样本的误分类，提高了整个训练集的

样本间隔。惩罚 AdaBoost算法伪代码如下。

算法 1 惩罚 AdaBoost算法

输入：训练集 S，参数 τ，步长 η，迭代次数 T

输出：f ( x )=∑
t = 1

T

U t ( x )，H ( x )= sign ( f ( x ) )

初始化：数据分布 D 1
i = 1 n，i = 1，⋯，n

（1） for t = 1，⋯，T

（2） 基于数据分布 Dt
i 训练基分类器，得到正类

样本集 S1
t ，负类样本集 S2

t ，由每一个样本集 Sj
t，

j ∈ { 1，2}，计算 W j
t +和 W j

t -；

（3） 计算间隔反馈因子 m t
i；

（4） 计算 M j
t +和 M j

t -；

（5） 计算基分类器 U j
t；

（6） 对于样本 xi，如果被分为正类，U t ( xi )=
U 1

t ( x )，否则 U t ( xi )= U 2
t ( x )；

（7） 更新样本权重：Dt+ 1
i = exp (- yi∑

q= 1

t

U q ( xi ))；
（8） 对 于 样 本 xi， 如 果 Dt + 1

i >
Q t + 1且Margin t ( xi ) <0 则重置样本权重以及前 t 次

迭代的基分类器的和：Dt + 1
i = 1， ∑

q = 1

t

U q ( xi ) = 0，

Q t + 1 = max i{ Dt + 1
i } -

max i{ }Dt + 1
i - min i{ }Dt + 1

i

τ
对样本权重归一化：Dt + 1

i = Dt + 1
i ∑i

D t + 1
i ；

（9） end for

2 代价敏感惩罚 AdaBoost算法

惩 罚 AdaBoost 算 法 通 过 引 入 惩 罚 机 制 和

重置技术提高了训练样本的间隔分布，从而增

强 了 算 法 的 分 类 能 力 。 重 置 技 术 是 指 对 间 隔

为 负 且 样 本 权 重 超 过 阈 值 Q 的 样 本 ，将 其 第

t+1 次的样本权重重置为 1，前 t 次迭代的基分

类器的和重置为 0，这有效抑制间隔小的样本

权 重 增 加 ，避 免 了 过 拟 合 现 象 ，提 高 了 算 法 的

分类性能。针对非平衡数据分类问题，在惩罚

AdaBoost 算法的基础上，提出了一种新的自适

应代价敏感函数，该函数可以根据不同样本的

类 别 以 及 少 数 类 样 本 分 类 的 错 误 与 否 给 予 不

同的代价值，并且也具有一定的抗噪性。该算

法 采 用 加 权 的 SVM 模 型［16⁃17］作 为 基 分 类 器 ，

使 用 SVRG 方 法［18］对 加 权 SVM 模 型 求 解 ，在

提 高 算 法 分 类 精 度 的 同 时 也 加 快 了 算 法 的 收

敛速度。

对于多数类样本，权重大小为 μi = ( n+/n-) p
；

对 于 少 数 类 样 本 ，权 重 大 小 为 μi = ( n-/n+ ) p
，

p ∈ ( 0，1 ]。考虑数据分布情况，这里采用加权的

SVM 优化模型［16］作为基分类器，即引入间隔均值

项，并根据数据非平衡比对间隔均值项和损失函数

项进行加权，加权线性 SVM 的优化模型为

min
w

F (w )= 1
2 w

Tw- λ1∑
i = 1

n

μi yiwT xi +

      λ2∑
i = 1

n

μi max { 0，1 - yiwT xi } （6）

式中：μi 为权重；λ1、λ2 为折中参数。

对于线性不可分问题，通过非线性映射 φ ( x )
将原数据映射到高维特征空间，据表示定理获得加

权非线性 SVM 优化模型为

min
α

F ( α )= 1
2 α

TGα- λ1∑
i = 1

n

μi yi αT Gi +

      λ2∑
i = 1

n

μi max { 0，1 - yiαT Gi } （7）

式 中 ： Φ= [φ ( x 1 )，φ ( x2 )，…，φ ( xn ) ]； α=

[ α1，α2，…，αn ] T
；G=ΦTΦ。

在惩罚 AdaBoost 算法的样本权重更新公式中

引入自适应代价敏感函数，样本权重更新公式为

Dt+1
i =

C t
i exp ( )-yi∑

q=1

t

U q ( xi ) ∑
i=1

n

C t
i exp ( )-yi∑

q=1

t

U q ( xi )

（8）
自适应代价敏感函数为
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C t
i =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

1    yi = -1

( n- n+ )
æ

è

ç
çç
ç
ç
ç

ö

ø

÷
÷÷
÷
÷
÷1 + 1

1 + exp ( )( )1 + U t ( xi ) 2
yi = 1

（9）

对于负类样本而言，代价值为固定值；而对于

正类样本，代价值会根据 U t ( xi )的不同而不同，并

且大于负类样本的代价值。设定正类样本函数的

初始值为 1.5，给出对应的正类样本的代价敏感函

数图像，如图 1 所示。图 1中横坐标为 U t ( xi )，纵坐

标C t
i 为第 t次迭代的样本xi的代价值。从图中可以看

出，分错的正类样本的代价值大于分对的正类样本的

代价值，并且无论是分对的正类样本还是分错的正类

样本，其代价值并不会无限增大，这对噪声样本起到

了很好的抑制作用。

基于代价敏感的惩罚 AdaBoost 算法（Penal⁃
ized cost AdaBoost，PCADA）伪代码如下。

算法 2 PCADA 算法

输入：训练集 S，间隔均值项参数 λ1，损失函数

项参数 λ2，τ，步长 η，迭代次数 T

输出：f ( x )=∑
t = 1

T

U t ( x )，H ( x )= sign ( f ( x ) )

初始化：数据分布 D 1
i = 1 n，i = 1，⋯，n，负类

样 本 代 价 敏 感 值 为 1，正 类 样 本 代 价 敏 感

值为 n- n+；

（1） for t = 1，⋯，T
（2） 基于数据分布 Dt

i 训练加权 SVM 基分类

器，得到正类样本集 S1
t ，负类样本集 S2

t ，由每一个

样本集 Sj
t，j ∈ { 1，2}，计算 W j

t +和 W j
t -；

（3） 计算间隔反馈因子 m t
i；

（4） 计算 M j
t +和 M j

t -；

（5） 计算基分类器 U j
t；

（6） 对于样本 xi，如果被分为正类，U t ( xi )=
U 1

t ( x )；否则 U t ( xi )= U 2
t ( x )；

（7） 更新样本权重和代价敏感函数：Dt + 1
i =

C t
i exp ( - yi∑q = 1

t U q ( xi ))，C t
i =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

1 yi=-1

( n- n+ )
æ

è

ç
çç
ç
ç
ç

ö

ø

÷
÷÷
÷
÷
÷1+ 1

1+exp ( )( )1+U t ( xi ) 2
yi=1

（8） 对 于 样 本 xi， 如 果 Dt + 1
i >

Q t + 1且 Margin t ( xi )< 0，则重置样本权重以及前 t

次迭代的基分类器的和：Dt + 1
i = 1， ∑

q = 1

t

U q ( xi )= 0，

Q t + 1 = max i{ Dt + 1
i } -

max i{ }Dt + 1
i - min i{ }Dt + 1

i

τ
，

对样本权重归一化：Dt + 1
i = Dt + 1

i ∑i
D t + 1

i ；

（9） end for

3 实验与分析

3. 1　实验数据集及评价指标

本节给出本文所提算法和对比算法的实验，实

验为五折交叉验证的平均值。编程语言采用 Mat⁃
lab R2017b，除 Avila 数据集［19］和 bank 数据集［20］外，

其他数据集均来自 KEEL［21］，数据集的详细信息如

表 1 所示。

采用几何均值（G⁃mean）和 ROC 曲线下面积

（Aera under ROC curve，AUC）作为非平衡数据分

类问题的评价指标。首先给出混淆矩阵如表 2 所

图 1 正类样本代价敏感函数图像

Fig.1 Image of cost sensitive function of positive instances

表 1 非平衡数据集

Table 1 Imbalanced datasets

数据集

yeast⁃2vs4
vehicle0

pima
yeast1

glass⁃0⁃1⁃6vs2
segment0
car⁃vgood

kr⁃vs⁃k⁃zero
abalone9⁃18

vowel0
ecoli4

page⁃blocks0
Avila

bank⁃full

非平衡比

9.08
3.25
1.87
2.46

10.29
6.02

25.58
26.63
16.4

9.98
15.8

8.79
8.52
7.54

样本个数

514
846
768

1 484
192

2 308
1 728
2 901
731
988
336

5 472
20 867
45 211

维数

8
18
8
8
9

19
6
6
8

13
7

10
10
16
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示。 AUC 取值在 0.5~1.0 之间，AUC 越接近于

1.0，模型的性能越好。

根据混淆矩阵，几何均值表示为

G⁃mean = TP
TP + FN × TN

TN + FP （10）

3. 2　几何均值对比实验

首先给出对比算法的描述。

（1） PADA 算法。该算法为惩罚 AdaBoost 算
法［15］，采用标准的 SVM 优化模型，求解方法为

SGD 方法。

（2） GCADA 算法。该算法在经典的 Gentle 
AdaBoost 算法［11］的基础上，在样本权重策略中引

入代价项 C t
i，如果 yi = 1，则 C t

i = n- n+；否则，C t
i =

1。模型采用加权 SVM 优化模型，求解方法为

SVRG 方法。

（3） MCADA 算法。该算法在 Margin⁃pruning 
Boost 算法［14］的基础上，在其样本权重策略中引入

代 价 项 C t
i，如 果 yi = 1，则 C t

i = n- n+；否 则 ，

C t
i = 1。模型采用加权 SVM 优化模型，求解方法

为 SVRG 方法。

（4） SMLBoost 算法［8］。该算法与过采样方法

相结合以平衡类分布。模型采用标准的 SVM 优

化模型，求解方法为 SVRG 方法。

下面给出本文提出算法与对比算法的几何均

值对比实验结果，如表 3 所示。

表 3 中对于不同的数据集每个算法都有两个

数值结果，分别为线性算法和非线性算法的数值结

果。可以发现：无论线性算法和非线性算法，本文

算法的几何均值都优于其他算法，说明本文算法能

有效解决非平衡数据分类问题。

基于表 3 中线性算法和非线性算法在 ecoli4 数

据集上几何均值的对比结果，本文以几何均值为分

类精度，给出在 ecoli4 数据集上各算法随迭代次数

变化的泛化误差对比效果图，如图 2 所示。图 2（a）
与图 2（b）分别为线性算法和非线性算法在 ecoli4

表 2 混淆矩阵

Table 2 Confusion matrix

类别

正类真实类标

负类真实类标

正类预测类标

TP
FP

负类预测类标

FN
TN

表 3 本文提出算法与对比算法的几何均值

Table 3 Geometric mean values of the proposed algorithm and the comparison algorithm

数据集

yeast2vs4

vehicle0

pima

yeast1

glass⁃0⁃1⁃6vs2

segment0

car⁃vgood

kr⁃vs⁃k⁃zero

abalone9⁃18

vowel0

ecoli4

page⁃blocks0

Avila

bank⁃full

PADA 算法

0.843 4
0.869 1

0.717 2
0.895 8
0.540 0
0.745 2
0.608 1
0.726 4
0.507 0
0.736 7
0.572 2
0.914 0
0.896 0
0.904 7

0.742 0
0.742 8

0.731 1
0.808 0
0.694 3
0.839 8
0.756 5
0.801 4
0.746 9
0.769 0

0.541 6
0.690 1
0.500 1
0.500 1

GCADA 算法

0.855 1
0.892 3

0.709 5
0.902 9
0.550 0
0.740 8
0.707 5
0.786 2

0.534 5
0.609 4
0.570 7
0.915 3
0.919 4
0.947 5
0.747 7
0.752 0

0.761 3
0.843 7
0.692 3
0.860 3
0.792 1
0.817 4
0.800 1
0.847 5

0.602 1
0.745 4
0.507 4
0.510 2

MCADA 算法

0.899 6
0.938 5

0.736 5
0.902 9
0.522 1
0.738 4
0.699 5
0.741 3

0.552 3
0.788 3
0.749 8
0.877 8
0.920 2
0.963 6

0.750 1
0.752 5

0.631 9
0.800 8
0.755 7
0.909 9
0.806 5
0.815 6
0.793 3
0.814 6

0.613 6
0.710 5
0.506 4
0.536 9

SMLBoost算法

0.905 4
0.926 2

0.687 4
0.857 7
0.557 4
0.738 7
0.665 7
0.696 8

0.547 8
0.897 7
0.785 4
0.925 4
0.885 7
0.896 7
0.776 5
0.785 7

0.756 5
0.825 7
0.748 9
0.895 7
0.816 7
0.837 3

0.756 4
0.808 7

0.639 8
0.758 9
0.505 4
0.554 1

PCADA 算法

0.932 5
0.959 7

0.762 1
0.924 0

0.571 5
0.745 7

0.722 4
0.726 1

0.560 6
0.925 8

0.882 1
0.942 8

0.961 7
0.969 4

0.807 3
0.845 2

0.816 4
0.883 6

0.794 9
0.911 8

0.883 8
0.898 5

0.821 9
0.881 0

0.674 9
0.803 9

0.510 6
0.564 8
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数据集上的泛化误差对比效果图，对比两图可以看

出：无论线性算法还是非线性算法，随着迭代次数

的增加，泛化性能都会逐渐增强并且趋于稳定。

PCADA 算法的泛化性能优于其他对比算法，并且

在第 35 次迭代时，算法的泛化性能就已经趋于稳

定。通过图 2 可以看出，PCADA 算法以较少的迭

代次数达到了最优的泛化性能。

3. 3　AUC对比实验

本节给出本文提出算法与对比算法的 AUC 实

验结果。从表 4 中可以看出，本文提出算法的

AUC 数值结果相对于对比算法来说是最优的。其

中，加了代价项的 GCADA 算法和 MCADA 算法

优于不加代价项的 PADA 算法，而加了代价敏感

函数的 PCADA 算法优于其他算法，这也充分说明

了本文提出算法的优越性。SMLBoost 算法由于

采用过采样技术处理非平衡数据问题，因此分类效

果优于 PADA 算法。

3. 4　参数分析实验

针对本文提出的算法，给出参数 τ 对 ecoli4 数

据集几何均值的影响，如图 3 所示。图 3（a）与图 3
（b）分别为线性算法和非线性算法中参数 τ 对 eco⁃

图 2 线性算法和非线性算法的泛化误差

Fig.2 Generalization errors of linear and nonlinear algo⁃
rithms

表 4 本文提出算法与对比算法的 AUC
Table 4 AUC of the proposed algorithms and the comparison algorithms

数据集

yeast2vs4

vehicle0

pima

yeast1

glass⁃0⁃1⁃6vs2

segment0

car⁃vgood

kr⁃vs⁃k⁃zero

abalone9⁃18

vowel0

ecoli4

page⁃blocks0

Avila

bank⁃full

PADA 算法

0.572 2
0.914 0
0.667 8
0.795 0
0.540 0
0.657 2
0.572 2
0.914 0
0.609 8
0.736 7
0.842 0
0.892 8

0.796 0
0.762 1
0.842 0
0.863 8

0.654 3
0.708 0
0.564 3
0.739 8
0.654 3
0.785 4
0.652 1
0.702 6

0.574 5
0.658 8
0.506 5
0.509 1

GCADA 算法

0.570 7
0.915 3
0.679 5
0.801 1
0.550 0
0.665 8
0.570 7
0.915 3
0.634 5
0.809 9
0.847 7
0.898 7

0.879 4
0.847 7
0.847 0
0.874 3

0.647 8
0.754 3
0.654 3
0.760 9
0.708 4
0.743 2
0.700 3
0.798 7

0.624 5
0.729 8
0.527 4
0.532 4

MCADA 算法

0.749 8
0.877 8
0.706 2
0.822 9
0.522 1
0.708 9
0.749 8
0.877 8
0.651 1
0.799 3
0.849 1
0.902 5

0.821 1
0.832 5
0.850 1
0.879 5

0.708 9
0.794 8
0.709 8
0.801 1
0.802 1
0.813 4

0.723 3
0.814 0

0.658 8
0.745 6
0.567 4
0.570 0

SMLBoost算法

0.785 4
0.925 4
0.697 4
0.847 7
0.557 4
0.738 7
0.785 4
0.925 4
0.647 8
0.864 5
0.936 5
0.945 7

0.895 1
0.901 2
0.836 5
0.885 7

0.776 5
0.825 7
0.733 1
0.895 7
0.826 4
0.844 7

0.756 4
0.848 7

0.734 6
0.758 9
0.565 4
0.574 1

PCADA 算法

0.882 1
0.962 8

0.792 1
0.944 0

0.671 4
0.780 0

0.882 1
0.942 8

0.660 6
0.925 8

0.937 3
0.948 2

0.961 7
0.969 4

0.867 3
0.895 2

0.878 6
0.893 5

0.794 9
0.932 1

0.853 1
0.855 5

0.834 7
0.887 0

0.774 8
0.823 4

0.623 3
0.678 9
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li4 数据集上几何均值的影响趋势图。从图 3（a）中

可以发现，一开始随着参数 τ 的不断增大，算法的

几何均值走势呈现上升趋势，而后呈现下降趋势。

当 τ=50 时，线性算法的几何均值最优。而对于图

3（b），随着参数 τ 的不断增大，算法的几何均值走

势亦呈现上升趋势，而后呈现稍微下降的趋势。当

τ=70 时，非线性算法的几何均值最优。

下面给出本文算法和对比算法在不同数据集

上的平均间隔折线图，如图 4 所示。图 4（a）和（b）
分别为线性算法与非线性算法在不同数据集上的

平均间隔对比。从图 4 可以看出，无论是线性算法

还是非线性算法，提出的 PCADA 算法的平均间隔

最大，SMLBoost 算法的平均间隔略低于 PCADA

算法，其次是 MCADA 算法和 GCADA 算法，平均

间隔最低的是 PADA。可见，PCADA 算法的分类

性能最优。

4 结   论

为了解决非平衡数据分类问题，提出一种基于

代价敏感的惩罚 AdaBoost 算法，在惩罚 AdaBoost
算法样本权重中引入自适应代价敏感函数，使分类

器在分类时更加关注少数类样本和分错的样本，且

对噪声样本起到抑制作用，提高了少数类样本的分

类性能。通过引入惩罚策略增大了样本的平均间

隔，进一步提高了分类精度。充分考虑数据分布情

况，选择加权 SVM 优化模型作为基分类器，即引

入间隔均值项，并根据数据非平衡比对间隔均值项

和损失函数项进行加权，采用 SVRG 方法对优化

模型进行求解，提高了算法的收敛速度。对比实验

表明，本文提出的算法在几何均值和 AUC 上都优

于其他算法，并且可产生更大的平均间隔。本文采

用加权的 SVM 优化模型，该模型引入了间隔均值

项，在此基础上引入间隔方差项，并将该模型应用

在惩罚 AdaBoost 算法上，分析算法对分类精度的

影响是进一步要做的工作。
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