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基于深度卷积网络的海洋涡旋检测模型

张 盟，杨玉婷，孙 鑫，董军宇，梁 瑶
（中国海洋大学信息科学与工程学院,青岛，266100）

摘要：传统的利用遥感数据检测涡旋的方法通常是基于物理参数、几何特征、手工特征或专家知识。本文重点研

究了基于深度学习技术从海表面高度图中识别海洋涡旋的方法。针对海洋卫星拍摄的海洋表面高度图中的涡

旋检测问题，提出了一种基于卷积神经网络的多涡旋检测模型，该模型能够准确提取涡旋的特征信息，拟合语义

信息与海面高度之间的关系。同时，在用于涡旋检测的最新公开数据集 SCSE⁃Eddy上进行模型训练，以评估基

于人工智能的涡旋检测方法性能，该数据集涵盖了 15年来位于中国南海及其东部部分海域的每日卫星遥感海表

面高度数据。实验结果表明，与现有的方法相比，本文模型取得了更好的检测结果，能够更好地区分相距较近的

涡旋。
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Ocean Eddy Detection Model Based on Deep Convolution Neural Network

ZHANG Meng，YANG Yuting，SUN Xin，DONG Junyu，LIANG Yao
（Institute of Information Science and Engineering，Ocean University of China，Qingdao，266100，China）

Abstract:The automatic detection of mesoscale ocean eddies is extremely essential to monitor their dynamic
changes. Therefore，effective detection of ocean eddies is vital to improve understanding of ocean dynamics.
The traditional methods of detecting eddies using remote sensing data are usually based on physical
parameters，geometric features，manual features or expert knowledge. In recent years，the deep learning
technology has been improved by many experts. In this paper，the deep learning method is used to detect the
ocean eddies from the sea surface height（SSH）data. Firstly，a multi-eddy detection model based on deep
convolution neural network is proposed aiming to resolve eddy detection challenge on SSH data photoed by
satellite. The model can accurately extract the feature information of eddies and fit the relationship between
semantic information and sea level anomaly. Secondly，a new dataset，i.e.，SCSE-Eddy，is used to train the
proposed model and evaluate the performance of eddy detection method based on artificial intelligence（AI）.
This dataset is composed of the daily satellite remote sensing SSH data covering the South China Sea and its
eastern sea area over the past 15 years. Experimental results show that，compared with the existing methods，
the model proposed in this paper achieves the best performance and distinguishes close eddies well.
Key words: satellite remote sensing；eddy detection；deep learning；sea surface height images

海水运动属于经典流体力学的范畴。首先，海

水的运动在地球自转的旋转坐标系中；其次，海洋

是分层流体。现场观测和卫星遥感图像均表明，海

洋旋转分层流体中存在大量的旋涡。全球海洋的
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环流在地球的大洋流中容易产生特征性的涡旋，特

别是中尺度的海洋涡旋。事实上，海洋涡旋具有不

同模式的旋转相干结构，其直径从几百米到几千米

不等。中尺度涡旋的半径在 10~100 km之间，对

营养盐和浮游植物的分布、能量和盐的输送以及海

洋生产具有重要的作用。

遥感技术在 1960年被提出，可以定义为“以摄

影方式或非摄影方式获得被探测目标的影像或数

据的技术”。近年来，卫星遥感技术得到了快速发

展，研究人员能够获取更多的高清晰度和高质量的

遥感图像，随之而来的热点问题是对这些遥感图像

的处理和分析。然而，涡旋检测仍然是具有挑战性

的问题，特别是对于存在多个涡旋的大型海洋区

域。传统算法主要基于经验物理参数、阈值和科学

计算（如小波分解 [1]和卷绕角 [2]）。比较经典的涡旋

检测算法 [3⁃5]对叶绿素分布、速度场变形和空间变

异性等因素比较敏感。此外，专家的专业知识对于

提供进行涡旋检测的物理参数的经验阈值必不可

少。而人工智能技术（特别是深度学习模型）越来

越多地应用于遥感领域 [6⁃7]，被认为是在海洋应用

领域取得突破性创新的潜在候选技术。

国内外专业人士已经提出了诸多检测海洋物

理过程的算法，例如海洋涡旋 [8]和海洋锋 [6,9⁃10]。传

统算法可具体分为 4类：基于几何的 [5,11]、基于物理

参数的 [12⁃13]、基于手工标注特征的 [14⁃15]以及混合方

法 [16⁃17]。基于几何的方法的不足是如果没有清晰

的几何特征，就无法从数据中检测出涡旋细节。基

于物理参数的方法需要针对特定的兴趣区域设置

一组合适的阈值，因此它们是特定于任务的，并且

泛化能力有限。基于手工标注特征的方法通常设

计低级特征，这些特征无法表示海洋涡旋的高动态

性。尽管混合方法具有上述方法的优点，但仍然需

要专家知识和无噪声历史数据才能正确执行检测。

Lguensat等 [8]提出了一种用于特征提取的 U⁃
net编码器⁃解码器结构，然而它不能充分利用语义

信息和特征来区分边缘。Franz等 [18]使用编码器 ⁃
解码器和传统算法 [19]来检测涡旋。将多尺度特征

融合应用于合成孔径雷达（Synthetic aperture ra⁃
dar, SAR）图像的海洋涡旋检测。巧合的是，Xu
等 [20]使用 PSPNet[21]来融合不同层中的多尺度特

征。尽管在最后一个特征图的编码中包含了丰富

的语义信息，但由于网络模型中的跨行操作的汇

集，使得涡旋边界细节信息丢失严重。

现有基于深度学习的涡旋检测模型忽略了其

空间分辨率的恢复，其主要原因是大多数的深层神

经网络结构都是为了适应自然图像的纹理特征提

取而设计的。因此，为利用卫星遥感海面高度图像

进行涡旋检测提供一种针对性的深度学习模型至

关重要。事实上，涡旋的空间分辨率在最初卫星拍

摄的时候已经确定，可以清晰地显示涡旋大小及位

置，而空间信息恢复性差的卷积神经网络模型进行

自动检测时会破坏掉其原始的空间分辨率，就会导

致涡旋在采样海域图片上的定位变得不准确，可视

化效果变得很差。

深度学习模型的成功训练依赖高质量数据集。

EddyNet方法训练时使用的数据集是由一种经典涡

旋检测 (Py⁃eddy⁃tracker, PET)算法[22]采样 1998年
至 2011年海面高度（Sea surface height, SSH）图像

所创建，该遥感数据采集自 Copernicus Marine En⁃
vironment Monitoring Service（CMEMS)。Franz等
使用围绕澳大利亚和南赤道洋流的高分辨率海平

面异常（Sea level anomaly, SLA）图，这是欧洲航空

局 气 候 变 化 倡 议（ESA climate change initiative,
ESACCI）的预处理数据。数据集涵盖 1993年 1月
至 2014年 12月的每日数据，空间分辨率为 0.25°。
然而，数据集依赖于传统的基于参数的算法，即

Okubo⁃Weiss[23⁃24]方法，它容易受到数据噪声的影

响，并且过于主观，阈值的定义异常困难。Xu等也

采用了 CMEMS公布的数据，生成训练数据时使用

的算法是 VG算法[5]，此算法性能逊色于 PET[22]。

目前，大多数适合训练深度学习模型的数据集并不

公开，导致研究人员在尝试将人工智能技术应用于

海洋遥感领域时困难重重。

本 文 所 使 用 的 数 据 集 SCSE ⁃ Eddy 源 自

CMEMS最新发布的卫星遥感数据，用来评估基于

人工智能的涡旋检测方法的性能和有效性，其训练

深度学习模型的标签由PET方法生成并由海洋学家

针对不准确的地方进行订正。本文基于深度学习技

术，提出了一个适用于多涡旋检测的特定深度模型。

该模型能够提取涡旋的深层特征、融合空间信息、拟

合语义信息与海面高度之间的关系。本文在 SCSE⁃
Eddy数据集上进行了和其他方法的对比实验，实验

结果表明本文提出的模型达到了更先进的性能。

1 数据及关键技术原理

1. 1 海洋涡旋数据集

为了满足对深度模型训练的需求，本文采用了

一个全新并且公开的多涡旋检测数据集——SC⁃
SE⁃Eddy。它覆盖了整个中国南海及其东部海域，

如图 1所示。整个区域的经度是从 105.5°E到 150°E，
纬度是从 4°N到 30°N，黄色代表陆地或岛屿。

根据 CMEMS发布的最新 SSH数据，SCSE⁃
Eddy包含了从 2003年 9月 23日到 2018年 9月 23
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日共 15年的数据，生成了以天为单位的 5 480张带

有多目标标签的涡旋检测海高图像。

在建立训练和验证参考数据时采用了经典并

且非常有效的 PET方法来得出训练所需的涡旋图

像数据。SCSE⁃Eddy数据集分为训练集和验证

集。训练集由前 13年的数据（即 4 750张海表面高

度图像）构成，而验证集使用的是 2017—2018两年

的数据（即 730张海表面高度图像）。每一条数据

都表示为一个单通道图像，空间分辨率为 0.25°，大
小为 302像素×184像素。

1. 2 关键技术原理

对包含目标特征的特征图进行下采样时，主要

是通过卷积操作，其原理为

y ( i) = ∑
k

x ( i+ k) w ( )k (1)

式中：i对应输出特征图 y上的位置；w(k)为卷积核；

k为长度；x为输入特征图。

待检测目标的特征图进行充分提取之后，需要

对特征图进行尺寸的恢复，尺寸恢复的大小就是原

本图片输入的大小。在进行恢复的过程中，最主要

的方式就是使用上采样。式 (2)用于计算当前位置

( x,y )上采样后的特征值。其中，f ( A 11 )，f ( A 21 )，
f ( A 12 )和 f ( A 22 )是位置 ( x,y )四周最邻近给定的

特征，其中，Aij=( xi,yj )，i,j ∈ { 1,2 }，r为上采样率

因子。上采样到原图的大小再送入模型中的分割

层，保证空间信息的完整性。

f ( x,y )≈ r* ( f ( A 11 )
( x2 - x1 ) ( y2 - y1 )

( x2 - x ) ( y2 -

y )+ f ( A 21 )
( x2 - x1 ) ( y2 - y1 )

( x- x1 ) ( y2 - y )+

f ( A 12 )
( x2 - x1 ) ( y2 - y1 )

( x2 - x ) ( y- y1 )+

f ( A 22 )
( x2 - x1 ) ( y2 - y1 )

( x- x1 ) ( y- y1 ) ) (2)

2 多涡旋检测模型

本文提出了一种新的多涡旋检测模型，该模型

能够很好地检测出两种不同类型的涡旋（气旋涡和

反气旋涡），在恢复涡旋图像空间分辨率上体现出

了巨大优势。图 2给出了模型具体结构，该模型由

两部分组成：编码模块和解码模块。编码模块包括

从图像输入进行卷积操作开始，到下采样结束的整

个过程，通过卷积汇聚丰富的涡旋特征语义信息；

解码模块包括从上采样操作开始，到检测出涡旋的

整个过程，可以对海洋涡旋进行准确的空间分辨率

恢复。

2. 1 编码模块

海洋多涡旋检测模型的编码模块是一个基于

卷积网络的特征提取器，该提取器提取输入 SSH
图像的主要特征，包括改进的稠密块结构和下采样

操作。稠密块结构可以看作是 ResNets[25]的拓展，

它对之前的特征图进行迭代求和。具体地，首先将

输入的特征图和经过第 1次卷积操作之后的特征

图进行级联；随后将级联之后的结果与第 2次卷积

操作的结果进行第 2次级联；最后 1次级联操作是

针对前面两次的级联结果。稠密块结构中使用的

卷积核大小是 3×3，激活函数是 ReLU，该结构的

使用可以带来 4个方面的优势：（1）融合更多的空

间信息，捕捉涡旋细节；（2）隐式的深度监督，此优

势得益于块中的路径较短；（3）特征重用，所有卷积

层都可以轻松获取其前面的卷积层信息，从而很容

易重用先前计算的特征图中的特征；（4）参数的使

用效率更高。图 3给出了本文所使用的稠密块的

具体结构，为了更好地拟合多涡旋检测模型的功

能，本文将级联的结果在最后输出时再次级联，而

不是只级联每个卷积层的输出。这也是本文对稠

密块进行改进的地方，保证浅层特征图的空间信息

可以充分融合到经过卷积操作处理会损失部分空

图 1 数据集采样海域

Fig.1 Sampled sea area of dataset

图 2 多涡旋检测模型网络结构

Fig.2 Structure of multi-eddy detection model
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间信息的特征图中，加强对先前特征图的重用，使

深层特征图和浅层特征图共同发挥各自的优势，保

证接下来精准恢复涡旋细节与空间分辨率。

2. 2 解码模块

解码模块的设计用来得出海洋涡旋的检测结

果，并保持精确的空间信息。编码模块进行特征提

取之后，将上采样层 (原理如 1.2节所述)添加到标

准 CNNs中以恢复输出层输入的空间分辨率，因此

可以处理任意大小的输入特征。下采样和上采样

的具体操作如图 4所示。为了弥补由池化层引起

的分辨率损失，本文在模型的下采样和上采样路径

之间引入了跳跃连接。

跳跃连接有助于上采样操作从下采样卷积层

中恢复细粒度信息。卷积之后的特征图有 3个维

度：宽、高和通道，此处的级联和跳跃连接均是在通

道维度进行，保持原本存储在宽和高维度中的深层

和浅层信息。

3 实验结果与分析

3. 1 实验条件及参数设计

在本文采用的数据集 SCSE⁃Eddy中，训练集

包括的训练样本有 4 750张图片，验证集包括的验

证样本有 730张图片。由于数据样本量充足并且

排除参数设置的影响，本文模型以及对比模型的参

数设置完全相同，训练批次 epoch设置为 300，并且

将学习率设置为 0.001。在模型训练阶段，本文在

NVIDIA RTX2080Ti 显 卡 上 进 行 训 练 ，训 练 的

batch_size为 4。深度模型在训练过程中，难免会出

现模型过拟合的状态，为了避免这一现象的产生，

本文采用了归一化层和神经元保留比例为 80%的

Dropout层。模型的整个训练过程需要 13 h左右，

在训练和验证阶段相对于其他模型都表现出最好

的性能。

3. 2 实验结果

为了验证本文提出模型的有效性，本文分别与

PET方法 [22]、EddyNet方法 [8]以及基于 PSPNet方
法 [20]进行了多次实验对比，图 5(a)是 4种方法检测

的相同海域的海表面高度图，图 5(b―e)分别对应 4
种方法，图 5(f)是海域中的部分地转流图。可以看

到 EddyNet检测到的涡旋要比 PET方法多，但是

由于其网络结构太简单，涡旋检测的数量不如

PSPNet和本文的方法。基于 PSPNet的方法可以

识别出很多数量的涡旋，因为 PSPNet可以充分利

图 5 4种方法结果对比

Fig.5 Comparison of detection results using four methods

图 4 下采样和上采样

Fig.4 Downsampling and upsampling

图 3 稠密块简图

Fig.3 Diagram of dense block
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用更多的上下文信息来捕获涡旋细节。本文方法

的优点是可以精确恢复涡旋图像的空间分辨率，也

就是可以捕捉到更细节的涡旋信息，特别是对于半

径较小的和相距较近的涡旋（包括其位置和轮

廓）。从图 5(f)地转流图上也可以看出，当涡旋距

离比较近时，其他方法很难区分。本文的方法进行

了准确的空间信息恢复之后，在高空间分辨率的可

视化结果中可以看出该海域存在多个涡旋。

Chelton等 [11]证明海洋中存在大量的涡旋，传

统检测算法容易受到噪声影响而产生漏检现象。

本文统计了 4种不同的方法在 5次检测实验中分别

检测到两种不同类型的涡旋数量的平均值，如表 1
所示。

人工智能的方法可以比传统的算法检测到数

量更多的涡旋 [20]，主要原因是这些方法具有检测半

径较小的涡旋的能力。具体来说，由于 EddyNet的
网 络 结 构 比 较 简 单 ，其 检 测 涡 旋 的 能 力 不 如

PSPNet，数量上气旋涡和反气旋涡的总数相差了

将近 300，本文的方法进一步恢复高空间分辨率来

分离相距较近的涡旋。

半径是涡旋的一个重要物理性质，由涡旋半径

可以得知涡旋覆盖的海域面积以及涡旋轮廓，因此

可以作为衡量检测结果的一种非常有价值的标

准。由于本文的方法可以恢复更高的空间分辨率，

所以对涡旋半径检测也更准确。表 2是 4种方法

对涡旋半径进行 5次检测求平均的结果，并与数据

集中的数据进行对比。

4 结 论

本文提出了一种可以在卫星遥感海表面高度

图上进行多涡旋自动检测的模型，该模型基于深度

学习中的卷积神经网络，采用编码和解码框架以及

改进稠密块的结构来融合丰富的空间信息，实现对

遥感图像的精确空间分辨率恢复。为了满足人工

智能领域和遥感领域相结合的需求，本文采用了一

个完全公开的由 CMEMS发布的最新数据构成的

数据集 SCSE⁃Eddy，用来评估涡旋自动检测模型

的性能，该数据集可以公开供任何研究人员使用。

同时将本文提出的模型和现阶段最好的涡旋检测

模型进行比较，实验结果表明，4种方法中本文的

方法取得了最好的涡旋检测效果。
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