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基于字典学习的混合采样数据分类方法
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摘要：混合采样数据不仅仅具有不同采样频率数据之间特征集合不同，还有样本数量不一致等特点，传统的分类

方法不能直接使用。因此，本文提出一种基于 Fisher判别准则字典学习的混合采样数据分类方法以处理采样数

据的分类任务。该模型巧妙借助处理多视图数据的分类思想，利用基于 Fisher判别准则的字典学习方法，生成

的结构化字典的每个原子与数据的类标签相关，同时采用 Fisher判别准则使类内散度更小，类间散度更大来约

束编码系数矩阵，从而大大提升分类性能。此外，本文针对混合采样数据的样本数量不一致特点，设计了混合采

样数据判别分析模型的分类方案。最后实验结果验证了本文方法的有效性。
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Classification Method for Mixed Sampling Data Based on Dictionary Learning
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Abstract: Mixed sampling data，whose different features are collected at different sampling frequencies，
pervasively exists in the real world. Because the different sampling data set not only has different features，but
also has different number of samples，traditional classification methods cannot be used directly. Therefore，
this paper proposes a classification method for mixed sampling data based on Fisher discrimination dictionary
learning to solve the classification problem of mixed sampling data. Inspired on some classification ideas for
multi‑view data，the proposed model compares multiple data collected at multiple sampling frequencies to
multiple views of multi‑view data，and designs a way to learn a sub‑dictionary for each class of each view. A
structured dictionary whose dictionary atoms have correspondence to the class labels is learned，so that the
within‑class scatter is less and the between‑class scatter is bigger based on the Fisher discrimination criterion.
In addition，this paper designs a specific classification scheme for the inconsistent sample size of mixed
sampling data. Finally，experimental results demonstrate the effectiveness of the proposed model.
Key words: dictionary learning；classification；Fisher discrimination；mixed sampling data；multi‑view

大数据时代已经来临，随着各种数据采集设备

（如红外线摄像机和网络摄像机）或是不同的媒介

（如文本、视频和音频）的出现和发展，数据的来源、

形式越来越多样化 [1]。在实际生活中，数据的采集

频率会因为采集成本代价不同而高低有别，例如获

取工业生产铝的电解槽数据时，电解质水平、铁含
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量和硅含量等数据需要专家进行实验采集，成本

高、代价大，采样频率低，而电解槽工作电压、工作

电流和针振等数据可以通过传感器实时上传，成本

低，采样频率高。把这类描述同一对象，而来自不

同采样频率、有不同特征集合的数据称为混合采样

数据。传统的处理混合采样数据的一种方法是转

换高频数据，使之与低频数据的采样频率相匹

配 [2]，即将混合采样数据处理成同低频数据，然而

这种方式不可避免的存在高频数据信息丢失的问

题。因此，本文方法不采用对混合采样数据做同频

处理的方式，而是希望尽可能地利用原始数据达到

提升混合采样数据分类性能的目的。

受多视图数据特点的启发，我们认为混合采样

数据与多视图数据之间有一定的对应关系。混合

采样数据的多个采样频率数据、不同采样频率下的

不同特征集合就对应着多视图数据的多个视图数

据、不同视图下的不同特征集合。因此，本文欲借

鉴处理多视图数据的思想或方法，来解决混合采样

数据分类问题。

多视图学习的重点是揭示不同视图的多个异

构数据表的相关性 [3]。近年来，字典学习 [4，5]已经成

为多视图数据分类的热点研究方法。Yang等 [6]引

入 Fisher判别准则，提出 Fisher判别字典学习方法

(Fisher discrimination dictionary learning, FDDL)，
构建字典的列向量与类标签相对应的结构化字典，

并验证了判别保真项和 Fisher判别准则都有提升

分类准确性的优势。Zhuang等 [7]利用样本类标签

信息学习多模态判别字典和不同模态之间的映射

函数以恢复缺失模态。基于 Hilbert–Schmidt独
立性准则，Gangeh等 [8]提出两个多视图字典学习技

术，两个技术的不同之处在于：（1）对每个视图学习

一个字典，并在学习字典的空间融合稀疏系数矩

阵；（2）在所有视图的特征融合空间学习一个字典

和相应的系数矩阵。Jing等 [9]分析不同视图对应的

字典间原子向量的不相关性约束，提出不相关多视

图判别字典学习方法 (Uncorrelated multi‑view dis‑
crimination dictionary learning, UMD2L)，学习多个

视图的不相关判别字典。随后该研究小组 Wu
等 [10]提 出 多 视 图 低 秩 字 典 学 习 方 法 (Multi‑view
low‑rank dictionary learning, MLDL)，为不同视图

不同类的子字典添加低秩约束以适应噪声数据，同

时增加不同视图的字典不冗余约束，使视图间字典

相互独立。Wu等 [11]提出一种学习多视图间共享结

构化字典方法，同时将视图间字典结构不相关性引

入共享字典学习的过程，从而更有效地利用不同视

图的互补信息。Wang等 [12]将分析字典学习引入多

视图分类任务场景，应用边缘化目标函数学习策略

来改进模型的分类性能。以往的多视图字典学习

方法训练和测试阶段耗时严重，主要是因为采用 l0
或 l1范数进行稀疏约束，所以Wu等 [13]又提出了多

视 图 综 合 与 分 析 字 典 学 习 (Multi‑view synthesis
and analysis dictionaries learning, MSADL)，每 个

视图的判别字典包含一个结构化综合字典和一个

分析字典，由综合字典获得每个类簇的样本重构信

息，分析字典获得具判别信息的编码系数矩阵。字

典学习逐渐成为大数据分析与处理中的重要话题

与研究方向，但是，很少有研究将字典学习运用到

混合采样数据分类任务中。

混合采样数据分类任务的重点是探索不同采

样频率数据的相关性，极大限度地利用原始数据进

行学习。因此，本文欲借鉴多视图字典学习方法，

提出一种基于字典学习的混合采样数据分类方法，

旨在学习多个采样频率数据的判别子字典，和以

Fisher判别准则约束的更具判别信息的编码系数

矩阵，以提升模型的分类性能。

1 预备知识

1. 1 字典学习

给定数据样本 A=[ a1,a2,⋯,an ]，A ∈ R n × d，

字 典 学 习 的 目 标 任 务 是 寻 找 字 典 D=
[ d 1,d 2,⋯,dn ],D ∈ R n × d,以 及 对 应 的 系 数 矩 阵

X=[ x 1,x2,⋯,xd ]，X ∈ R d × d，使得每个数据样本

能更好地被字典重构，即 ai= Dxi，i= 1,2,⋯,n。
字典学习解决以下优化问题

{ D̂,X̂ }= arg min
D,X

 A- DX
2

F
+ λ X 1

(1)

显然式（1）的第 1项是希望由系数矩阵 X能很

好地重构数据样本 A，第 2项则是希望系数矩阵 X

尽量稀疏，可以使用 KSVD算法 [14]或MOD算法 [15]

求解上述优化问题中字典和系数矩阵变量。

1. 2 Fisher判别字典学习

Fisher判别字典学习 (Fisher discrimination dic‑
tionary learning, FDDL)旨在学习一个结构化字典

D=[ D 1,D 2,⋯,DC ]，Di是每个类簇的字典，C是样

本 的 总 类 簇 数 。 给 定 训 练 样 本 A=
[ A 1,A 2,⋯,AC ]，Ai是第 i类训练样本，定义 X是样

本 矩 阵 A 在 字 典 D 上 的 编 码 系 数 矩 阵 ，X=
[ X 1,X 2,⋯,XC ]，Xi 是第 i类训练样本 Ai 在字典 D

上的编码。FDDL的目标函数形式为
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min
D,X

r ( Ai,D,X i )+ λ1  X 1
+ λ2 ( tr ( SW ( X )- SB ( X ) )+ η X 2

F
) (2)

FDDL 目 标 函 数 的 第 1 项 是 1 个 保 真 项

r ( Ai,D,X i )=  Ai- DX i

2

F
+  Ai- D i X i

i

2

F
+

∑
j= 1
j ≠ i

C

 D j X j
i

2

F
，除了要求字典 D能重构第 i类训练样

本Ai，还要子字典D i也能很好地重构Ai，且其他子

字典不能重构Ai。

SW ( X )= ∑
i= 1

C

∑
xk ∈ X i

( x k- m i ) ( x k- m i )T

SB ( X )= ∑
i= 1

C

ni (m i- m ) (m i- m )T
(3)

第 3项类内散度 SW ( X )和类间散度 SB ( X )是
为了约束编码系数矩阵，m i和 m分别是编码系数

矩阵 X i和 X的均值向量，ni表示第 i类训练样本 Ai

的样本数量。

1. 3 不相关多视图判别字典学习

给定M个视图数据 Ak ( k= 1,⋯,M )，不相关

多视图判别字典学习 (Uncorrelated multi‑view dis‑
crimination dictionary learning, UMD2L)旨在对每

个视图学习视图间不相关的字典Dk ( k= 1,⋯,M )
和相应的系数矩阵 X k ( k= 1,⋯,M )。UMD2L的

目标函数形式如

min
D1,⋯,DM
X1,⋯,XM

∑
k= 1

M

∑
i= 1

C

q ( Ai
k,Dk,X i

k ) + λ∑
k= 1

M

 X k
1

s.t. Corr ( Dk,Dl )= 0,l≠ k

(4)

式 中 ：第 1 项 是 1 个 判 别 保 真 项 ，

q ( Ai
k,Dk,X i

k )= Ai
k- DkX i

k

2

F
+  Ai

k- Di
kX ii

k

2

F
+

∑
j= 1
j ≠ i

C

 Dj
kX ij

k

2

F
，要求字典 Dk有能力重构 Ak。C是样

本的总类簇数，Ai
k是Ak的第 i类训练样本，Di

k是Dk

的第 i类子字典，X i
k 定义为样本 Ai

k在字典 Dk上的

编码系数矩阵，X ij
k 定义为样本Ai

k在字典Dj
k上的编

码系数矩阵。Corr ( Dk,Dl )= 0表示不同视图间字

典 Dk 和 Dl 的 不 相 关 约 束 ，有 Corr ( Dk,Dl )=

∑
i= 1

Nk

∑
j= 1

Nl

Corr ( d i
k,d j

l )

Nk ·Nl
。Nk和Nl分别表示字典Dk和字

典 Dl 的 原 子 数 。 Corr ( d i
k,d j

l )=
( d i

k- d̄ i
k ·I )T ( d j

l- d̄ j
l ·I )

 d i
k- d̄ i

k ·I · d j
l- d̄ j

l ·I
表示了 d i

k（字典 Dk 的第 i

个字典原子）和 d j
l（字典 Dl的第 j个字典原子）的相

关性，d̄ i
k和 d̄ i

l 分别代表两个原子的均值。

2 混合采样数据分类模型

本节将多视图分类的思想融入混合采样数据

分类模型中，首先系统地总结了混合采样数据分类

模型的基本框架，然后分别描述了目标函数的判别

保真项和判别系数项，随后给出了模型的目标函

数，最后提出了混合采样数据分类方案。

2. 1 模型框架

图 1系统地总结了所提模型的主要框架，把它

分为两个阶段：字典学习阶段和样本分类阶段。在

字典学习阶段，假设训练样本有 H个采样频率不

同的数据集，Ak ( k= 1,⋯,H )，利用 1.2节中判别

保真项和 1.3节中判别系数项两个原则，根据 2.4

图 1 混合采样数据分类模型

Fig. 1 Classification model for mixed sampling data
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节的目标函数学习每个采样频率数据集对应的每

个类簇的子字典Di
k和编码系数矩阵 X i

k。在样本的

分类阶段，与传统的测试样本不同，混合采样数据

的测试样本会出现采样数据空缺现象，例如图 1中
分类阶段样本 2在第 3个采样频率数据集中没有

对应值，样本 3在第 2个和第 3个采样频率数据集

中没有对应值。所以在 2.5节，根据混合采样数据

特点设计了混合采样数据的分类方案，利用对应采

样频率数据的字典Dk对测试样本 z进行稀疏编码，

得到每个采样频率数据对应的编码向量 v k ( k=
1,⋯,h )，再利用子字典 Di

k和样本的编码向量判断

样本与哪个类簇的重构误差最小，则表示样本属于

该类簇。

2. 2 判别保真项

假设训练数据有 H个采样频率数据，定义为

Ak ( k= 1,⋯,H )。对于第 k个采样频率数据，Ai
k

表示第 i类训练样本，Di
k和 Dj

k分别表示与第 i类和

第 j类相关的类簇子字典。若 X i
k 定义为 Ai

k在字典

Dk 上的编码系数矩阵，有 X i
k =[ X i1

k ,X i2
k ,⋯,X iC

k ]，
且 X ij

k 表示为样本 Ai
k在子字典 Dj

k上的编码系数矩

阵 ， Ai
k ≈ Dk X i

k = D 1
k X i1

k +⋯+ Di
k X ii

k +⋯+
DC

k X iC
k ，C表示样本的类簇数。

目标函数的判别保真项应该遵循以下 3个原

则：（1）对于第 k个采样频率数据，字典Dk应该具备

重 构 样 本 Ai
k 的 能 力 ，于 是 应 该 使 误 差 项

 Ai
k- Dk X i

k

2

F
最小化。（2）与第 i类相关的子字典

Di
k应该具备重构样本 Ai

k的能力，于是应该使误差

项 Ai
k- Di

k X ii
k

2

F
最小化。（3）与第 i类相关的其他

类子字典 Dj
k不应具备重构样本 Ai

k的能力，所以应

该使 Dj
k X ij

k

2

F
最小化，从而使第 i类子字典Di

k对样

本Ai
k重构所占比重最大。判别保真项定义为

r ( Ai
k,Dk,X i

k )= Ai
k-Dk X i

k

2

F
+ Ai

k-Di
kX ii

k

2

F
+

∑
j=1
j≠ i

C

 Dj
kX ij

k

2

F

(5)

2. 3 判别系数项

为了提升模型的分类性能，使字典 Dk 更具判

别性，可以借助 Fisher判别准则约束编码系数矩

阵，最小化编码系数矩阵 X k 的类内散度 SW ( X k )，
最大化类间散度 SB ( X k )，其定义如下

SW ( X k )= ∑
i= 1

C

∑
xw ∈ X

i
k

( xw- m i
k ) ( xw- m i

k )T

SB ( X k )= ∑
i= 1

C

nik (m i
k- m k ) (m i

k- m k )T
(6)

式中：m i
k和m k分别表示第 k个采样频率数据第 i类

编码系数矩阵 X i
k 和 X k的均值向量，nik是样本Ai

k的

样本数量。判别系数项要求类内散度 SW ( X k )最小

化，类间散度 SB ( X k )最大化，很显然，如果直接定

义 f ( X k )为 tr ( SW ( X k ) )- tr ( SB ( X k ) )，则 f ( X k )是
一个非凸且不稳定的函数，所以在判别系数项后增

加一个弹性项 X k

2

F
使其满足凸优化条件,文献[6]

已证明判别系数项的凸性。判别系数项定义为

f ( X k )= tr ( SW ( X k ) )- tr ( SB ( X k ) )+ η X k

2

F
(7)

2. 4 目标函数

结合判别保真项式 (5)和判别系数项式 (7)，混
合采样数据判别分析模型的目标函数形式化定

义为

J ( D 1,⋯,DH,X 1,⋯,XH )=

argmin
D1,⋯,DH
X1,⋯,XH

∑
k= 1

H

∑
i= 1

C

r ( Ai
k,D k,X i

k ) +

λ1 ∑
k= 1

H

 X k
1
+ λ2 ∑

k= 1

H

f ( X k )

(8)

2. 5 混合采样数据分类方案

当混合采样数据对应各采样频率数据的类簇

子字典 Di
k学习完成后，模型进入分类阶段。在文

献 [16]中，稀疏表示分类法 (Sparse representation
based classification, SRC)用原始各类簇样本作为

结构化子字典，来编码测试样本，如果哪个类簇子

字典对样本的重构误差越小，则表明样本属于该类

簇。借鉴 SRC分类方法和多视图分类思想，考虑

到混合采样数据与多视图数据的不同之处，在于不

同采样频率对应的数据集样本数量不一致，所以在

测试阶段每个测试样本不一定涵盖所有采样频率

对应数据，即测试样本 z={ z1,z2,⋯,zh }，h ≤ H。

那么 z k在字典Dk上的编码向量可以通过下式求解

( v̂1,v̂2,⋯,v̂h )= arg minv1 ,...,vh
{ ∑
k= 1

h

(  z k- D kv k
2

2
+

β  v k
1
) } (9)

式中：v k( k= 1,⋯,h )是样本 z k在字典Dk上的编码

向量。定义 v̂ k=[ v̂1k ; v̂2k ; ⋯ ; v̂Ck ]，v̂1k 对应样本 z k在

字典 Di
k上的编码向量。当测试样本对不同采样频

率数据上字典进行的编码系数向量 { v̂1,⋯,v̂h }产
生，将其应用到如下分类方案中，对给定测试样本

z k，样本对每个类的重构误差计算为

ei= ∑
k= 1

h

 z k- Di
k v̂ ik

2

2
+ w  v̂ k- m i

k
2
(10)

identity ( z )= arg min
i
{ ei } (11)

式 (10)第 1项为样本 z k由第 i个类簇子字典重构的

误差项，第 2项为编码系数向量 v̂ k与训练系数均值

向量 m i
k的距离。最后根据式 (11)判断测试样本属
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于哪一类。

3 优化目标函数

混合采样数据分类模型的目标函数中的变量

可以在一个迭代过程中交替优化，可以使用以下优

化 策 略 进 行 每 次 迭 代 ：（1）当 更 新 第 k( k=
1,2,⋯,H )个采样频率数据对应的变量时，其他采

样频率数据的对应变量固定。（2）对于第 k个采样

频率数据，X k和D k交替更新。

3. 1 更新编码系数矩阵 X k

假 设 D k 固 定 ，编 码 系 数 矩 阵 X k=
[ X 1

k,X 2
k,⋯,X C

k ]，在 遍 历 每 个 类 计 算 X i
k 时 ，

X j
k ( j≠ i )是固定的，目标函数式(8)可以简化为

J ( X i
k )= arg min

X i
k

r ( Ai
k,D k,X i

k )+

λ1  X i
k 1
+ λ2 f ( X i

k ) (12)

且 有 f ( X i
k )=  X i

k-M i
k

2

F
- ∑

i= 1

C

 M i
k-M k

2

F
+

γ X i
k

2

F
，其中M i

k 和M k是两个均值向量矩阵（以 nik

个m i
k或m k为列向量组成）。文献[6]已证明当 γ >

1- nik/nk 时，f ( X i
k )关于 X i

k 满足严格凸性，nik 和 nk
分别是第 k个采样频率数据属于第 i类和所有类的

样本数量。为了使 f ( X i
k )即满足凸性又保证足够

的判别性，设定 γ= 1，所以式 (12)中除了稀疏项

 X i
k 1

是可微的 ,可以使用迭代投影算法 [17] (Itera‑

tive projection method, IPM)求解式 (12)。迭代步

长定义为 δ，最终的求解依赖步长的取值，文献[17]
中描述了步长及软阈值因子的公式。 IPM算法见

算法 1。
算法 1 混合采样数据系数矩阵 X i

k 更新

算法

输入：δ和 τ，δ > 0，γ > 0
输出：：X i

k = X i
k
(h )

① 初始化：系数矩阵 X i
k
(1 ) = 0，迭代次数 h=

1。
② 判断目标函数是否收敛或达到最大迭代次

数，否则执行第 3步，是执行第 5步。

③ 增加迭代次数 h= h+ 1。
④ 更新编码系数矩阵 X i

k

X i
k
(h ) = Sτ/δ ( X i

k
(h- 1)- 1

2δ ∇Q ( X
i
k
(h- 1)) )

其中：∇Q ( X i
k
(h- 1))为 Q ( X i

k )在 X͂ i
k
(h- 1) 处的导数，

Sτ/δ ( ⋅ )是一个软阈值因子公式。

⑤ 输出编码系数矩阵 X i
k，算法结束。

3. 2 更新字典矩阵D k

当编码系数矩阵 X k 更新完，不同采样频率数

据 的 子 字 典 Di
k 逐 类 更 新 。 在 更 新 Di

k 时 ，所 有

Dj
k ( j≠ i )固定，因此式(8)可以简化为

J ( Di
k )= arg min

Dik,X
ii
k























Ai

k- Di
k X ii

k - ∑
j= 1
j ≠ i

C

Dj
k X ij

k

2

F

+

 Ai
k- Di

k X ii
k

2

F
+ ∑

j= 1
j ≠ i

C

 Di
k X ij

k

2

F
(13)

式 (13)可以先将矩阵优化问题转换成向量优

化按列更新字典，具体可以参见文献 [18]中 MFL
算法。混合采样数据分类算法的整个迭代优化过

程见算法 2。
算法 2 混合采样数据分类优化算法

输入：混合采样数据 Ak ( k= 1,⋯,H )，标签

Lk ( k= 1,2,⋯,H )
输 出 ： 字 典 矩 阵 { D 1,D 2,⋯,DH } 和

{ X 1,X 2,⋯,XH }
① 用 PCA方法初始化每个采样频率数据对

应子字典Di
k

Di
k ← pca ( Ai

k )
② 判断目标函数是否收敛或达到最大迭代次

数，否则执行第 3步，是执行第 5步。

③ 固定字典矩阵 D k,对每个采样频率数据用

算法 1逐类更新编码系数矩阵 X i
k

Xk ← update X i ( X i
k )

④ 固定编码系数矩阵 Xk,对每个采样频率数

据用MFL算法 [20]逐列更新字典矩阵D i
k

D k ← updateDi ( Di
k )

⑤ 输 出 字 典 矩 阵 { }D 1,D 2,⋯,DH 和

{ }X 1,X 2,⋯,XH ，算法结束。

4 实验分析

本文算法采用 Python语言并在 Python 3.5解
释 器 上 进 行 实 现 ，所 有 实 验 都 在 内 存 为 8 GB
RAM，CPU频率为 2.70 GHz计算机上运行。为了

便于实验，在 UCI的一些真实多视图数据集上验

证了本文提出的方法，表 1给出了 5个多视图数据

集的基本信息。

WebKB 数 据 集 (http://membres‑lig. imag. fr/
grimal/data.html)包含了来自 4个大学的网页信息，

每个网页可以被内容和链接信息等 4个视图描述。

由于 4个子数据集在内容上较为相似，选择 Texas
数据集上的 3个视图进行实验。SensIT数据集

(https://www.csie. ntu. edu. tw/∼ cjlin/libsvmtools/
datasets/multiclass.html)包含了用于划分 3种车辆

的 2个传感器视图数据，每个传感器视图数据有 50
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个特征集合。Digit数据集 (https://archive.ics.uci.
edu/ml/datasets.html)描述手写数字 0到 9的特征

信息，有 10个类，2 000个样本，6个视图，选择以下

3个视图进行后续实验：76 维字符形状的 Fourier
系数特征，64维 Karhunen‑Love系数特征和 47维
Zernike moments特征。Cora数据集 (http://mem‑
bres‑lig.imag.fr/grimal/data.html)描述了 2 708个科

学出版物文档，选择包含 1 433个词特征的文档视

图和含 2 708个特征的文档链接视图。Citeseer数
据集 (http://membres‑lig.imag.fr/grimal/data.html)
描述了 3 312个科学出版物文档，选择含 3 703个
词特征的文档视图和含 3 312个特征的文档链接

视图。

本节实验主要包含两个部分：（1）实验数据集

的各个视图以统一采样频率获取，以 SensIT为例，

利用本文所提出的方法，对 SensIT的两个视图进

行字典学习后分类，与将两个视图数据进行拼接后

运用 KNN分类算法进行对比。由图 2实验结果看

出，在WebKB，SensIT，Cora和 Citeseer四个数据

集上，本文提出模型的分类准确率比暴力拼接处理

后的数据在 KNN算法上的分类准确率略高，证明

此类问题以拼接手段处理混合采样数据在某些场

景是不合理的。

（2）实验在 SensIT和 Digit数据集上，对 Sen‑
sIT的每个视图数据划分 200个样本作为训练集，

100个样本作为测试集；Digit的每个视图数据划分

1 500个样本为训练集，500个样本为测试集。再以

不同程度的采样频率对数据的每个视图进行数据

采样生成混合采样数据，与对混合采样数据进行均

值或中位数填充后在改进的处理多个数据表的

FDDL算法进行对比。由表 2看出，在某些场景下

对混合采样数据进行均值或中位数填充等手段是

不合理的，从而验证了混合采样数据分类算法的有

效性。

5 结 论

在实际生活中，数据的采集频率会因为数据采

集成本代价不同而高低有别，而采集成本高代价大

的数据数量有限但是又相对重要，如何极大限度的

利用原始数据，将多个不同采样频率数据充分运用

成为一个研究难点。因此，本文将混合采样数据特

有的不同采样频率、含不同特征集合的数据特点与

多视图数据的多个视图、多个特征集合相类比，巧

妙地借助多视图数据分类任务的思想，提出了一种

基于字典学习的混合采样数据判别分析模型，该模

型与多视图数据分类任务类似，但是又有其特有的

混合采样频率的数据特点。本文方法在 UCI的真

实数据集上得到了验证，实验结果表明本文方法在

表 1 UCI数据集

Tab. 1 The UCI data sets

Data set
WebKB
SensIT
Digit
Cora
Citeseer

Object
187
300
2 000
2 708
3 312

Dimension
{187,187,187}
{50, 50}

{76, 64, 47}
{1 433, 2 708}
{3 703, 3 312}

View
3
2
3
2
2

Cluster
5
3
10
7
6

图 2 实验结果 1
Fig. 2 Experimental results 1

表 2 实验结果 2

Tab. 2 Experimental result 2

Index

ACC

F1‑score

Data set

SensIT

Digit

SensIT

Digit

Object

300

2 000

300

2 000

Sampling rate/%
{100, 50}
{100, 40}

{100, 80, 60}
{100, 70, 50}
{100, 60, 40}
{100, 50}
{100, 40}

{100, 80, 60}
{100, 70, 50}
{100, 60, 40}

Proposed
0.63
0.64
0.474
0.512
0.554
0.623
0.632
0.498
0.535
0.571

Improved FDDL[4]

0.46
0.57
0.492
0.446
0.488
0.449
0.514
0.511
0.453
0.512
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处理混合采样数据分类问题具有一定的效果。但

是该方法在目标函数的字典迭代更新过程中采用

逐列更新，计算量较大，时间复杂度较高，还需要进

一步完善，以便于更好地处理样本数和特征维数较

大的混合采样数据分类问题。
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