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基于 SVM方法的APU故障预测方法
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摘要：针 对 辅 助 动 力 装 置（Auxiliary power unit，APU）故 障 预 测 时 ，仅 基 于 快 速 存 取 记 录 器（Quick access
recorder，QAR）数据存在实时性欠缺或精度不足的问题，提出了基于实时报文数据的 APU故障预测方法。首

先，对报文所采集的数据进行预处理，将每次航班的报文数据规整为一条数据集；其次，从参数阈值、维修记录及

APU序列号变化情况等角度对数据集进行标注工作；随后，针对特征选择算法具有较差解释性的缺点，提出通过

相关性分析选取能够表征 APU运行性能的参数；最后，建立基于支持向量机（Support vector machine，SVM）的

多参数故障预测模型并优化。经验证，该模型提高了预测正确率，为APU视情维修策略的制定提供参考。
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APU Fault Prediction Based on SVM Method

CAI Kunye，CAI Jing，ZHOU Di，ZE Shan
（College of Civil Aviation，Nanjing University of Aeronautics & Astronautics，Nanjing，211106，China）

Abstract:Since in auxiliary power unit（APU）fault prediction quick access recorder（QAR）data cannot meet
the requirement of real‑time or accuracy，an APU fault prediction based on real‑time message data is
proposed. First，the data collected by the message is preprocessed，and the message data of each flight is
organized and put into one data set. Second，the data set is marked from the perspectives of parameter
threshold， maintenance record and changes of APU sequence number. Third， aiming at the poor
interpretation of the feature selection algorithm，we select parameters that can characterize APU performance
through correlation analysis. Finally，a multi‑parameter fault prediction model based on support vector
machine（SVM）is established and optimized. It is proved that this model can improve the prediction accuracy
and provide reference for APU maintenance strategy.
Key words: auxiliary power unit（APU）；report system；data analysis；fault prediction；support vector

machine

辅助动力装置（Auxiliary power unit, APU）为

地面上的飞机提供电源和气源并用于启动主发动

机。APU作为最低放行设备清单（MEL）中的保

留故障项目，飞机在缺少地面电源和气源保障的情

况下，APU的失效或故障将导致飞机无法运行。

因此，在目前航空公司越来越重视签派可靠度和经

济性的情况下，如何提前预测 APU故障以减少飞

机停场时间是一个受到普遍关注的问题。

通过对 APU的 QAR数据分析可知，APU故

障的发生是一个渐进过程，因此，可以通过分析

APU的 QAR历史数据，提前预判 APU的潜在故

障状态。目前这方面已开展相关研究，譬如高飞鹏

等 [1]与李海然 [2]提出的基于 QAR译码数据的 APU
故障诊断技术，用于检测 APU启动电门故障与启
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动时间异常。但实际中QAR数据在几个航班后才

能获取，另外工程人员通常只在 APU出现异常后

才会查阅APU的QAR数据。因此，从实际工程角

度，实时获取 APU数据并将潜在故障的判断推送

给工程人员更符合工程需求。Gruyer等 [3]介绍了

飞机通信寻址与报告系统（ACARS）的应用前景，

实现报文的实时传输。在报文研究工作中，Zhai
等 [4]对波音 747的巡航报文进行解析研究，验证

ACARS的可靠性。

而在 APU的数据分析中，顾祝平等 [5]通过获

取不同时间点的 EGT转速等信息，求得给定时间

范围内均值以此确定 APU涡轮效率的衰退程度。

唐敏杰 [6]通过 APU 的性能状态运行参数，基于统

计分析的方法建立 APU的监测模型。丁慧锋 [7]分

析优化了APU性能参数阈值，用于评定APU的性

能状态。徐爽等 [8]运用客户化报文，设置合理的温

度阈值作为触发报文条件，实现对引气故障的监

控。而由于只基于 EGT这一参数用于判断而实际

APU的状态更加复杂，往往不能取得良好的效果。

报文数据为解决APU故障预测的实时性和多参数

提供了基础 .
在故障预测模型发展中，García‑Nieto等 [9]采

用混合 PSO‑SVM的模型预测飞机发动机的剩余

使用寿命。 Jiang等 [10]采用 SVM方法对发动机润

滑系统的异常状态进行识别。Zhang等 [11]将 SVM
方法和神经网络算法应用到飞机整体结构损伤的

评估系统中进行对比，结果表明 SVM优于神经网

络算法。SVM算法广泛应用于飞机发动机的各种

故 障 模 式 诊 断 ，Zhan 等 [12] 提 出 了 基 于 混 合

PSO‑SVM模型，用于预测飞机轮胎与涂层之间的

摩擦系数。Chen等 [13]以集成经验模式分解和高斯

过程回归基础提出预测APU性能退化的方法。文

献 [14]利用核函数主成分分析方法在众多检测参

数上提出综合性能指标，由层次聚类验证异常识别

的准确性。Yang等 [15]提出基于数据挖掘并使用经

验证的故障模式与影响分析模型（FMEA）排名的

故障隔离方法，得到对某一故障模式贡献大小的组

件列表。Brian等 [16]提出了基于机器学习的大数据

分析框架，用以提高APU健康监测的性能与质量。

在这些故障预测模型研究中，仅以特征选择或特征

提取手段进行降维，无法解释参数选择与故障间的

内在联系。根据上述问题，为提高实时性并通过选

取代表性参数建立的故障预测模型对APU进行故

障诊断具有重要意义。

1 数据特征提取

1. 1 报文系统

报文系统是通过数据管理组件（DMU）实时收

集和处理来自飞机各系统的 QAR数据，在 DMU
内编译客户化的飞机状态监控系统报文；经过收集

参 数 、设 定 报 告 及 相 关 的 触 发 逻 辑 ；最 后 通 过

ACARS建立的空地数据链对地面基站实时发送

报文以实现对飞机的在线监控。因此，可以说报文

是 QAR数据获取的另一种渠道。与传统 QAR数

据相比，它有以下两个优点：

(1)数据获取的灵活性。通过设置参数获取条

件，报文可以获取到同一参数在不同状态下的数

据，这一特点大大减少了后期数据处理不必要的

麻烦。

(2)数据获取的实时性。报文可通过 ACARS
实时传输到地面基站。触发相关逻辑下发的报文

可直接用于故障诊断，为视情维修打下基础。本文

从报文入手，挖掘报文的潜在价值。

如图 1，以 A13号报文的实时 QAR数据为研

究对象。A13号报文为 APU的启动/慢车报。报

文一共由 4部分组成：报头，APU的履历信息，启

动飞机发动机运行参数及APU自启动参数。

(1)报头为 CC至 CE段，主要记录了飞机的航

班信息，报文产生的航段，引气活门状态及开口角

度和总温。

(2)E1段记录的APU的履历信息，内容包括了

APU序号及运行的循环小时。

(3)飞机发动机启动时，N1 至 S3 段记录其

APU运行参数，其中 N1、S1记录了第 1台发动机

图 1 A13号报文

Fig.1 A13 report
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启动时 APU的运行参数；N2、S2记录了第 2台发

动机启动时APU运行参数；N3、S3记录了APU在

慢车情况下的运行参数。

(4)V1记录了APU自启动时的参数。

从图 1中得出可获得的详细参数，具体参数如

表 1所示。

1. 2 数据预处理

收集国内某航空公司近 3年内 6架飞机的A13
号报文数据，并进行整理。根据报文参数记录的格

式，一次航班下发的报文有 4条数据集：N1、N2、
N3、V1。每条数据集都各有意义，但由于实际用

于模型训练时只能放入一条数据集，因此需要将其

合并。根据 1.1节所述，N1、N2分别记录了双发启

动时 APU的性能参数。由于 N1、N2数据记录的

时间点由主发动机启动快慢决定，不同航班之间主

发动机性能表现不同，因此 N1、N2参数记录时机

存在差异。N3为APU慢车状态下的性能参数，其

记录时机只与自身性能相关，选择将其保留。V1
在APU启动时记录了启动时间、排气温度峰值、峰

值转速而其他数据行并没有记录，选择将 N3、V1
行数据合并。同时考虑到APU作为一个恒速的离

心式发动机，其转速受 ECB控制不发生改变，以及

在特定飞行状态下 IGV开口角度固定，这些参数

不发生改变对整个模型预测没有任何贡献，因此将

其删除。这样可以得到一条能够代表这次航班

APU运行状态且适用于模型训练的特征集合。

1. 3 特征提取

在记录的 APU特征参数有多达 11种，参数之

间不可避免的存在一些高相关性，而两个或两个以

上具有高相关性的特征用于机器学习模型训练时，

会加重该参数的抉择比重，导致预测效果与实际相

违背；同时部分参数并不能表征APU运行状态，在

参与故障预测中并不起任何作用。因此，需要对特

征集进行特征提取，剔除无关以及高相关性的参

数。丁慧锋等 [17]通过参数相关性剔除无关数据对

APU性能指数建模实现对APU的趋势监控。

APU作为离心式发动机，能够反应其性能的

主要指标有两个：使用时间和 EGT。使用统计分

析软件 SPSS的偏相关性分析模块，从报文中提取

有价值的信息。在使用偏相关分析时需要剔除外

界环境的影响，例如海拔、环境温度、引气流量、进

口压力、负载压气机进口温度，以统一每次航班的

运行质量。对输入的使用时间、启动时间、排气温

度、IGV角度、排气温度、油槽温度等 9 600项APU
数据进行分析，得到的结果如表 2所示。

每个参数与其他参数都有一个对应相关性的

值即 r值，相关性一般可按 3级划分：|r|<0.4为低

度线性相关；0.4< |r|<0.7为显著性相关；0.7<
|r|<1为高度线性相关。参数与自身的相关性为

1。可以从表 2中看出引气压力、排气温度、启动时

间、使用时间之间是相互弱相关，其 |r|均小于 0.4，
但进口导向叶片角度和滑油温度与引气压力、排气

温度、启动时间、使用时间为强相关。由此可知

APU的进口导向叶片角度与滑油温度可以由使用

时间、启动时间、发动机排气温度、引气压力来表

征；同时可以说明启动时间、引气压力、排气温度、

使用时间参数相对较独立，各代表了 APU的运行

特性。这 4个参数特性可以反映 APU的整体性能

情况。

2 故障预测模型建模

由 Cortes和 Vapnik提出的 SVM方法 [18]，由于

其收敛速度快等优点，适用于模式识别、分类以及

预测；同时 SVM在处理小数据集中具有良好的表

现，但在面对大规模训练样本时，存在训练时间过

长，对缺失数据敏感的缺点。因此，本文采用 SVM
算法，对故障数据与健康数据进行识别和分类，以

达到实时故障预测效果。

SVM作为有监督的机器学习，需要对数据进

行标注标签，还需要将历史数据放入模型中进行模

表 1 13号报文参数详情

Tab. 1 No. 13 message parameters

参数

APU序号（ASN）
使用循环（ACYC）
使用小时（AHRS）
APU转速（NA）

排气温度（EGTA）
IGV角度（IGV）
进口压力（P2A）

载荷压气机进口温度（LCIT）

单位

H
%
℃
°
Bar
℃

参数

引气压力（PT）
引气流量（WB）

负载排气温度（GLA）
油槽温度（OTA）

发电机负载（GLA）
启动时间（STA）

排气温度峰值（EGTP）
峰值排气温度下APU转速（NPA）

单位

Bar
kg/s
℃
℃
%
s
℃
%
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型训练。往往投入的数据越多，模型对未来的数据

进行预测就更准确。

2. 1 SVM模型介绍

SVM 的核心思想是构建一个最大间隔的分

类超平面，使两类样本分布于分类面两边。标准

SVM 是对线性可分的两类样本，寻找一个既能使

两类样本正确分开，又保证分类间隔最大的最优分

类面。两类样本为

(x 1,y1 ),(x 2,y2 ),⋯,(x i,yi )
x i ∈ Rn,yi ∈ { - 1,1} (1)

i= 1,2,⋯,l
式中：R为训练样本总数 ; n为样本空间的维数 ; x i
为样本空间向量 ; yi为样本的类别标志。分类超平

面为w·x+ b= 0，如图 2所示，其中w为最优超平

面的法向量 ; b为偏置 ;R 1和 R 2分别为 x的第一维

和第二维的取值。

对于线性可分的情况，最优超平面的求解问题

归结为式（2）的约束优化问题

min
w,b

φ (w) = 1
2  w 2

s.t. yi (w ∙x i+ b ) ≥ 1 (2)
i= 1,2,⋯,l

式（2）的求解通过定义 Lagrange函数，把构建

最优超平面的问题转化为如式（3）对偶二次规划

问题

max L (αi ) = ∑
i= 1

l

α i -

1
2 ∑i

l

∑
i

l

α iαj yi yj ( )φ ( x i ) ∙φ ( x j )

s.t. 0 ≤ αi ≤ C (3)

∑
i= 1

l

α i yi= 0

αi ≥ 0 ; i= 1,2,⋯
最终的最优分类面函数表示为

f (x) = sgn{∑
i

n

α*i yi ( x i ∙x ) +b*} （4）

2. 2 设置标签

SVM作为一个有监督的学习模型，需要给数

表 2 APU数据相关性分析结果

Tab. 2 Correlation analysis results of APU data

参数

TSR

STA

EGTA

PT

IGV

OTA

相关性

相关

显著性（双尾）

df
相关

显著性（双尾）

df
相关

显著性（双尾）

df
相关

显著性（双尾）

df
相关

显著性（双尾）

df
相关

显著性（双尾）

df

TSR
1.000

0
0.240
0.000
9600
-0.310
0.000
9 600
-0.020
0.012
9 600
-0.620
0.026
9600
0.290
0.000
9 600

STA
0.240
0.000
9 600
1.000

0
0.330
0.000
9 600
‑0.100
0.062
9 600
-0.430
0.000
9 600
0.320
0.000
9 600

EGTA
0.310
0.000
9 600
0.330
0.000
9 600
1.000

0
0.200
0.000
9 600
-0.510
0.966
9 600
-0.010
0.190
9 600

PT
-0.020
0.0120
9 600
-0.010
0.062
9 600
0.200
0.000
9 600
1.000

0
-0.400
0.000
9 600
-0.210
0.000
9 600

IGV
-0.620
0.0260
9 600
-0.430
0.000
9 600
-0.510
0.966
9 600
-0.400
0.000
9 600
1.000

0
0.550
0.000
9 600

OTA
0.290
0.000
9 600
0.320
0.000
9 600
-0.010
0.190
9 600
-0.210
0.000
9 600
0.550
0.000
9 600
1.000

0.0

图 2 最优超平面

Fig.2 Optimal hyperplane
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据集设置标签。将数据集分为两类：APU的健康

状态和故障状态，并通过多种途径对数据进行设置

标签。

首先，观察得到报文记录的 APU序号（ASN）
出现变化情况，初步判断为飞机进行了换发作业，

并通过机务人员验证确认其 APU部件发生故障，

替换备用部件。因此，将换发前的数据定义为故障

数据。

其次，以报文数据中单个特征参数阈值为依据

设置标签，例如当 APU 的启动时间超过 65 s或
APU稳定运行时排气温度不在 380~420 ℃之间时

作为故障数据。根据参数阈值设置故障标签会带

来以下问题：分类器可能会以某参数大于一定值时

将 APU判定为故障状态，而实际情况是该参数出

现阶跃性突变，只是暂时的数值突增，而实际并未

故障。其解释是：本次通过多种手段设置故障标

签，且多维的特征用于模型训练，因此会稀释单个

参数阈值设置标签时带来的影响，将大大降低上述

情况的发生。

最后，根据APU的维修记录再设置标签，在维

修记录中机载的 APU常见故障有：APU自动停

车，启动失败，低滑油故障。根据故障记录时间，将

故障发生前五天记录的报文数据作为故障状态。

通过以上标签设置，得到可用于 SVM模型训

练的数据集。

2. 3 特征提取验证

1.3节中通过相关性分析得到能够表征 APU
运行状态的特征参数，这些特征参数集合在共同的

数值变化状态下可用于判断 APU是否发生故障，

这和根据标签进行分类的有监督机器学习存在一

定共性。因此，将通过算法验证特征在模型预测中

是否表现良好。

递归特征消除是一种寻找原特征集的最优特

征子集的贪婪算法，用于将原始的 d维空间压缩到

一个 k维特征子空间，其中 k<d。使用该算法可以

剔除不相关特征或噪声，自动选出与问题相关的特

征子集，从而提高计算效率或降低模型的泛化误

差。用于递归特征消除进行特征选择的有以下检

测参数：EGT、进口压力、引气压力、引气流量、压

气机进口温度、启动时间、IGV角度、峰值转速、使

用时间、滑油温度、发电机载荷。递归特征消除对

每个参数的重要程度进行评分得到以下情况：

由图 3可以看出，EGT、引气压力、启动时间、

使用时间的得分情况在模型预测中占比较高。

再对特征提取前后故障预测正确率进行比较，

如图 4所示。结果证明通过相关性分析筛选出的

参数适用于模型训练后预测正确率有明显提高，效

果显著。

2. 4 模型优化

对于 SVM模型有 2个非常重要的参数 C与 γ，

其中 C是对损失值的惩罚系数，即相对误差的宽容

度。C值越高，说明 SVM划出的分类间隔越不允

许出现分类误差，容易过拟合。但同时 C越小，容

易发生欠拟合的现象。C值无论过大过小，都会影

响到模型的泛化能力。而一个模型是否可用，往往

由模型的泛化能力来决定。γ是 SVM选择 RBF为

核函数时，该函数自带的一个参数。该参数的大小

决定了数据在映射到高位空间后的分布情况，γ越

大，支持向量越少，γ值越小，支持向量越多。支持

向量的个数影响训练与预测的速度。将 γ值设置

为 200是一个适当的值，通过调整 C值获得学习曲

线（Learning curve）与验证曲线（Validation curve）
之间的关系，如图 5所示。通过观察得到，随着 C

值的增大训练准确率与验证准确率逐渐疏远，出现

过拟合现象，而 C值越小，两者相近但预测正确率

呈下降趋势。因此选取 C值为 0.1时具有较高的预

测正确率且模型的拟合程度较高。

图 3 递归特征消除得分情况

Fig.3 Recursive feature elimination score

图 4 特征提取前后预测正确率对比

Fig.4 Comparison of prediction accuracies before and
after feature extraction
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由此，该模型具有较高的预测正确率与良好的

泛化性，可用于实际故障预测。

3 案例验证与模型评价

3. 1 案例验证

模型的预测准确性一直是评估模型性能的量

化指标，而在本文中故障数据远远少于健康数据，

仅以预测准确性作为模型优劣的评判标准并不合

适。这里将通过引进混淆矩阵衡量模型的预测

效果。

混淆矩阵是一个简单的方阵，用于展示分类器

的预测结果——真正（TP）、真负 (FN)、假正 (FP)、
假负 (FN)的数量。对于类别数量不均衡的分类问

题来说，真正率（TPR）与假正率（FPR）是非常有

用的性能指标

FPR= FP
N = FP

FP+ TN

PRE= TPR= TP
P = TP

FN+ TP
以 APU故障检测为例，通常更关注是否能检

测出 APU的故障状态。因此，将故障类别错误的

划分为健康类别的数量，即假正数，就变得异常重

要。选取 144条未被用于模型训练的数据并在

SVM、K近邻 (KNN)、逻辑回归 (Logistic regression)
及决策树(Decision tree)模型下下进行案例验证，通

过实际的数据绘制出的混淆矩阵如图 6所示。

本文选取 114条飞机在运行过程中下发的

APU报文，并依据上文进行数据处理，将其输入模

型中进行预测。从图 6中可以看出，使用 SVM训

练出的模型正确预测了 71个属于类别 0的样本（真

负），以及 40个属于类别 1的样本（真正）。不过，模

型也错误的将两个属于类别 0的样本划分到类别 1
（假负）。另外一个属于假正。因此 SVM模型在

对 114条数据进行预测中存在一次将 APU故障状

态误判为健康状态的情况。而其他 3种算法中，

KNN具有相同的预警率，与 SVM一样只存在一次

将故障状态误判断为健康状态，但存在多次误报

率。而逻辑回归与决策树预测准确度较之 SVM
明显逊色。

3. 2 模型评价

在 Pei等 [19]计算分类模型的评价指标 F‑score
以及 T检验比较各模型的优劣。通过绘制受试者

工作特征曲线（ROC）来比较 SVM与逻辑回归、决

策树及 KNN这 3种模型的优异以验证本文选择

SVM模型的合理性。ROC曲线是基于模型假正

率和真正率等性能指标进行分类模型选择的有用

工具。ROC曲线优点在于当测试集中的正负样本

分布变化时，其曲线能保持不变的特性。因此在实

际的数据集中出现正负样本分布变化情况时，而

ROC能提供较好的评估稳定性。

将多个诊断算法的 ROC曲线绘制到同一坐标

中，用于比较模型的优劣，越接近左上角的 ROC曲

线所代表的算法，越精确。同时，也可以通过计算

各算法的 ROC曲线下的面积（AUC）进行比较。

图 7的左下角以给出 AUC值，哪种模型试验的

AUC最大，表明其诊断价值越佳。图 7共有 5条曲

线，其中 4条曲线分别表示用于比较的分类模型预

测效果，另一条灰色虚线代表的是随机猜测，此时

AUC 值 为 0.5，即 有 一 半 概 率 预 测 正 确 。 对 于

ROC曲线在该线以下的预测模型表明其没有预测

价值，图上的 4种分类模型均在随机猜测曲线以

上，其中 SVM最接近左上方，计算得到的 AUC值

为 0.94。可以得出选择 SVM模型用作故障诊断模

图 5 预测准确率曲线随参数 C变化曲线图

Fig.5 Curves of prediction accuracy changing with
parameter C

图 6 各算法下的混淆矩阵

Fig.6 Confusion matrix under each algorithm
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型比其他分类算法更具有优越性。

4 结 论

本文提出了一种新的特征提取思路，即排除算

法筛选导致解释性差的特点，从发动机特性出发选

择特征，再以算法验证其正确性。通过模型预测准

确率为依据加以验证，提高特征选择的可解释性。

并且在数据预处理步骤中，分析选取报文中有价值

的数据用于模型训练。通过对 SVM模型进行优

化，获得一个泛化效果更好的模型并选择合适的评

价指标对模型进行评估。

结果证明，基于 SVM模型以 A13号报文为数

据源进行故障识别时,比其他分类模型有较高的优

越性；同时，用于模型训练的特征参数均来自于

ACARS发送到地面基站的 A13号报文。通过实

时传输的 A13号报文，能够实现故障的在线监测，

能及时安排地勤维修人员及时排故，避免非计划维

修，在一定程度上实现APU的视情维修。
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