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基于示范主动采样的行为克隆方法

黄文宇，黄圣君
（南京航空航天大学计算机科学与技术学院/人工智能学院，南京 211106）

摘要：深度强化学习在学习过程中需要与环境进行大量的交互，训练效率低下。模仿学习通过从专家示范中学

习，可以有效地应对这一挑战，但是需要收集大量的专家示范轨迹，在复杂任务中往往导致高昂的示范代价。本

文提出一种基于主动学习的行为克隆算法，通过主动挑选示范起始状态来减小示范代价。该方法基于不确定性

采样和不相似性采样两种策略，从状态候选集中挑选最有价值的状态作为起始状态，然后向专家查询固定长度

的示范轨迹，希望从尽可能少的示范中学习出有效策略。在多个不同任务上的实验表明，本文方法可以用更少

的示范轨迹进行行为克隆，降低了强化学习中的专家示范代价。
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Behavioral Cloning with Active Sampling of Demonstration

HUANG Wenyu，HUANG Shengjun
（College of Computer Science and Technology/College of Artificial Intelligence，Nanjing University of Aeronautics &

Astronautics，Nanjing 211106，China）

Abstract:Deep reinforcement learning has achieved great success in many applications. However，it usually
needs large amount of interactions with the environment to learn the policy，which leads to inefficient training.
Imitation learning is an important approach to tackle this challenge by learning from demonstrations，but it
instead requires a large set of demonstrations provided by experts，which could be rather costly in many
complex tasks. In this paper，we propose an active learning method to reduce the demonstration cost by
actively selecting starting state for demonstration. The method is based on uncertainty sampling and
dissimilarity sampling. It selects the best state from the candidate set and then queries expert for fixed length
of trajectory，in order to train effective policy with fewer demonstrations. Experimental results in multiple
environments demonstrate that the proposed method can achieve effective performance with significant lower
demonstration cost.
Key words: reinforcement learning；imitation learning；behavioral cloning；inverse reinforcement learning；
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强化学习［1］旨在为智能决策任务学习出有效

的策略，使智能体获得的长远奖赏最大。传统的强

化学习更多关注离散状态和动作空间的任务，难以

在状态和动作连续的任务上应用。深度强化学习

通过将策略用深度神经网络来表示可以有效地解

决这一问题。最近研究表明，深度强化学习在很多

富有挑战性的任务上都取得了成功，例如围棋［2］、

游戏［3］和模拟机器人任务［4‑5］。但是深度强化学习

在训练智能体的策略时需要与环境进行大量的交

互，因此面临着训练效率低下的挑战。模仿学习通

过从专家的示范中学习可以有效应对这一挑战，其

主要思想是从专家的示范中去模仿专家的行为，因
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而无需与环境进行交互。

模仿学习大体上可被分为两大类：行为克隆和

逆强化学习。行为克隆［6‑7］运用监督学习的方式直

接从示范中学得一个策略，其将状态视为监督学习

中的示例，将动作视为监督学习中的标签。与行为

克隆直接学得一个策略不同，逆强化学习［8‑9］首先

学得一个奖赏函数，然后通过标准的强化学习算法

学习策略。生成对抗模仿学习［10］是当前较为前沿

的模仿学习方法，其主要思想是同时学习策略和判

别器。判别器的目标是将专家生成的状态‑动作对

与智能体生成的状态‑动作对有效区分，而智能体

策略的目标是混淆判别器，使得判别器将智能体生

成的状态‑动作对判别为专家生成的状态‑动作对。

尽管模仿学习可以缓解训练效率低下的问题，

但是现有的模仿学习算法需要获得大量的专家示

范作为训练数据，在实际任务中往往导致高昂的示

范代价。例如Waymo公司为了训练自动驾驶的智

能体收集了 3 000万个专家驾驶的数据，专家提供

每一个数据都需付出时间上的代价，在提供路况不

好的驾驶数据时更是要面对安全风险。主动学

习［11］是监督学习任务中降低标注成本的一类主流

方法。它通过挑选最有价值的样本向专家查询，可

以有效地降低训练所需样本。关于主动学习的大

量研究都专注于如何设计好的选择标准以便更好

地计算样本的价值。不确定性采样［12‑13］是最常用

的一种选择策略，它倾向于选择分类器的预测最不

确定的样本。委员会采样［14‑15］是另一种常用的选

择策略，它从训练集的多个子集中学习多个模型，

然后选取多个模型的预测分歧最大样本进行查

询。最近，有一些工作试图将样本的信息量与代表

性相结合来评估样本的价值［16‑17］。

目前主动学习多应用于传统的分类任务，应用

于模仿学习的工作较少。文献［18］将主动学习应

用于逆强化学习，选取奖赏最不确定的状态并查询

对应的动作。但该方法在现实任务中的应用存在

较大局限性，因为对于专家而言，提供一条轨迹比

起提供单个动作更方便。以驾驶为例，选取道路上

的某个点，专家进行一段时间的控制显然比只做一

个动作方便。文献［19］将主动学习应用于自动导

航任务中，它从起点‑终点对的候选集中挑选起

点‑终点对，查询起点至终点的路径，然而在其他任

务中无法保证专家的示范轨迹一定会通过终点。

同时，以上的两个工作都是应用在逆强化学习中，

难以直接应用于行为克隆方法。本文提出了一种

基于示范主动采样的行为克隆方法，目的是以更少

的示范代价学得一个有效的策略。具体地，本文提

出了不确定性采样和不相似性采样两种方法，挑选

完状态后向专家查询固定长度的示范轨迹，并进一

步用于策略更新。

1 背景知识

本文方法中的基础模型涉及到近端策略优化

算法和行为克隆方法，因此本节先对其进行简要

介绍。

1. 1 近端策略优化算法

近端策略优化（Proximal policy optimization，
PPO）算法是一种深度强化学习算法。设 πθ 表示

更新后的策略，θ为其参数，πold 表示旧的策略，

π ( at |st )表示在状态 st采取动作 at的概率，t是时间

步长，令 rt (θ) =
πθ ( at |st )
πold ( at |st )

，近端策略优化算法通

过最小化如下目标训练智能体的策略，有

Ê t [ min ( rt ( )θ Â t，clip ( rt ( )θ ，1- ϵ，1+ ϵ ) Â t ) ]（1）
式中：Ê t 为期望的估计量；Â t 为优势函数的估计

量；clip ( · )为修剪函数，其作用是将 rt ( θ )限制在区

间 [ 1- ϵ，1+ ϵ ]内，使得更新后的策略参数与旧

的策略参数相差不会过大，因此才能使得 PPO利

用重要性采样进行估计时足够精确，最终学得的策

略性能足够好。

1. 2 行为克隆

行为克隆是一种通过对示范集合运用监督学

习，从而直接学习智能体策略的算法。设示范集合

D 由 n 个 状 态‑动 作 对 构 成 ，即 D=
{( s1，a1 )，( s2，a2 )，…，( sn，an ) }，其中 si 为状态，ai 为

专家示范的动作。设智能体的策略为 π，智能体的

策略可通过最小化如下目标函数得到

min∑
i

n

( π ( si )- ai )2 （2）

2 基于主动学习的行为克隆方法

本文提出的基于主动采样的行为克隆方法框

架如图 1所示。在每一轮迭代过程中，该方法首先

从示范集合 D中训练智能体的策略 π，然后从候选

集 Us 中挑选最有价值的状态 s1，并向专家查询示

范轨迹，专家以该状态为起点，返回一条长度为 n
的示范轨迹 d={( s1，a1 )，…，( sn，an ) }。之后该轨

迹中的状态‑动作对会被加入示范集合中，用作策

略的重新训练。

2. 1 不确定性采样

第 1种选择策略是从候选集中选取当前策略

的决策动作最不确定的状态。其动机是，如果策略

对于某状态的动作越不确定，那么以该状态为起点

的轨迹对学习策略的帮助越大。以自动驾驶为例，
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假设任务的目的是训练一个能够有效驾驶的智能

体，如果该智能体只在直道上训练过，那么它在遇

到直道时将更确定如何控制。相反地，如果它遇到

一个弯道，那么对于在弯道如何控制一定会有较大

的不确定性。通过不确定性采样，一个弯道更有可

能被挑选到，以其为起点的示范轨迹会对策略的性

能提升作用更大。

在传统的主动学习中，不确定性利用分类器的

预测去计算，如以各类别概率的熵作为不确定性，

或者以最大的类别概率与第二大类别概率的差衡

量不确定性［20］。然而该采样策略无法直接运用于

强化学习问题，因为对于连续动作的任务不存在类

似的分类器。考虑到智能体的随机策略由动作分

布来表示，本文基于动作分布估计策略的不确定

性，以动作分布的标准差作为不确定性的标准，有

uncertainty ( s) = std ( π ( )a|s ) （3）
式中：std ( ⋅ )为标准差函数，用于计算分布的标准

差；π ( a|s )为状态 s下动作 a的概率分布。

对于多维动作，动作向量的不确定性可视为所

有动作元素的不确定性之和。在本文模型中，动作

向量的每个元素 ai都遵循正态分布 N ( μi，σi )，μ、σ
分别为均值和标准差，因此 ai的不确定性可用 σ衡
量，状态 s的不确定性为

uncertainty ( s) = ∑
i

m

σi （4）

式中 m为动作向量的维度。计算完候选集中所有

状态的不确定性之后，不确定性最大的状态会被挑

选出来，以让专家提供最有价值的示范轨迹。

s*= argmax s∈Us
uncertainty ( s) （5）

2. 2 不相似性采样

第 2种策略挑选和示范集合中已有状态最不

相似的状态。其动机是如果某状态和示范集合中

的状态很相似，那么智能体可能已经学会如何在该

状态进行决策，因此以该状态为起点的示范轨迹对

智能体的帮助不大。再次以自动驾驶为例，假如智

能体的策略已经在直道上表现得很好，如果遇到的

状态仍然是一条直道，那么对应的示范轨迹对于学

习策略的帮助很小。相反地，如果某状态是一个障

碍物，由于策略从未在与该状态相似的状态下训练

过，因此对应的示范轨迹对于策略的提升有更大的

作用。

考虑到不相似的状态不太可能有相同的动作，

因此用动作的差异来衡量状态的差异。对于随机

策略来说，两个动作分布之间的距离是一个衡量分

布差异的很好的标准。对于计算两个分布之间的

距离，已经有不少的研究工作，比如 KL散度［21］和

最 大 均 值 差 异（Maximum mean discrepancy，
MMD）距离［22］。在这些方法中，本文选用Wasser‑
stein距离［23］作为度量距离的标准。具体来说，为

了计算状态 s与示范集合中状态的不相似度，需依

次计算该状态与集合中每个状态的不相似度并求

均值

dissimilarity ( s) = 1
n∑i

n

W 2 ( π ( )a|s ，π ( ai |si ) )（6）

式中：n为集合中状态的数量；W 2为两个分布间的

2‑Wasserstein距离，定义为

W 2 ( p，q )= inf (E | | x- y | | 2
2)
1
2

（7）

式中：p和 q为两个概率分布，且 x∼ p，y∼ q。在本

文模型中，以多元正态分布来表示随机策略，文献

［24］证明了两个多元正态分布的 2‑Wasserstein距
离的计算方式为

| | μx- μy | | 2 + tr (Σx+ Σy- 2( Σx Σy )
1
2 ) （8）

式中：x∼ N ( μx，Σx )，y∼ N ( μy，Σy )；μ为分布的均

值向量；Σ为分布的协方差矩阵；tr ( ⋅ )为矩阵的迹。

在本文的模型中，任意两个动作元素的协方差为

0，因此 Σx和 Σy都为对角矩阵，式（8）可以改写为

W 2 ( p，q )= | | μx- μy | | 2 + | | Σ 1
2
x- Σ

1
2
y | |

2

F

（9）

式中加号右边的项很容易推出因为 tr ( ⋅ )函数

里的项等于 (Σ 1
2
x- Σ

1
2
y )

2

，其中 Σ
1
2
x 和 Σ

1
2
y 都为对角矩

阵，对角线上每个元素恰好是动作元素的标准差。

计算完每个状态的不相似度以后，不相似性最

大的状态会被挑选出来并向专家查询，有

s*= argmax s∈Us
dissimilarity ( s) （10）

算法 1总结了本文提出的方法。算法的输入

是初始的示范集合 D，包含了少量的示范，以及未

标记状态集Us，示范轨迹长度H，专家的策略 πE和
迭代次数 T。在每轮迭代中，算法首先根据不确定

性采样或者不相似性采样选择状态，然后专家以提

供的状态为起点做示范，示范结束后返回一条长度

图 1 基于主动采样的行为克隆方法框架

Fig.1 Framework of behavioval cloning with active
sampling

768



第 5 期 黄文宇，等：基于示范主动采样的行为克隆方法

为 H的示范轨迹；接着示范轨迹中的状态‑动作对

会被加入示范集合中；同时，示范集合中的状态会

从候选集中移除；最后更新智能体的策略。

算法算法 1 面向行为克隆的主动学习方法
输入：初始示范集合D，未标记状态集Us，示范轨

迹长度H，专家的策略 πE，迭代次数 T
输出：智能体的策略

从D中训练智能体的策略 π
for t= 1，…，T do
for each s in Us do

计算 s的不确定性或不相似性
end for
选择不确定性或者不相似性最大的状态 s1
初始化示范轨迹 τ=∅
for i= 1，…，H do
ai= πE ( si )
将 ( si，ai )加入 τ
si转移至 si+ 1

end for
将 τ中所有状态‑动作对加入D
将 τ中所有状态从Us中移除
从D中学习策略 π

end for

3 实验过程和结果

3. 1 任务介绍

实验中所有的任务都在 OpenAI Gym［25］环境

库中定义，并在MuJoCo［26］上模拟。下面对其进行

简单介绍。

（1）HalfCheetah。此任务目标是让一个 2维
猎豹跑得尽可能地快（https://gym.openai.com/en‑
vs/HalfCheetah‑v2/）。在这个任务中，状态由 17
维的向量表示，动作由 6维的向量表示。

（2）Hopper。此任务目的是让一个只有一条

腿的机器人尽可能快地向前跳（https://gym.ope‑
nai.com/envs/Hopper‑v2/）。状态由 11维向量表

示，动作由 3维向量表示。

（3）Swimmer。此任务智能体是一个有 3个关

节的游泳机器人，它的目标是在粘性液体中尽可能

快 地 游 泳 （https://gym. openai. com/envs/
Swimmer‑v2/）。状态由 8维向量表示，动作由 2维
向量表示。

（4）Walker2d。此任务目的是让一个 2维的双

足动物机器人尽可能快地向前走（https://gym.
openai.com/envs/Walker2d‑v2/）。在这项任务中，

状态由 17维的向量表示，动作由 6维的向量表示。

3. 2 实验设置

专家和智能体策略均由 3层神经网络构成，每

层均为全连接层，激活函数为 tanh，其中隐藏层的

神经元数量为 100，输入层的神经元数量等于状态

的维度，输出层神经元的数量 2倍于动作的维度，

其中一半神经元输出每个动作元素的均值，另一半

神经元输出每个动作元素的标准差。在实验中先

用 PPO算法训练策略作为专家策略，以用来模拟

专家提供示范轨迹。在用行为克隆算法训练智能

体的策略时，用 Adam优化器进行优化，每次迭代

选取的 Batch大小为 128，算法迭代 10 000次。由

于任务的状态均为连续向量，状态空间无穷大，因

此先用专家策略生成部分示范轨迹，然后将轨迹中

的状态作为候选集。

由于本文提出的是一个全新问题，没有相关方

法可以直接应用到该问题中，因此实验部分将提出

的方法不确定性采样（Uncertainty）和不相似性采

样（Dissimilarity）与随机采样（Random）对比。对

于每个方法而言，其初始示范集合均一样，训练完

智能体的策略后，将学得的智能体与环境进行交

互，生成 50条长为 1 000的轨迹，计算 50条轨迹的

平均累积奖赏作为策略的性能，每个算法均进行 5
次实验，每次实验都随机初始化示范集合，然后取

5次的平均值作为最终的性能。

为了验证提出方法的鲁棒性，在每个任务上，

均设置了不同的示范轨迹的长度，在 HalfCheetah
任务上，将长度设置为 50，100和 500；在 Hopper
上 ，轨 迹 的 长 度 同 样 设 置 为 50，100 和 500；在

Swimmer任务上，轨迹的长度设置为 20，100和

500；在 Walker2d任务上，长度设置为 300，500和
1 000。

随着迭代次数的增加，将所查询的示范轨迹的

总长度作为横坐标，将每轮迭代完成后，策略从环

境获得的累计奖赏作为纵坐标，绘制了不同方法所

对应的奖赏曲线，并对比在查询了同样长度的示范

轨迹后，基于不同采样方法所训练得到的策略

性能。

3. 3 实验结果

图 2是实验的结果，其中：每 1行对应 1个任

务，每 1行的每 1列对应 1种轨迹长度的设置；红线

对应不确定性采样，蓝线对应不相似性采样，黑线

对应随机采样。从图 2中可以很容易看出，在所有

任务中，在任意长度设置下，本文所提出的两种方

法都显著地优于对比方法，其中不确定性采样的效

果最好。在查询了同样长度轨迹后，基于不确定性

采样和不相似性采样训练得到的策略，其获得的奖

赏远大于基于随机采样的策略获得的奖赏。可以

发现，本文所提出的方法以更少的示范学得了性能

更优的策略，这表明提出的方法可以有效地降低示

范代价。
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3. 4 讨 论

对于本文提出的方法，如果将其在轨迹长度更

短时的表现与其在轨迹长度更长时的表现对比，可

以发现本文方法在轨迹长度更短时的效果更优越，

一个可能的原因是更长的轨迹会有更大的概率含

有冗余信息。以自动驾驶为例，假如学得的策略已

经可以在直道上进行有效控制，若此时挑选出的状

态是一个障碍物，而障碍物后面又是一条直道，那

么更长的轨迹就会有更大的概率包含后面的直道，

从而有更大的概率含有冗余信息。

4 结 论

本文提出了基于示范主动采样的行为克隆方

法，目的在于减少行为克隆算法的示范代价。具体

的，本文提出了不确定性采样和不相似性采样两种

方法，试图挑选出对于策略性能提升帮助最大的示

范轨迹。实验结果表明，本文方法的效果显著优于

对比方法，其中不确定性采样的效果最好。相比随

机采样，本文方法显著地降低了示范代价，同时训

练的策略性能更好。在以后的研究工作中，将计划

设计一种自适应调整示范长度的方法，进一步提升

基于主动采样行为克隆的实用性。
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