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摘要：在证件审核场景中，常规的深度学习人脸识别方法人证比对精度低且在嵌入式设备运行效率差。为解决

上述问题，本文提出了改进的轻量级卷积神经网络 Lightnet，并采用了迁移学习方法。Lightnet是结合深度可分

离卷积、线性瓶颈结构和注意力模块构成的轻量级卷积神经网络模块，引入附加角度裕量的损失函数 AM‑
Softmax监督训练后，网络模型能够保持较高的验证精度，并有效解决标准卷积神经网络参数冗余、计算量大的

问题。迁移学习通过冻结预训练模型的卷积层权重，并在自制的人证数据集微调，提高了网络模型的人证场景

的识别性能。实验结果表明，所设计的轻量级人证比对算法在验证精度、参数量以及运行效率等方面取得了很

好的效果，且对生活场景有较好的鲁棒性。
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Abstract: In the scene of document verification，the standard deep learning face recognition method has low
accuracy and poor real-time performance on embedded devices. To solve these problems，this paper proposes
a modified efficient convolutional neural network（CNN） called Lightnet and adopts the transfer learning
method. Lightnet is an efficient CNN module composed of depthwise separable convolution，linear bottleneck
structure and attention module. After introducing the loss function AM-Softmax with additive angle margin，
the network model can effectively solve the problems of redundancy parameter and vast calculation for
standard CNN in the foundation of ensuring the high accuracy of face recognition. The transfer learning
method can enhance the scene-identity face matching performance by freezing all the convolution layer
weights of the pre-trained model and fine-tuning training in the self-made scene-identity face matching dataset.
The experimental results show that the designed efficient scene-identity face matching algorithm has achieved
good results in terms of verification accuracy，parameters and verification speed，and has good robustness in
life scenarios.
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随着计算机和深度学习技术［1‑2］的快速发展，

社会对智能化设备的要求不断提高。人脸识别技

术作为一种高效的特征识别技术［3］广泛地应用到

各个领域中，如金融、安防［4］、统计［5］和防恐防暴

等，受到国家高度重视。很多证件审核的场景对智

能化的人证比对技术有着迫切的需求。

传统的人证信息核验通常采用人为比对的方

式，这种比对方式消耗大量的时间、人力、物力，劳

作重复冗余，效率低下［6］。此外，人为比对的方式

强烈依赖人的验证经验，无法对证件自身做出鉴

别，错误率较高且存在一定的安全隐患。随着人脸

识别技术的发展，人脸识别在人证场景得到了广泛

的应用。通过智能算法的自动识别，大量减少了人

的冗余劳作。然而，基于深度神经网络的人脸识别

系统依赖复杂的网络模型，整个系统不得不基于个

人计算机来进行开发，便携性较差。而嵌入式设备

具有便携性、易用性且兼具一定的运算能力的优

点，这使得发展嵌入式人脸识别技术成为一种时代

趋势［7］。

常规深度学习人脸识别系统的卷积神经网络

模型基于高性能服务器在大规模公开人脸数据训

练获得。此类算法具有网络层次深、泛化能力好、

识别精度高的特点。但是针对嵌入式人证核验的

场景，常规深度学习人脸识别方法存在以下问题：

（1）现有的深度卷积神经网络结构大多在网络

深度和复杂度上进行研究，模型参数冗余且计算量

大，无法适用于嵌入式平台。

（2）常规人脸识别受光照、姿态和表情等干

扰，而人证比对是将相对约束的正面拍摄照片与严

格约束的身份证照片相匹配。与常规的人脸识别

相比，人证场景面临以下 3方面的挑战：如老化带

来的脸部变化、身份证照片压缩造成的信息丢失以

及身份证数据集私有化。

为了解决上述问题，本文做了以下几个方面的

工作：改进轻量级卷积神经网络MobilenetV2的网

络结构，使模型更加轻量、更加精确；引入 AM‑
Softmax人脸损失函数进行微调，使人脸特征类内

紧凑、类间可分；自制人证数据集并采用小规模人

证数据迁移学习方法，使模型更适用于人证比对

场景。

1 原理和方法

本文研究的是基于轻量级卷积神经网络的人

证比对算法。设计轻量级卷积神经网络使模型在

精度和速度上取得平衡，引入 AM‑Softmax损失函

数扩大类间边距，减小类内方差。为了使预训练模

型在人证比对领域适用，自建人证比对数据集并采

用迁移学习方法。

1. 1 深度可分离卷积

深度可分离卷积［8］如图 1所示，其核心是将标

准卷积拆解为深度卷积和逐点卷积两个部分，图 1
中的 Dk、N和M分别为卷积核的尺寸、卷积核的个

数和卷积层通道数。深度卷积主要完成逐个通道

的二维特征图的信息过滤。由于深度卷积只针对

逐个通道进行卷积，缺乏对信息空间维度的利用，

因此引入逐点卷积对深度卷积操作后的特征图在

维度空间完成加权融合以及通道转换。

图 1中标准卷积的卷积核尺寸为D 2
k×M × N，

假设输入一个 D 2
F×M 的特征图 F，并得到一个

D 2
G× N的输出特征图 G。其中 DF 表示输入特征

图的宽高，M表示输入的通道数，DG表示输出特征

图的宽高，N表示输出的通道数。设步长为 1，标
准卷积的参数数量为D 2

k×M × N，计算量 R 1为

R 1 = D 2
k×M × N × D 2

F （1）
深度可分离卷积运算由深度卷积和逐点卷积

组成。深度卷积的卷积核尺寸为 D 2
k×M，所以深

度卷积参数量为 D 2
k×M，计算量为 D 2

k×M × D 2
F。

逐点卷积输入特征图尺寸为 D 2
F×M，逐点卷积的

卷积核尺寸为 1× 1×M × N，所以逐点卷积参数

量为 1× 1×M × N，计算量为 1× 1×M × N ×
D 2

F。因此深度可分离卷积的总参数量为 D 2
k×

M +M × N，计算量 R 2为

R 2 = D 2
k×M × D 2

F+M × N × D 2
F （2）

深度可分离卷积的参数量下降倍数 B1、计算

量下降倍数 B2分别为

B 1 =
D 2

k×M +M × N
D 2

k×M × N
= 1
N
+ 1
D 2

k
（3）

B 2 =
D 2

k×M × D 2
F+M × N × D 2

F

D 2
k×M × N × D 2

F
=

1
N
+ 1
D 2

k
（4）

由式（3，4）可以看出，相较于标准卷积，深度可

图 1 深度可分离卷积

Fig.1 Depthwise separable convolution
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分离卷积大幅降低了参数量和计算量，提升了模型

的运算效率。

1. 2 人脸特征提取网络

随着人脸研究的不断深入，更多优化技术的出

现，本文基于MobileNetV2［9］作以下 3个方面的优

化。改进后的网络命名为 Lightnet，其网络结构如

表 1所示，表 1中 Input表示输入特征图的尺寸；Op‑
erator表示对特征图展开的操作，其中 Conv2d表示

二维卷积，DW3×3为深度卷积，Bottleneck为瓶颈

结构，AMBottleneck为融入注意力模块的瓶颈结

构，GDC为全局深度卷积；t表示扩张，即瓶颈结构

的扩展因子；c表示输出特征图通道的数目；n表示

重复，即当前层的重复次数；s表示卷积层的步长。

（1）调整结构尺寸。人证场景中身份证机芯证

件照分辨率为 102像素×126像素，照片信息不具

备 224×224×3的信息量。且由式（1，2）可知，卷

积神经网络的计算量与输入特征图有关，若输入的

宽和高减半，计算量将减少 4倍，为此本文将输入

调整为 112×112×3。此外，MobileNetV2中 Bot‑
tleneck的扩张因子 t为定值 6，造成了较多的冗余

参数和计算，本文根据层间需求动态调整扩张因

子 t。
（2）避免全局平均池化。MoblieNetV2在池化

合 并 特 征 之 前 ，Bottleneck 输 出 了 一 个 7像素×
7像素特征图。虽然每个特征点具有相同大小的感

受野［10］，但中心特征点的感受野包括了完整的图

片信息，而边角特征点的感受野只有部分信息。

MoblieNetV2采用全局平均池化将权重平均，网络

的表征能力自然会下降。因此本文引入全局深度

卷积代替全局平均池化，让网络自己学习权重，模

型泛化能力更强。

（3）融入注意力模块。本文在MoblieNetV2主
特征提取模块 Bottleneck的基础上，将注意力模块

融入其中并命名为AMBottleneck，具体结构如图 2
所示。

注意力模块就是通过卷积训练获取各个特征

通道的重要程度。在模型训练完毕部署时候，模型

就可以根据训练数据保存的权重信息自动去强化

有用的特征，抑制一些不必要的干扰。注意力模块

如图 3所示，图中输入的是由一系列卷积后获得的

特征图 Fmap =[ u1，u2，…，u c ]，尺寸为 Dk×Dk× C，

u c表示特征图 Fmap中的第 C个二维矩阵，C表示通

道数。

注意力模块分为 3步：压缩、激活和重组。

第 1步是压缩操作，将特征图的全局空间信息

沿着特征通道的方向压缩为一个通道实数点，该实

数拥有全局特征通道的感受野，并且输出的维度和

输入的特征通道数相匹配。形式上可通过使用全

局池化层来实现统计数据，由式（5）表示。

图 2 Bottleneck和AMBottleneck模块结构

Fig.2 Module structures of Bottleneck and AMBottleneck

表 1 Lightnet网络结构

Table 1 Lightnet network structure

Input
1122×3
562×32
562×32
282×64
282×64
142×128
142×128
72×128
72×128
72×512
12×512

Operator
Conv2d
DW3×3
Bottleneck
Bottleneck
Bottleneck

AMBottleneck
Bottleneck
Bottleneck
Conv2d 1×1
GDC7×7

FC（Conv2d 1×1）

t

2
2
4
2
4
2

c

32
32
64
64
128
128
128
128
512
512
128

n

1
1
1
4
1
6
1
2
1
1
1

s

2
1
2
1
2
1
2
1
1
1
1

图 3 注意力模块

Fig.3 Attention module
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F s =
1

Dk× Dk
∑
i= 1

Dk

∑
j= 1

Dk

uc ( i，j ) （5）

第 2步是激活操作，为了利用压缩操作捕获的

特征通道方面的全局描述特征，需要另外一种运算

来抓取通道之间的关系。通过设置全连接层，经过

网络训练后学习到权重W，再利用带有门控机制

的 Sigmoid激活函数获得激活值（0~1），也就是每

个特征通道的权重 s。激活操作可由式（6）表示

s= F e ( F s，W )= σ ( g ( F s，W ) ) （6）
第 3步是重组操作，根据激励操作的输出结果

对输入的特征图按通道进行乘积操作，即完成特征

图权重加权处理，重新设定特征图的每个通道的重

要程度。重组操作可以由式（7）表示。

F r = u k ∙s （7）
1. 3 AM⁃Softmax损失函数

Softmax损失函数在多分类的场景中使用广

泛，在模型完成特征的提取后，Softmax通过映射

这些特征划归各个类的概率实现类别的区分。

Softmax损失函数如式（8）所示。

LS =-
1
n∑i= 1

n

log eW
T
yi
fi

∑
j= 1

c

eW
T
j f i

=

- 1
n∑i= 1

n

log e








W yi  fi cos ( )θyi

∑
j= 1

c

e W j  fi cos ( )θj
（8）

式中：n表示样本数量；i表示第 i个样本；j表示第 j

个类别；W T
yi f i表示全连接层输出；其中W T

yi 表示第

i个样本的权重；fi第 i个样本的特征；yi表示第 i个

样本的真实标签。通过式（8）可以发现，提高W T
yi f i

的具体数值，整体 LS就会得以提升，从而获得对第

i个样本更好的分类性能。由式（8）可知 Softmax
强调了分类的准确率，在人证核验这样的多分类场

景中缺乏约束边界的能力，导致了模型验证精度不

高。随着度量学习和分类损失的研究［11‑14］，研究者

由式 W T fi=  W ∙ fi ∙ cos θ发现全连接的输出

信息中包含了角度 θ，由此展开了更多的在角度空

间的研究，发现通过在角度空间引入一个最大化分

类边距Margin（m）来控制类别间的间隔，可以使模

型获得更加具有分辨力的特征值。最终 AM‑Soft‑
max的表达式如式（9）所示。

LAMS =-
1
n∑i= 1

n

log e
s∙ ( )e

W Tj f i- m

e
s∙ ( )e

W Tj f i- m

+ ∑
j= 1，j≠ yi

c

es∙e
W Tj f i

（9）

1. 4 人证数据集制作

由于身份证信息的隐私性，较难有开源的人证

数据可供训练，为此本文自制一个近似的人证数据

集。数据集由 CASIA‑FaceV5、Public‑IvS［15］和个

人收集的人证数据构成。CASIA‑FaceV5由中科

院提供，数据由中国人构成，拍摄场景为蓝底证件

背景，与本文的人证场景相似，数据样张如图 4所
示 。 Public ‑ IvS 是 由 Zhu 等 收 集 的 证 件 照 数 据

集［15］，每个类别包含一张证件照和多张生活照片，

证件照和生活照存在时间差，有衰老带来的人脸变

化，数据样张如图 5所示。人证数据集制作方法如

图 6所示（本人的身份证照片仅作为制作方法演

示），主要包括以下 3步：

图 4 CASIA-FaceV5数据集样张

Fig.4 Sample of CASIA-FaceV5 dataset

图 5 Public-IvS数据集样张

Fig.5 Sample of Public-IvS dataset

图 6 人证数据集制作

Fig.6 Production of the FBVID dataset
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（1）数 据 清 洗 和 对 齐 。 将 样 本 输 入 到

MTCNN进行人脸检测、对齐并统一裁剪为 112像
素×112像素，同时人为清洗数据的噪声数据。

（2）设定证件标签。将 CASIA‑FaceV5的同

组图像送入人脸角度判别算法，设定位姿端正图片

作为证件照。人脸角度判别算法如图 4所示，根据

人脸检测器 MTCNN提供的各姿态人脸的关键

点：左眼坐标（x1，y1）、右眼坐标（x2，y2）、鼻尖坐标

（x3，y3）、左嘴角坐标（x4，y4）计算如式（10）所示的

人脸偏转因子 P score，人脸偏转越大，P score 值越大。

最终选出 P score 值最小的图片作为该组 ID 的证

件照。

P score =
( 2x3 - x1 - x2 )2
4 ( x2 - x1 )2

+ ( )y3 - y1
y4 - y1

- 0.6
2

（10）
（3）压缩。真实场景的身份证照片人脸区域为

80像素×80像素，而 CASIA ‑FaceV5、Public ‑ IvS
中的证件照图像分辨率较高，包含的人脸信息丰

富。因此本文将 CASIA‑FaceV5和 Public‑IvS中

的证件照人脸图像缩放至 80像素×80像素，再差

值放大到 112像素×112像素，形成一个和真实身

份证人脸相似的模糊人脸数据。

经过数据清洗和增广后，本文自制的人证数据

集约 1 900个 ID、1.6万张图片。

1. 5 小规模人证数据迁移学习

深度学习实际应用基于一个非常重要的前提，

即模型的训练数据和模型部署的应用数据来自相

同的特征空间以及具有相同的分布。当特征空间

或分布规律无法满足时，大多数的深度学习模型需

要大量分布改变后的目标域数据重新训练。然而

在很多情况下，重新收集训练数据成本很高或难以

实现。

以人证比对任务为例，通用人脸识别模型由无

约束的公开人脸数据集训练获得，且数据大多为非

东方人数据。因此通用人脸识别模型在人证场景

不完全适用，识别精度达不到安全要求。但是自制

的人证数据集样本数据有限，在此小规模数据上直

接训练易出现过拟合。虽然通用人脸数据集和人

证数据集存在差异，但是人脸整体上结构一致，数

据属性皆相同。且网络中较多网络层都是提取人

脸的通用特征，对于识别起到基础的认知作用。因

此可迁移该部分参数作为公共知识帮助求解人证

比对的训练问题，网络仅需要少量数据更新顶层的

网络层权重即可获得人证场景的分类性能。具体

做法如图 7所示，主要包括以下 3个步骤：

（1）利用 Softmax和 AM‑Softmax损失函数在

源域（大规模公开数据集）中训练和微调，得到预训

练的人脸分类模型。

（2）利用AM‑Softmax损失函数，在第 1步中获

得预训练的模型进行目标域（小规模人证数据集）

迁移训练，得到迁移学习后的网络模型。迁移学习

通过冻结最后一层全连接层前所有网络层的权重，

只训练全连接层和分类层。如此可以保留预训练

模型的基础权重，减少学习的参数，使得网络训练

能够快速收敛并在小样本的人证数据集上拟合，获

得人证场景的分类性能。

（3）通过第 2步迁移训练后得到的模型提取人

证数据特征，进行人证比对。

2 实验与分析

本文基于深度学习框架MXNet进行模型训练

和测试，采用 Python编程语言实现。计算机硬件

配置 CPU为 Intel酷睿 I7 7800X，主频 3.5 GHz，运
行内存为 32 GB，系统环境为 Ubuntu 16.04位操作

系统，GPU型号为 Nvidia GeForce GTX 1080Ti，
显存为 11 GB。
2. 1 数据集

采用MS‑Celeb‑1M作为训练数据，数据集包

括 99 892个 ID，8 456 240张图片。由于样本分布

不均且包含部分噪声信息，为此本文保留类别数目

大于 30的数据，剔除不能有效检测人脸或包含 2
个及多个人脸的图片，对截取的人脸进行仿射变换

对齐并统一调整为 112像素×112像素。经数据处

理后，训练集包括约 8.8 万个 ID，580 万张人脸

图像。

图 7 迁移学习流程

Fig.7 Transfer learning process
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测试验证采用 LFW，AgeDB和 NJU‑ID对各

模型进行评估。LFW（Labled faces in the wild）包

含 5 749个 ID，13 233张图片，数据取自非限制场

景，具有多姿态、光照、表情和遮挡等干扰因素。本

文从 LFW取 3 000对正样本、3 000对负样本形成

测 试 集 。AgeDB（Age database）包 含 568 个 ID，

16 488张图片，数据呈现一定的年龄分布，本文从

AgeDB取 3 000对正样本、3 000对负样本形成测

试 集 。 NJU ‑ ID［16‑18］（Nanjing University ID Card
Face）是南京大学为研究身份证人脸验证而开发的

数据集，包含 256个 ID，每个 ID包含一张身份证照

片和一张生活照片。身份证照片是 IC读卡器读取

的二代身份证芯片中存储的低分辨率图像，生活照

是在不同的光照、不同的背景下随意拍摄的高分辨

率图像。另外，两幅匹配图像的拍摄时间间隔也是

任意的，这使得人证比对具有较大的挑战性。本文

从 NJU‑ID取 256对正样本、256对负样本形成测

试集。

2. 2 源域模型训练结果

源域模型训练分 2步。第 1步基于 Softmax损
失函数训练 3个基线模型，BM1（Base model）：使

用全局平均池化；BM2：使用全局深度卷积；BM3：
使用全局深度卷积和注意力模块。基线模型均从

零训练，权重刷设置为 0.000 04；batch设置为 256；
使用动量为 0.9的随机梯度下降（Stochastic gradi‑
ent descent，SGD）优化模型。初始学习率设置为

0.1，然后学习率在 12万次、14万次迭代后下降 10
倍，共训练 16万次迭代。第 2步基于 AM‑Softmax
损失函数对基线模型 BM3进行微调训练，初始学

习率设置为 0.05，然后学习率在 12万次、14万次迭

代后下降 10倍，共训练 20万次迭代。测试阶段比

较两张人脸图像时采用特征值的欧式距离作为度

量，各模型验证结果如表 2所示。

由表 2数值结果可知，加入了全局深度卷积的

BM2相对于基线模型 BM1在 3个验证集分别提升

了 0.48%、0.44%和 0.36%，验证了避免全局平均

池化的有效性。模型 BM3相对于模型 BM2在 3个

验证集分别提升了 0.46%、0.58%和 0.65%，验证

了融入注意力模块的有效性。经过 AM‑Softmax
损失函数微调后，由于最大化分类边距的引入，微

调模型相对基线模型 BM3在 3个验证集分别提升

了 0.42%、4.35%和 4.17%，证明了改进损失函数

的有效性。此外，为了可视化 AM‑Softmax损失函

数使类间距离增大、类内方差缩小的效果，采用微

调模型和基线模型 BM3分别提取 LFW，AgeDB‑
30和 NJU‑ID正、负样本对的特征，计算欧式距离

并作直方图，各数据集样本分布如图 8所示。从图

中可以看出，相较于 Softmax训练的基线模型，AM‑
Softmax微调模型有效减少了样本间的重叠部分，

减少了人脸错分的风险，增加了人脸识别模型的相

似度阈值选取的鲁棒性。

为客观了解本文轻量级网络微调训练后模型

的识别性能和运行效率，实验验证了最先进的大型

网络 ResNet50和其他轻量级网络的识别效果，计

算各网络的参数量，并基于 RK3399（4×A53 +
2×A72）移动端 Android7.1系统在 NCNN前向推

理加速框架统计各网络的运行效率，结果如表 3
所示。

由表 3数值结果可知，ResNet50虽然在验证集

中取得了最高的验证精度，但由于其较大的复杂

度，其在移动端推理速度为 647.68 ms，无法满足移

动端实时性的需求。由表中本文网络和其他轻量

表 2 不同源域模型的识别率

Table 2 Recognition rate of different source domain
models

模型

BM1
BM2
BM3

AM‑Softmax

LFW/%
98.08
98.52
99.06
99.48

AgeDB/%
89.68
90.12
90.70
95.05

NJU‑ID/%
90.32
90.78
91.43
95.60

图 8 各数据集正负样本分布

Fig.8 Distribution of positive and negative samples in each
dataset
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级网络的性能对比可知［19‑20］，得益于有效的改进方

法，本文的网络模型在相对于表中的其他轻量级网

络实现了更好的验证精度和推理速度，证明了本文

网络是一种高效的特征提取网络。

2. 3 目标域迁移训练结果

源域模型在人证数据集 NJU ‑ ID 上取得了

95.60%的验证精度，但人证核验往往基于严格的

正式场景，需对持证人员精确识别。为此本文利用

自建人证数据进行迁移训练。为了验证所采用的

迁移学习方法的有效性，本文加入另外两种训练方

式：（1）不使用源域模型，直接在人证数据重新训

练；（2）不冻结权重，所有层微调训练。各模型验

证结果如表 4所示。

由表 4数值结果可知，本文采用的迁移学习方

法在牺牲了少量通用数据集的识别性能，在目标数

据集 NJU‑ID的精度提升了 2.16%，最终在 NJU‑
ID的准确率达到了 97.66%，对人证场景具有较好

的分类性能。验证了常规人脸识别和人证比对是

性质不同的两个识别任务，证明了本文提出的迁移

学习方法在人证目标域迁移的有效性。而另外两

种训练方式表现很差或者出现全面性能下降。这

是由于源域模型是在大规模数据集上训练所得，低

层网络对人脸特征的抽象和提取已经具备优良的

性能，整体模型对人脸识别任务有较强的泛化能

力。而重新训练或所有层微调的训练方式改变了

这些权重参数，导致模型性能失活或者下降。

2. 4 生活场景的人证比对

人证比对是将严格约束的身份证照片和相对

约束的正面照片相匹配。尽管证件照是严格约束

的条件，但相对约束的人脸正面照还是可能存在轻

微的倾斜、光照、发型变化等情况。为测试所提出

的人证比对算法的泛用性，本文收集复杂的生活场

景数据，照片取自课题组 24位同学，每个 ID包含 1
张身份证照片 20张生活照。数据共组成 480对正

样本和 480对负样本，识别结果如表 5所示。

由表 5数值结果可知，本文的网络模型在复杂

的生活场景的人证识别率达到了 95.73%，具备一

定的泛用性，能够满足日常生活的验证需求。

3 结 论

本文从嵌入式的人证比对场景出发，提出一种

基于轻量级卷积神经网络的人证比对算法 Light‑
net。（1）Lightnet基于MobilenetV2调整网络结构，

引入注意力机制和 AM‑Softmax损失函数，在保持

较低的复杂度和较快的运行效率情况下取得了较

高的识别精度。（2）自制人证数据集并进行迁移学

习，通过人证数据的微调进一步增强了模型人证场

景下的验证精度，在标准人证数据集 NJU‑ID的准

确率达到了 97.66%，对人证场景具有了较好的分

类性能。（3）复杂生活场景下人证比对验证取得了

95.73%的验证精度，证明了本文网络模型具备一

定的泛用性，能够满足日常生活的验证需求。
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