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基于K⁃means的深度跨模态哈希量化优化方法
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摘要：互联网应用的普及使得多模态数据快速增长，跨模态检索技术已成为相关领域的关键技术之一。针对现

有跨模态哈希算法存在的网络结构和量化方法等方面的问题，本文在新的深度跨模态哈希检索模型之上，提出

了一种基于 K‑means的深度跨模态哈希量化优化方法（K‑means‑based quantitative‑optimization for deep cross‑
modal hashing，KQDH）。该方法通过 K‑means聚类算法对多模态数据特征向量分类，并通过集体量化方式来控

制量化误差，使得哈希码更好地表示出多模态特征。实验结果表明，该方法能在多模态数据之间保持相似性并

最大程度地捕获语义信息，从而提高跨模态检索的准确性和效率。
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K⁃means Based Quantitative⁃Optimization Method for
Deep Cross⁃Modal Hashing
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Abstract:Multi-modal data are growing rapidly with the popularity of Internet applications，and cross-modal
retrieval technology has become one of the key technologies in related research areas，where the cross-modal
hash algorithm has been paid more and more attention because of its simplicity and efficiency recently. Due to
the problems of existing algorithms in the network structure and quantization method，based on a new deep
cross-modal hash retrieval model，a K-means based quantitative-optimization method for deep cross-modal
hashing（KQDH）is proposed，which classifies the feature vectors of multi-modal data by K-means clustering
algorithm，controls the quantization error by the collective quantization method，and makes the hash code
better represent the multi-modal features. Experiments show that the proposed method can preserve the
similarity between multi-modal data and capture semantic information to the greatest extent，and improve the
accuracy and efficiency of cross-modal retrieval.
Key words: multi-modal；hash algorithm；clustering algorithm；feature vector

互联网应用的普及使得文本、图像和视频等多

模态数据在网络上快速增加。如何有效地利用各

种模态数据进行信息检索已成为相关领域的研究

热点，而跨模态检索则是其中的关键技术之一［1‑3］。

跨模态检索是指在不同模态的数据中进行检索，即

通过一种模态的数据检索出语义相似的其他模态

数据。由于传统的跨模式检索方法在处理海量、高

维多模态数据时存在计算量大、效率低等问题，因

此，研究人员关注到信息检索领域中常用的哈希算

法，提出了跨模态哈希方法。跨模态哈希方法使用
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哈希码将图像和文本映射到同一向量空间，从而有

效地降低了算法复杂度、提高了检索效率，目前已

广泛应用于大规模跨模态检索中。

跨模态哈希方法通常分为两类：监督哈希方

法和无监督哈希方法。有监督哈希方法包括语义

相关最大化方法（Semantic correlation maximiza‑
tion，SCM）［4］、语义保留哈希方法（Semantics‑pre‑
serving hashing，SePH）［5］等。无监督哈希方法有

潜 在 语 义 稀 疏 哈 希 方 法（Latent semantic sparse
hash，LSSH）［6］、媒 体 间 哈 希 方 法（Inter ‑ media
hashing，IMH）［7］、语义主题多模态哈希方法（Se‑
mantic topic multimodal hashing，STMH）［8］以及交

叉 视 图 哈 希 方 法 CVH（Cross‑view hashing，
CVH）［9］等。但是，大多数早期的哈希方法都是基

于浅层结构和人工特征提取的，无法描述不同模

态之间复杂的非线性关系。

近年来，深度跨模态哈希方法利用深度神经网

络的优势来捕获不同模态之间的相关性，因此比基

于浅层结构的哈希方法更有效。深度哈希经典算

法——深度跨模态哈希（Deep cross ‑modal hash，
DCMH）［10］ 使用深度神经网络模型实现端到端的

特征学习和哈希码学习，通过保留标记信息语义关

联构造的不同模态之间的关系以学习哈希码。但

是，DCMH仅使用单独的量化来生成次优的哈希

二进制代码，并且难以保持特征值和哈希代码之间

的最佳兼容性，这可能导致检索结果不准确。但

是，当前的深度跨模态哈希算法仍然存在一些不

足。首先，由于实际数据集中存在大量语义相似的

数据对，因此这些方法仅使用单独的网络来提取每

个模态的特征，而无法在不同模态之间建立准确的

关联。其次，哈希码生成与公共表示学习是分离

的，这大大降低了哈希码的学习准确性。

为了解决上述问题，本文提出了一种基于 K‑
means的深度跨模态哈希量化优化方法（K‑means‑
based quantitative‑optimization for deep cross‑mod‑
al hashing，KQDH）。该方法通过一种全新的量化

方式来控制量化误差，减少计算量的同时，使得哈

希码更好地表示出多模态特征。K‑means聚类算

法是一种经典的基于迭代思想的聚类算法。相比

与其他聚类算法，K‑means算法更加简单、高效，使

用也最为广泛。

1 相关工作

跨模态检索的目的是检索拥有相似语义信息

的不同模态的数据结果。典型的跨模态检索任务

包括：以文检图、以图检文等。因为哈希方法具有

提高检索效率、降低存储空间占用的优点，所以将

哈希算法用于跨模态检索已经成为这几年的研究

热点。

机器学习一般可分为无监督方法［11‑13］和有监

督方法［14‑16］。无监督哈希方法是指学习没有语义

标签的哈希函数。LSSH［6］是一种典型的无监督方

法，该方法利用字典表示和矩阵分解来学习各种模

态数据的隐空间，并利用隐空间中相应的低维表示

系数进行量化得到哈希码。但 LSSH算法复杂度

高且训练时间长。 IMH［7］研究视图和视图之间的

一致性，是一种基于图的无监督方法，它采用最小

化二进制编码距离来保持多模态数据之间的相似

性，通过线性回归模型将不同视图的特征映射到常

见的汉明空间哈希函数。STMH［8］方法在充分考

虑数据隐式语义信息的情况下训练编码过程。该

方法通过隐语义空间投影找到语义主题与数据的

关联，能直接解析出二进制哈希码。CVH［9］是单

模态哈希方法在多模态中的扩展，其目标是尽量减

小相似数据间的距离，并增大非相似数据间的距

离。该方法可以通过公式得到目标优化问题，并通

过放松二值约束，求解获得哈希函数。有监督哈希

方法可以利用现有的监视信息（例如语义标签或语

义关联）来增强数据相关性并缩小不同模型中的语

义 差 距 。 语 义 相 关 最 大 化（Semantic correlation
maximization，SCM）［4］使用标签信息描述语义关

联，获得相似性矩阵，然后通过二进制代码对其进

行 重 构 。 语 义 保 留 哈 希（Semantics ‑ preserving
hashing，SePH）［5］使用给定的语义相似度矩阵作为

监督信息，并将其转换为概率分布。通过最小化

Kullback‑Leibler距离，并且将逻辑回归用于学习，

对哈希函数的每种模态进行非线性预测，此方法可

以提高检索准确性，但会降低检索速度。

但是，大多数早期的哈希方法都是基于浅层结

构和人工特征提取的，无法描述不同模态之间复杂

的非线性关系，不能有效发现其内在相关性。近年

来，面向跨模态的深度模型研究表明，它们可以有

效利用模态之间的异构关系。使用深层结构实现

跨模态检索的代表性工作包括如下：深度跨模态哈

希算法（Deep cross‑modal hashing，DCMH）［10］通过

保留标记信息语义关联构造的不同模态之间的关

系以学习哈希码，从而能在深度神经网络模型上同

时实现端到端的特征学习和哈希码学习；自我监督

的 对 抗 式 哈 希 网 络（Self‑supervised adversarial
hashing networks，SSAH）［17］将对抗生成网络应用

于跨模态哈希检索中。该算法通过生成器和判别

器的对抗训练来获得具有一致性的语义哈希码；成

对关系引导的深度哈希（Pairwise relationship guid‑
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ed deep hashing，PRDH）［14］方法通过端到端深度学

习架构生成紧凑的哈希码，可以有效地捕获各种模

态之间的内在联系。该算法的体系结构集成了不

同类型的成对约束，以分别从模内视图和模间视图

鼓励哈希码的相似性。而且，附加的去相关约束被

引入该架构，从而增强了每个散列比特的判别能

力。但是，这些方法并未探索量化技术来最大程度

地减少量化误差并提高深度表示的可量化性。

2 系统模型

在跨模态检索中，输入的数据和被检索到的数

据分别来自不同的模态，本文主要研究图像和文本

这两种模态数据。设图像数据集的大小为 Nx，其

中的每个图像数据点表示为 { x i } Nxi= 1，x i ∈ RGx，表示

图像模态的 Gx维特征向量；文本数据集的大小为

Ny，其 中 的 每 个 文 本 数 据 点 表 示 为 { y j } Nyj= 1，
y j ∈ RGy，表示文本模态的 Gy 维特征向量，且 Nx=
Ny= N。进一步，将文本和图片通过相似矩阵 S

连接，当 Sij= 1表示 x i 和 y j 是相似的，反之，当

Sij= 0时表示 x i和 y j是不相似的。在监督哈希中，

可 以 根 据 数 据 点 的 语 义 标 签 构 造 S={ Sij }。

KQDH的目标是共同学习特定于模态的哈希码

bxi ∈ { 0，1 }D 和 byi ∈ { 0，1 }D，将每一个数据点 x i和 y j

编码成长度为 D的二进制编码，并且使得在给定

的每个数据点的相似矩阵｛S ij｝中传递的相似性信

息能被最大程度地保留。

用于提取多模态特征和量化的混合深度网络

结构如图 1所示，该网络由图像网络、文本网络和

量化过程组成。图像网络采用扩展的 AlexNet，这
是一个深度卷积神经网络（Convolutional neural
networks，CNN），它由 5个卷积层 conv1~conv5和
3个全连接层 fc6~fc8组成。将 fc8层替换为 D个

节点的全连接层，这会将 fc7的特征表示转换为 D
维特征表示 hxi。文本网络采用Word2Vec模型将

文本信息转换为词向量，同样使用 3个全连接层

fc1~fc3，其中最后 1层 fc3替换为 D个节点的全连

接层，将词向量转换为 D维特征表示 h yi。为了使

得到的 D维特征表示 hxi 和 h yi 能更好地被量化为二

进制编码，使用 tanh激活函数 a ( h )= tanh ( h )来生

成非线性降维特征表示。损失函数用于控制跨模

态学习和量化误差，以将其最小化，用于进行高效

的跨模态检索。

使用集体量化的方法来保持特征表示 hxi 和 h yi
与二进制哈希码 bxi 和 byi 之间的相似性，其中的关

键思想是将提取到的特征向量按其分量顺序均匀

地分解为M个相同长度的子向量，再通过 K‑means
算法对所有的子向量进行分类，并对同一类别中的

子向量进行集体量化，映射在同一码本中。在本文

中，M的取值与 D成正比，从而获得适当的量化码

长度和聚类数。

跨 模 态 哈 希 的 目 标 是 学 习 2 个 哈 希 函 数 ：

h ( x ) ( x )∈ { 0，1 }D用于图像模态；h ( y ) ( y )∈ { 0，1 }D用
于文本模态。这 2个哈希函数应保留相似矩阵 S

中的跨模态相似性，即：若 Sij= 1，则二进制编码

bxi = h ( x ) ( x i )和 byj = h ( y ) ( y j )之间应保持较小距离；

否则，相应的距离应非常大。

3 算法描述

3. 1 K⁃means量化优化方法

K‑means聚类算法是一种迭代聚类算法，其主

要过程是：随机选择 K个对象作为初始聚类中心，

并计算每个对象与每个聚类中心之间的距离。再

把每个对象都归类到最近的聚类中心。聚类中心

及其所属对象就组成一个聚类代。根据现有聚类

对象重新计算新的聚类中心，重复聚类过程，直到

满足某终止条件。

图 1 KQDH网络结构

Fig.1 Network architecture of KQDH
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本文通过图 1神经网络训练获得的特征 hxi 和

h yi 为 D维的特征向量，将其按分量顺序均匀地划

分 为 M 个 子 向 量 ：hxi ={ hxi1；hxi2；…；hxiM }，
hxim ∈ RDx/M， h yj ={ h yj1；h yj2；…；h yjM }， h yim ∈ RDy/M，

Dx= Dy= D，映射所有的子向量 Ĥ ={ hxim，h yjm }，
i，j∈[ 1，N ]，m ∈[ 1，M ]到相同的向量空间。取聚

类数 K= 2
D
M，通过 K‑means算法分类后将所有的

子向量量化为 bxi，byi。 Ĥ中的每一个向量用 h p 来

表示。

算法 1是本文提出的 KQDH 算法的伪代码

描述。

算法 1 KQDH算法

输入输入：：Ĥ，K
输出输出：：bxi，byj

从 Ĥ中随机选择 K个样本作为原始的聚类中

心 ω τ，τ ∈ { 1，…，K }
使 C τ ←∅，τ ∈ { 1，…，K }
repeat
for each h p ∈ Ĥ do
//计算 h p与 ω τ之间的欧氏距离并进行聚

类//
τ * ← arg min τ ∈ { 1，…，K } | h p- ω τ |
C τ * ← C τ * ∪ { h p }

end for
for τ= 1 to K do
//计算新的聚类中心//

ω ′τ ←
∑ hp ∈ C τ

h p

|| C τ

ω τ ← ω ′τ
end for

until E< threshold
∀hxim ∈ C τ，使 bxim ← cod e τ
∀h yjm ∈ C τ，使 byjm ← cod e τ
bxi ← { bxi1；bxi2；…；bxiM }
byj ← { byj1；byj2；…；byjM }
return bxi，byj

聚类算法的误差函数采用欧氏距离，有

E= ∑
τ= 1

K

∑
hp ∈ C τ

|| h p- ω τ

2
（1）

式中：C τ为第 τ个簇，是输入向量集合的不相交的

子集；ω τ为聚类的中心。

在本文模型中，映射到向量空间的点通过

K‑means聚类算法划分为 K个聚类，每个聚类都有

一个对应的码本，每个子向量都对应于该聚类的码

本。每个聚类的 codeτ是长度为 L= D
M

且值为 τ-

1的二进制代码，即有

bxim= code τ，byjm= code τ （2）
bxi ={ bxi1；bxi2；…；bxiM }，byj ={ byj1；byj2；…；byjM }（3）

将该量化过程表示为

bxi = η ( hxi )，byj = η ( h yj ) （4）
算法 1的复杂度和 K‑mean聚类算法的复杂度

一致，其时间复杂度与样本数据量、样本维度、聚类

数和聚类迭代次数成正比。这里，样本数据量为 Ĥ

中所有子向量的数量 2NM，样本维度为子向量的

长度 D/M，聚类数为 K=2D/M，设聚类迭代次数为

T，则算法 1的时间复杂度可表示为O（2NM ∙D/M ∙
2D/M ∙T），若将 D、M和 T都视为常量，则为 O（N）。

同理，算法 1的空间复杂度也为 O（N）。因此，算

法 1具有较低的（线性）复杂度。

3. 2 哈希码学习与优化

3. 2. 1 哈希码学习

采用 hxi = f ( x i；φ x )∈ RD 表示学习到的图像

数据点 x i 的特征，为相应的 CNN 网络的输出；

h yj = t ( y j；φ y )∈RD 表示学习到的文本数据点 y i的

特征，为相应的Word2Vec的输出。φ x，φ y 分别表

示 CNN 和 Word2Vec 网 络 的 参 数。Bx=
{ bx1；bx2；…；bxN }是数据集中所有图像哈希码组成

的矩阵，By={ by1；by2；…；byN }是数据集中所有文

本哈希码组成的矩阵，H x={ hx1；hx2；…；hxN }是数

据 集 中 所 有 图 像 特 征 向 量 组 成 的 矩 阵 ，H y=
{ h y1；h y2；…；h yN }是数据集中所有文本特征向量组

成的矩阵。在实验中发现若将两种模态对应数据

点的哈希码设置为相同，则可以获得更好的性能。

因此，本文设 B= Bx= By。则 KQDH的总体目标

函数定义为

min
B，φx，φy

J= J1 + γJ2 + μJ3 =

-∑ i，j= 1
N ( Sijθij- logp ( Sij |h

x
i，h

y
j ) ) +

γ (  B- H x 2

F
+  B- H y 2

F
)+ μ (  H x1

2

F
+

 H y1
2

F
) s.t. B∈ { 0，1 }D× N （5）

式中 γ和 μ为超参数。

第 1项 J1 =- ∑
i，j= 1

N

( Sijθij- lgp ( Sij |h
x
i，h

y
j ) )是用于保

持多模态相似性的负对数似然函数，该函数定义为

p ( |Sij hxi，hxj )= {σ ( θij ) Sij= 1
1- σ ( θij ) Sij= 0

（6）

式中：θij=
1
2 h

x
i
Th yj；σ ( θij )=

1
1+ e-θij

。

容易发现，J1项可以使 hxi 和 h yj 之间的相似性在

Sij= 1时较大，而在 Sij= 0时较小。也就是说能保

留图像数据点 x i和文本数据点 y j之间的相似性。
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第 2 项 J2 =  B- H x 2

F
+  B- H y 2

F
，其中，

 ⋅ F
为矩阵的 Frobenius范数。由于 H x 和 H y 可

以保留多模态数据点的相似性，因此也可以期望哈

希码 B保留这种相似性。这一项的主要作用是减

少量化得到的哈希码和提取到的特征之间的量化

损失。

第 3项 J3 =  H x1
2

F
+  H y1

2

F
主要是保证所

有训练样本上哈希码的每一位 0和 1格式是平

衡的。

3. 2. 2 优化方法

使用和DCMH相同的交替学习策略［10］来学习

φ x，φ y和 B。每当一个参数被优化时，其他参数则

被固定，主要步骤如下。

步骤 1 在固定 φ y和 B的情况下优化 φ x。

同时使用随机梯度下降（Stochastic gradient
descent，SGD）和反向转播（Back propagation，BP）
算法，以优化图像模态的 CNN参数 φ x。对于每个

采样点 x i，计算梯度有

∂J
∂hxi

= 1
2 ∑j= 1

N

( σ ( θij )h yj - Sijh yj ) +

2γ ( hxi - bxi )+ 2μH x1 （7）

然后可以对
∂J
∂hxi

用链式规则来计算
∂J
∂φ x

，基于

BP算法可以更新参数 φ x。

步骤 2 在固定 φ x和 B的情况下优化 φ y。

这里仍然采用与步骤 1同样算法来优化文本

模态的Word2Vec参数 φ y。对于每个采样点 y j，计

算梯度有

∂J
∂h yj

= 1
2 ∑i= 1

N

( σ ( θij )hxi - Sijhxi )+

2γ ( h yj - byj )+ 2μH y1 （8）

然后可以对
∂J
∂h yj

使用链式规则来计算
∂J
∂φ y

，基

于 BP算法可以更新参数 φ y。

步骤 3 在固定 φ x和 φ y的情况下优化 B。

当 φ x和 φ y固定时，可以将式（5）中的问题重新

表述为

max
B
tr ( BT ( γ ( H x+ H y ) ) )= tr ( BTV )

s.t. B∈ { 0，1 }D× N （9）
式中：V = γ ( H x+ H y )；tr ( ⋅ )表示矩阵的迹线。

因此，在模型训练过程中，通过对步骤 1~3的
反复迭代，系统将不断更新图像、文本网络参数并

优化哈希码，直到模型收敛或完成训练轮数。

3. 2. 3 样本外扩展

对于不在训练集中的任何数据点 q，若其图像

模态为 x q，文本模态为 yq，则可以利用式（10）和式

（11），通过正向传播生成哈希码 b ( x )q 和 b ( y )q ，即有

b ( x )q = h ( x ) ( x q )= η ( f ( x q；φ x ) ) （10）
b ( y )q = h ( y ) ( yq )= η ( t ( yq；φ y ) ) （11）

从而使得本模型可用于跨模态检索。

4 测试与性能分析

为了验证 KQDH的有效性，在 2个常用的数

据集上进行了充分的实验，设计了 2种类型的跨模

态检索任务来评估其性能：（1）图像 ‑文本：使用图

像查询相关文本；（2）文本 ‑图像：使用文本查询相

关图像。

4. 1 实验数据集

MIRFLICKR‑25K［18］数据集包含从社交摄影

网站 Flickr收集的 25 000个实例。每个图像都标记

有 38个语义概念和一些关联的文本标签，并使用 24
个类别标签中的一个或多个手动进行注释。在实

验中共选择了 20 015个数据点，其中不少于 20个文

本标签。在这个数据集中图片的特征向量维度是

150维，而文本特征向量维度则是 50维。

NUS‑WIDE［19］是一个超大的数据集，由实际

网页图片组成，包括 269 648个实例以及带有相关

文本标记的图像，其中有 81种基本事实概念可供

人工注释以进行检索评估。在将该数据集作为算

法输入之前，首先对该数据集做预处理，从中选取

了 10种较为常见的标签作为图片的标注，将其余

的数据从该数据集里去除，最后得到用于实验的

186 577个图像/文本对。

4. 2 实验结果及分析

在实验中，将所提出的算法与 5种最具代表性

的跨模态哈希方法进行比较，包括 SCM［4］、ST‑
MH［8］、LSSH［6］、CVH［9］和 DCMH［10］。 这些方法

所涵盖的技术层面较广，其中 CM、STMH、LSSH
和 CVH是基于浅层结构，而 DCMH和本文的方法

则基于深层结构；同时，无监督算法有 STMH、

LSSH和 CVH，而 SCM、DCMH和本文的方法都

是有监督算法。在实验中，这些方法中的所有参数

都是根据原始文献进行设置。

对 于 MIRFLICKR ‑ 25K 数 据 集 ，随 机 抽 取

10 000个实例作为训练集。为了进行测试，使用该

数据集的 2 000个实例作为测试集，其余则为检索

集。对于 NUS‑WIDE数据集，随机采样了 10 500
个实例作为训练集。同样地，该数据集的测试集大

小为 2 100个实例。AlexNet网络已在 ImageNet数
据集上进行预训练，并在训练本文的模型时进行微

调。在实验中，令超参数 γ= 0.3和 μ= 0.1，这样
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能获得较好的性能，具体在后面给出实验评价。此

外，训练随机采样批次mini‑batch设为 128，每次实

验的训练次数设为 500。所有实验都重复 5次，然

后取平均作为实验结果。

实验中所有比较方法的性能都使用平均精

度（Mean average precision，MAP）和准确度（Pre‑
cision）‑召回率（Recall）曲线直接进行了评估［20］。

MIRFLICKR‑25K 和 NUS‑WIDE 中哈希码长度

D 为 16、32和 64位，M 分别取值 4、8、16，L=4，
K=16，所有方法在 2个数据集的MAP值如表 1，
2所示。此外，图 2和图 3显示了两个数据集上所

有方法的确切召回曲线。图中哈希码码长度均

为 64。通过比较分析，本文方法比其他方法更

有效。

进一步研究超参数 γ和 μ对模型性能的影响。

图 4为在 MIRFLICKR‑25K数据集上设置不同 γ

和 μ值时的 MAP曲线。从图 4（a）可以看到，当

表 1 各方法MAP在MIRFLICKR⁃25K数据集上的比较

Table 1 Comparison of MAP with different methods on
MIRFLICKR⁃25K dataset

任务

图像‑文本

文本‑图像

方法

KQDH
DCMH
SCM
STMH
LSSH
CVH
KQDH
DCMH
SCM
STMH
LSSH
CVH

MAP
D=16位
0.732 1

0.727 4
0.624 3
0.594 3
0.585 0
0.605 2
0.761 5

0.760 1
0.615 0
0.586 5
0.594 2
0.604 9

D=32位
0.738 4

0.729 8
0.630 5
0.598 1
0.588 7
0.606 1
0.769 8

0.764 2
0 .6 216
0.590 2
0.596 1
0.605 1

D=64位
0.743 1

0.738 1
0.635 2
0.599 3
0.591 0
0.603 5
0.780 2

0.770 2
0.628 3
0.592 8
0.599 2
0.598 3

表 2 各方法MAP在NUS⁃WIDE数据集上的比较

Table 2 Comparison of MAP with different methods on
NUS⁃WIDE dataset

任务

图像‑文本

文本‑图像

方法

KQDH
DCMH
SCM
STMH
LSSH
CVH
KQDH
DCMH
SCM
STMH
LSSH
CVH

MAP
D=16位
0.632 6

0.623 1
0.478 6
0.429 3
0.383 1
0.379 7
0.662 5

0.657 1
0.445 3
0.376 9
0.409 9
0.368 2

D=32位
0.638 9

0.627 7
0.479 3
0.435 0
0.387 9
0.387 1
0.667 6

0.659 7
0.450 2
0.389 3
0.412 4
0.386 9

D=64位
0.647 0

0.640 1
0.485 4
0.440 1
0.391 6
0.389 3
0.681 6

0.674 0
0.459 9
0.400 5
0.411 8
0.377 6

图 2 MIRFLICKR-25K数据集的精确度-召回率曲线

Fig.2 Precision‑recall curves on MIRFLICKR‑25K datasets

图 3 NUS-WIDE数据集的精确度-召回率曲线

Fig.3 Precision‑recall curves on NUS‑WIDE datasets
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0< γ< 1时，文本检索图像的 MAP值在 γ= 0.3
时取到最大值，图像检索文本的MAP值随着 γ值

的增大而减少，故本文取超参数 γ= 0.3；同样，由

图 4（b）可知 ，当 0< μ< 1 时 ，文本检索图像的

MAP值在 μ= 0.1时取到最大值，图像检索文本的

MAP值随着 μ值的变化而小幅度振荡，故本文取

超参数 μ= 0.1。

5 结 论

本文提出了一种用于跨模态检索的深度哈希

量化优化方法 KQDH，将图像和文本的特征向量

映射到相同的向量空间中，并设计了基于 K‑means
的量化结构来控制哈希码的质量，以更准确地描述

特征与哈希码之间的相关性。实验结果表明本文

方法在跨模态检索中具有较好的性能。在将来的

工作中，将继续改进所提出的模型及算法，并将其

推广到具有音频、视频等更多模态数据的跨模态检

索中。
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