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基于深度学习的欧几里得嵌入的推荐算法
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摘要：推荐系统为用户推荐用户可能感兴趣的物品，可以有效地减轻信息过载。基于欧几里得嵌入的协同过滤

方法将用户和物品映射到统一的隐藏空间中，是构建推荐系统的重要方法之一。然而，传统的基于欧几里得嵌

入的推荐方法仅考虑用户和物品隐藏特征向量之间低阶交互，不能有效建模现实世界中用户和物品的复杂交互

行为。本文提出基于深度学习的欧几里得嵌入的协同过滤算法，利用深度学习技术学习用户和物品隐藏特征向

量之间的高阶、非线性交互函数，建模用户和物品之间复杂交互行为。在真实数据集上的实验结果表明，基于深

度学习的欧几里得嵌入的协同过滤算法性能优于传统协同过滤算法。

关键词：推荐算法；协同过滤；欧几里得嵌入；深度学习

中图分类号：TP181 文献标志码：A 文章编号：1005⁃2615（2020）05⁃0729⁃07

Recommendation Algorithm of Euclidean Embedding Based on Deep Learning
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Abstract:Recommender systems can effectively reduce the information overload by recommending items that
users may be interested in. Euclidean-embedding-based collaborative filtering methods map users and items to
a unified latent space，which is one of the most important methods to build a recommender system. However，
traditional Euclidean-embedding-based collaborative filtering methods only consider the low-order interaction
between user latent feature vectors and item latent feature vectors，and cannot efficiently model the complex
interaction behavior between users and items in the real world. In this paper，we propose a deep-Euclidean-

embedding-based collaborative filtering algorithm，which utilizes deep learning technology to learn the high-

order and nonlinear interaction function between user latent feature vectors and item latent feature vectors.
This can model the complex interaction behavior between users and items. Experimental results on real-world
datasets show that our proposed algorithm outperforms traditional collaborative filtering algorithms.
Key words: recommendation algorithm；collaborative filtering；Euclidean embedding；deep learning

在信息爆炸的时代，互联网给用户带来了丰富

的信息，满足了用户对信息的需求，但是信息量的

成倍增长使得用户很难从海量数据中找到有价值

的相关信息。推荐系统 [1]可以帮助用户筛选信息，

快速地找到满足用户需求的个性化信息，从而减轻

信息过载。

协同过滤算法 [2⁃5]作为目前应用最广泛的推荐

技术，根据用户的历史评分记录来预测用户的偏

好。矩阵分解 [6⁃10]是目前最流行的协同过滤方法。

矩阵分解技术是将用户⁃物品评分矩阵分解为两个
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低维隐藏特征矩阵：用户隐藏特征矩阵和物品隐藏

特征矩阵，然后利用这两个低维隐藏特征矩阵的乘

积来近似原始的用户 ⁃物品评分矩阵，从而预测原

始的用户⁃物品评分矩阵中的缺失项。

但是，矩阵分解技术是将用户 ⁃物品评分矩阵

分解到两个不同的隐藏特征空间，所以用户和物品

之间的相关性并不能被直接观察到。为了解决此

问题，基于欧几里得嵌入协同过滤算法 [11]在传统的

矩阵分解技术上改善了用户和物品之间的相关性

表示，它将用户和物品嵌入到统一的隐藏特征空间

中，并用欧式距离来直观地表示用户和物品之间的

相关性。另外，在为用户进行个性化推荐时，基于

欧几里得嵌入协同过滤算法可以直接利用该用户

节点在隐藏特征空间中最近范围内的物品来进行

推荐，有效提高了生成推荐列表的效率。但是，传

统的基于欧几里得嵌入的推荐方法仅考虑了用户

和物品隐藏特征向量之间的低阶线性交互，不能有

效地建模现实世界中用户和物品之间的复杂交互

行为。

针对以上问题，本文提出了一种基于深度学习

的欧几里得嵌入的协同过滤算法，称为 DEE算法。

该算法利用深度学习技术学习用户和物品隐藏特

征向量之间的高阶、非线性交互函数，建模用户和

物品之间复杂交互行为。非线性模型比线性模型

具备更强的函数拟合能力。与低阶线性交互相比，

高阶非线性交互赋予模型更高的灵活性和非线性

建模的能力，使得模型更具表达力。在真实数据集

上的实验结果表明，基于深度学习的欧几里得嵌入

的协同过滤算法性能优于传统协同过滤算法。

1 相关研究工作

1. 1 协同过滤推荐算法

协同过滤推荐算法通过分析用户的历史活动

记录（一般为用户 ⁃物品评分矩阵）来进行推荐，独

立于具体的应用领域，是目前应用最广泛的推荐技

术。协同过滤推荐算法主要分为基于内存的协同

过滤推荐算法、基于模型的协同过滤算法和混合推

荐算法 3大类 [1]。

基于内存的协同过滤推荐算法使用整个用户⁃
物品评分矩阵进行推荐。它通过相似用户对目标

物品的评分权重平均或者活动用户对相似物品的

评分权重预测当前活动用户对目标物品的评分。

典型的基于内存协同过滤算法包括基于用户的协

同过滤算法 [2]和基于物品的协同过滤算法 [3⁃4]。

基于模型的协同过滤算法使用统计和机器学

习技术从用户 ⁃物品评分矩阵中学习一个预测模

型，预测模型刻画用户的行为模式，然后利用预测

模型进行推荐。典型的基于模型的协同过滤算法

包括：基于贝叶斯网络推荐算法 [5]、基于聚类模型

推 荐 算 法 [12⁃13] 以 及 基 于 潜 在 语 义 分 析 推 荐 算

法 [14⁃15]等。

由于在处理大规模数据方面良好的可扩展性

和准确的预测能力，基于矩阵分解的推荐算法 [6⁃7]

受到学术界和工业界的广泛关注。基于矩阵分解

的推荐算法将用户和物品的特征向量同时映射到

两个低维的隐藏因子空间中，利用用户和物品的低

维特征向量的内积来预测用户对物品的评分。典

型 的 基 于 矩 阵 分 解 的 推 荐 算 法 包 括 PMF[7]，
NMF[8]，SVD++[9]和MMMF[10]等。

1. 2 基于欧几里得嵌入的推荐算法

基于欧几里得嵌入技术的推荐算法将用户和

物品嵌入到统一的欧几里得空间中，并用欧式距离

来直观地表示用户和物品之间的相关性。典型的

基 于 欧 几 里 得 嵌 入 技 术 的 推 荐 算 法 有 EE[11]，
TEE[16]和 SREE[17]等。EE[11]实现了协同过滤的隐

藏因子模型，它将用户和物品嵌入到统一的欧几里

得空间中。在此空间中，用户和物品之间的距离与

评分成反比。与矩阵分解模型相比，基于欧几里得

嵌入技术的协同过滤算法具有较强的可解释性，并

且有利于快速生成推荐列表。TEE[16]在 EE模型

中集成了时域影响，将时间因子向量嵌入到欧几里

得空间。SREE[17]在 EE模型的基础上，融合了社

交关系网络信息。它利用社会信任关系来解决传

统欧几里得嵌入模型的缺陷。SREE模型使用户

与其信任用户具有共同的偏好，并且可以利用信任

朋友的偏好来为用户进行个性化推荐，从而有效地

解决数据稀疏和冷启动问题。

2 预备知识

2. 1 推荐问题的形式化描述

协同过滤算法主要利用用户⁃物品评分矩阵来

预测用户对物品的评分。用户 ⁃物品评分矩阵

RM × N 由 2种实体集合组成：M 个用户集合 U =
{ u1,u2,…,uM }和 N 个物品集合 I={ i1,i2,…,iN }。
RM × N 中的每项 rui是用户 u对物品 i的评分。评分

数据 rui可以为任意的实数，但通常情况下，评分数

据为整数，而且 ru,i ∈ { 0,1,2,3,4,5 }，其中 0值表示

用户未对此物品进行评分。评分值越高意味着用

户对当前物品越满意。由于用户通常只对少量的

物品进行评分，用户⁃物品评分矩阵 RM × N通常非常

稀疏。

推荐系统的任务主要利用用户⁃物品评分信息
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预测当前活动用户 u对目标物品 i的评分值 r̂ui，并

根据预测评分为用户提供物品推荐列表。

2. 2 基于欧几里得嵌入技术的系统协同过滤算法

基于欧几里得嵌入技术的协同过滤算法将用

户和物品嵌入到统一的隐藏特征空间中，并用欧式

距离来直观地表示用户和物品之间的相关性。形

式化地，设用户的隐藏特征矩阵和物品隐藏特征矩

阵分别为 P ∈ RK× N 和 Q ∈ RK×M(K≪min (N,M))，
其中K为隐藏特征向量的维度。

基于欧几里得嵌入技术的协同过滤算法通过

在欧几里得空间中用户和物品之间的欧式距离来

预测评分，形式化为

r̂ui= μ+ bu+ bi-( pu- q i ) ( pu- q i )T （1）
式中：μ表示全局平均值，bu和 bi分别表示用户 u和

物品 i的偏差，pu和 q i分别表示用户 u和物品 i的隐

藏特征向量。

基于欧几里得嵌入技术的协同过滤算法通过

最小化误差平方和损失函数来学习隐藏特征矩阵

P和Q,即
L= ∑

( u,i )∈ Ω
[ ( rui- μ- bu- bi+

( pu- q i ) ( pu- q i )T )2 ]+

λ ( ) pu- q i
2
+ b2u+ b2i （2）

式中：Ω为用户 ⁃物品评分矩阵 R中可观测（用户，

物品）对集合， ⋅ 2
为 Frobenius范式。正则化项

( pu- q i
2
+ b2u+ b2i )用来避免过拟合。λ为正则

化项参数，用来控制正则化项对隐藏特征向量的

影响。

可以采用随机梯度下降的方法求解目标函数

的局部最小解，学习用户隐藏特征向量 pu、物品的

隐藏特征向量 q i、用户偏差 bu和物品偏差 bi。参数

的更新公式为形式化为

bu ← bu+ γ ( eui- λbu ) （3）
bi ← bi+ γ ( eui- λbi ) （4）

pu ← pu- γ ( pu- q i ) ( eui+ λ ) （5）
q i ← q i+ γ ( pu- q i ) ( eui+ λ ) （6）

式中：γ为学习步长，eui表示评分 rui的当前误差。

3 基于深度学习的欧几里得嵌入的

协同过滤算法

3. 1 算法框架

基于深度学习的欧几里得嵌入的协同过滤算

法框架如图 1所示。

基于深度学习的欧几里得嵌入的协同过滤算

法主要由输入层、隐藏层和输出层 3个部分组成。

（1）输入层：输入层包括两个低维特征矩阵，分

别表示用户特征矩阵 P和物品特征矩阵 Q。本文

利用 one⁃hot的方法可以得到用户特征向量 pu和物

品特征向量 q i。

（2）隐藏层：传统的基于欧几里得嵌入的推荐

算法是将用户和物品嵌入到统一的欧几里得空间

中，但是其学习的是用户和物品之间的线性低阶交

互，不能有效建模用户与物品的复杂交互行为。因

此利用多层感知器来学习用户和物品之间的非线

性高阶交互。

在多层感知器中，将用户特征向量 pu 和物品

特征向量 q i的差 pu- q i作为多层感知器的第 1层
输入，经过多层感知器学习，最终得到用户和物品

之间的非线性高阶交互值 ŷui。

多层感知器隐藏层的具体过程形式化为

D=[ pu- q i ]
z1 = ReLU (w 1D+ b1 )
z2 = ReLU (w 2 z1 + b2 )

⋮
zX=ReLU (wX zX - 1 + bX )
ŷui=ReLU (wH zX )

（7）

式中：wX 表示 X层的权重矩阵；bX 表示 X层的偏

差；wH为输出层的权重矩阵；zX表示经过激活函数

处理后的第 X层的输出向量。

（3）输出层：在输出层中，基于由式（7）得到的

图 1 基于深度学习的欧几里得嵌入的协同过滤算法框架

Fig.1 Framework of collaborative filtering based on deep Euclidean embedding
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距离值 ŷui，预测评分值 r̂ui表示为

r̂ui= μ+ bu+ bi- ŷui （8）
式中：μ为推荐系统所有评分的平均值；bu为用户 u

的偏差评分；bi为物品 i的偏差评分。

最后将预测评分值 r̂ui集成到欧几里得嵌入模

型中进行训练。

3. 2 算法模型及参数学习

与传统的基于欧几里得嵌入的推荐算法相比，

本文提出的方法不仅继承了传统的基于欧几里得

嵌入的推荐算法的优点，还考虑了用户和物品之间

的非线性高阶交互，能有效建模用户和物品之间的

复杂交互行为。

为了学习欧几里得空间中的用户特征向量 pu

和物品特征向量 q i，目标函数为最小化预测评分和

已知评分之间的差值，即

LDEE = ∑
( )u,i ∈Ω

( rui- r̂ui )2 （9）

为了防止过拟合，加上正则化项，基于深度学

习的欧几里得嵌入的协同过滤算法的目标函数形

式化为

LDEE = ∑
( )u,i ∈Ω

[ ( rui- μ- bu- bi+ ŷui )2 ] +

λ ( pu- q i
2
+ b2u+ b2i ) （10）

本文采用 ADAM[18]优化器求解 L的局部最小

解学习模型参数。

4 实验与分析

为了验证基于深度学习的欧几里得嵌入的协

同过滤算法的性能，本文在真实的数据集上与其他

流行的推荐算法进行了对比分析。

4. 1 数据集

本 文 选 择 MovieLens100K 数 据 集 和 Film⁃
Trust数据集验证基于深度学习的欧几里得嵌入的

协同过滤算法的性能。MovieLens100K数据集包

含 943名用户对 1 682部电影的 100 000个评分记

录 ，用 户 ⁃物 品 评 分 矩 阵 的 稀 疏 度 为 93.706%。

FilmTrust数据集由文献 [19]提供，包含 1 642个用

户对 2 071部电影的 35 497个评分记录，用户⁃物品

评分矩阵的稀疏度为 98.86%。

4. 2 度量指标

本文采用在推荐算法中被广泛使用的评价指

标：均方根误差 (Root mean squared error, RMSE)
和平均绝对误差（Mean absolute error, MAE）来评

价推荐算法的性能。

RMSE的定义为

RMSE=
∑

( i,j )∈ R test

|| ri,j- r̂ i,j
2

|| R test

（11）

MAE的定义为

MAE=
∑

( i,j )∈ R test

|ri,j- r̂ i,j |

|R test |
（12）

式中：ri,j和 r̂ i,j分别表示实际的评分值和推荐系统

预测的评分值；|R test |表示测试数据集中的记录条

数。RMSE和MAE的值越小，表明推荐算法的推

荐性能越好。

4. 3 实验设置

为了验证本文提出推荐算法的有效性，选取如

下推荐算法作为对比方法。

（1）UserKNN：基于用户的协同过滤算法 [2]认

为相似的用户具有相似的爱好，相似用户之间可以

共享喜欢的物品。

（2）MF：基于矩阵分解的推荐算法[6]是将用户⁃
项目矩阵分解为两个矩阵，再通过向量内积进行预

测并推荐。

（3）PMF：概率矩阵分解 [7]由Mnih和 Salakhut⁃
dinov提出。PMF可以看作是 SVD 模型的概率

扩展。

（4）U⁃AutoRec: U⁃AutoRec[20]算法利用自编码

器从用户对部分物品的评分信息中学习中间隐藏

层表示，并根据隐藏层表示重构用户评分数据。

（5）EE：基于欧几里得嵌入技术的协同过滤算

法 [11]将用户和物品嵌入到统一的欧几里得空间中，

用户和物品之间的距离与评分成反比。

本文随机将用户 ⁃物品评分矩阵分割 5次，其

中每次抽取 80%的数据作为训练集，剩余 20%的

数据作为测试数据，以推荐算法在 5个测试集上的

平均性能作为最后的运行结果。为了公平对比，参

照对比算法的相应文献或者实验结果设置不同算

法的参数，在这些参数设置下，各对比算法取得最

优性能。在 UserKNN中，采用余弦计算用户之间

的 相 似 度 ，邻 居 数 量 为 20；在 MF 中 ，λu= λi=
0.001；在 PMF 中，λu= λi= 0.001；在 U ⁃AutoRec
中，λ= 0.01，其次，设置自编码器中间隐藏层的维

度等于基于潜在因子分解模型（MF,PMF,EE）中

的隐藏特征向量维度 ；在 EE 中 ，λu= λi= λb=
0.005；对于本文提出的方法DEE，λ= 0.01。

实验运行环境为：4核 Intel(R) Core(TM) i7 ⁃
4710MQ CPU，主频 2.50 GHz，内存 16 GB，Win⁃
dow10操作系统和 J2SE1.8；深度学习的框架为

Tensorflow框架。
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4. 4 性能对比

在 MovieLens100K 数据集和 FilmTrust数据

集上，设置 DEE的隐藏层层数 X=2。在隐藏特征

向量维度 K=8和 K=16的情况下，所有对比算法

在 2个数据集上的实验结果如表 1和表 2所示。

从表 1—4可以发现：UserKNN算法、MF算法

和 PMF算法的性能较差，这是由于传统协同过滤

推荐算法存在的局限性，而 EE算法和DEE算法的

性能优于传统协同过滤推荐算法，说明将用户和物

品嵌入到统一的隐藏特征空间是有效的。另外，本

文提出的 DEE算法性能优于传统的欧几里得嵌入

模型，验证了本文利用深度学习技术学习用户和物

品隐藏特征向量之间的高阶、非线性交互函数的有

效性。在 MovieLens100K数据集和 FilmTrust数
据 集 上 ，当 K = 16 时 ，与 对 比 算 法 中 的 最 优

RMSE结果对比，本文提出算法相比于传统算法，

优化改进的幅度分别为 2.04%和 2.35%。

4. 5 隐藏特征向量维度K的影响

在本文提出的推荐算法中，隐藏特征向量维度

K是影响推荐性能的重要参数。在本节中，从 8到
128变化 K的值，观察 RMSE在 2个数据集上的变

化情况,探索隐藏特征向量维度对 DEE推荐性能

的影响。另外，隐藏层层数 X=2。实验结果如图 2
所示。

从图 2中可以看出：在 2个数据集上，随着参

数 K的增大，RMSE的值呈现逐渐上升的变化趋

势，并且上升得十分缓慢。这个结果表明：虽然 K
值增大使得 DEE模型可以表示较多的隐藏特征，

DEE模型的表示能力增强，但较大维度的隐藏特

征向量并不能改进推荐算法的性能，这与矩阵分解

模型的假设类似，即仅用少量的隐藏因子来刻画用

表 1 在MovieLens100K数据集上的RMSE对比

Table 1 RMSE comparison on MovieLens100K

Algorithm

UserKNN
MF
PMF

U⁃AutoRec
EE
DEE

RMSE
K = 8

0.963 767
1.149 126
0.966 922
0.972 055
0.955 314
0.939 286

K = 16

1.142 656
1.050 630
0.959 055
0.988 065
0.939 490

表 2 在MovieLens100K数据集上的MAE对比

Table 2 MAE comparison on MovieLens100K

Algorithm

UserKNN
MF
PMF

U⁃AutoRec
EE
DEE

MAE
K = 8

0.761 761
0.947 268
0.742 923
0.764 963
0.760 782
0.740 968

K = 16

0.945 449
0.803 363
0.751 951
0.772 560
0.741 296

表 3 在 FilmTrust数据集上的RMSE对比

Table 3 RMSE comparison on FilmTrust

Algorithm

UserKNN
MF
PMF

U⁃AutoRec
EE
DEE

RMSE
K = 8

0.841 072
1.974 924
1.042 606
1.002 370
0.813 190
0.806 536

K = 16

1.903 592
1.126 781
1.027 592
0.826 568
0.807 158

表 4 在 FilmTrust数据集上的MAE对比

Table 4 MAE comparison on FilmTrust

Algorithm

UserKNN
MF
PMF

U⁃AutoRec
EE
DEE

MAE
K = 8

0.641 6
1.497 560
0.752 228
0.745 328
0.628 255
0.622 964

K = 16

1.475 964
0.825 673
0.762 830
0.636 354
0.623 360

图 2 参数K对推荐性能的影响

Fig.2 Impact of parameter K on recommendation perfor⁃
mance
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户的偏好和描述物品的特征。另外，在 MovieL⁃
ens100K数据集和 FilmTrust数据集上，DEE都是

在K= 8时取得最佳性能。

4. 6 隐藏层层数 X的影响

隐藏层层数 X是影响本文提出算法的另一个

重要参数。隐藏层层数 X控制着多层感知器中用

户和物品之间的非线性高阶交互的次数。较大的

X值意味着非线性高阶交互越复杂。从 1到 3改变

X值，递增步长为 1，观察 RMSE在 2个数据集上的

变化情况。另外，隐藏特征向量的维度 K= 8，实
验结果如图 3所示。

从图 3可以看出，在MovieLens100K数据集和

FilmTrust数据集上，RMSE具有类似的变化趋势：

随着 X的增加，RMSE逐渐降低，达到最小值，此时

的推荐准确性最高，然后逐渐上升，整体的推荐性

能降低。这个观测结果表明：较低的多层感知器的

隐藏层层数 X有益于 DEE模型改进推荐性能，因

为较高的 X值意味着模型拥有更多的参数，需要大

量 的 训 练 数 据 来 学 习 模 型 参 数 。 在 MovieL⁃
ens100K数据集和 FilmTrust数据集上，本文提出

的DEE模型都是在 X = 2时取得最佳性能。

4. 7 模型训练时间对比

在本节中，通过对比不同推荐算法的模型训练

时 间 ，以 检 验 本 文 提 出 推 荐 算 法 的 效 率 。 在

ML100K和 FilmTrust数据集上，对于 DEE模型，

λ= 0.01，X = 2。其他对比推荐算法的参数设置

同 4.3节。另外，在 K=8的情况下，对比不同推荐

算法在 2个数据集上的模型训练时间，实验结果如

表 5所示。

从表 5可以看出，DEE的模型训练时间高于其

他非深度学习的方法。这是因为 DEE需要根据训

练数据额外学习隐藏层权重矩阵和偏差向量，增加

了模型的训练时间。另外，DEE模型的训练时间

与 U⁃AutoRec模型训练时间相当。其他非基于深

度学习的协同过滤方法的模型训练时间相当。

5 结 论

欧几里得嵌入技术为解决传统协同过滤推荐

算法的缺陷带来了契机，基于欧几里得嵌入的协同

过滤方法将用户和物品映射到统一的隐藏空间

中。然而，传统的基于欧几里得嵌入的推荐方法仅

考虑用户和物品隐藏特征向量之间低阶交互，不能

有效建模现实世界中用户和物品的复杂交互行

为。本文提出基于深度学习的欧几里得嵌入的协

同过滤算法，利用深度学习技术学习用户和物品隐

藏特征向量之间的高阶、非线性交互函数，建模用

户和物品之间复杂交互行为。在真实数据集上的

实验结果表明，基于深度学习的欧几里得嵌入的协

同过滤算法性能优于传统协同过滤算法。
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