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监控视频中异常事件检测技术研究进展
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摘要：异常事件检测技术是当前智能监控技术研究领域关注的一个热点，作为计算机视觉的重要研究内容，其主

要目标是利用计算机自动检测出可被视为异常的事件。传统方法存在低层视频特征描述能力弱，异常检测方法

计算代价大，对复杂场景建模时鲁棒性差等方面的限制。本文结合国内外的研究现状和目前的主流方法，介绍

了监控视频中异常事件检测涉及的基本技术，分析了各类监控视频特征提取方法、特征学习模型和异常检测方

法的优缺点，整理归纳了可用于监控视频中异常事件检测的常用实验数据集，最后讨论了监控视频中异常事件

检测技术的难点、挑战及未来发展趋势。
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Progress on Abnormal Event Detection Technology in Video Surveillance

JI Genlin，XU Zhen，LI Xinlu，ZHAO Bin
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Abstract:Abnormal event detection is a hot topic in the field of intelligent surveillance monitoring technology
research currently. As an important research content of computer vision，its main goal is to use computers to
automatically detect abnormal events. Traditional methods have limitations in the weakness of low-level video
feature description ability，high computational cost of anomaly detection methods and poor robustness in
modeling complex scenes. In recent years，how to design a high-level semantic feature extraction method，
accelerate the process of abnormal event detection，and model complex scenes such as multiple cameras have
become the forefront topic of current research. Based on the research situation at home and abroad and the
mainstream methods，this paper introduces the basic techniques involved in abnormal event detection in
surveillance videos，and analyzes the advantages and disadvantages of various types of surveillance video
feature extraction methods， feature learning models and anomaly detection methods. This paper also
summarizes the commonly used benchmark datasets that can be used to abnormal event detection in
surveillance videos. Finally，we discuss the difficulties，challenges and future development trends of abnormal
event detection in surveillance videos.
Key words: abnormal event detection；surveillance analysis；activity recognition；computer vision；machine

learning
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求，智能监控视频分析（Intelligent surveillance vid⁃
eo analytics, ISVA）技术已经渗透进每个人的生

活。ISVA技术是利用计算机视觉、模式识别和机

器学习等方法对监控视频序列自动分析和处理的

技术。监控视频中异常事件检测技术是 ISVA技

术的重要分支，它解决的主要问题是：利用计算机

对监控视频数据分析和处理，学习和理解视频中

的动作和行为，对这些动作和行为进行异常判断

和定位。监控视频中异常事件检测技术涉及对象

检测与跟踪、视频特征提取、低层视频分析以及高

层语义理解等多项技术。由于监控视频数据具有

高度冗余、容量巨大以及分辨率低等特点，监控视

频中异常事件检测技术能够大幅节省人工观察监

控视频的成本、降低人工方式漏检带来的安全隐

患，也可为建设智慧城市等领域提供决策支持。

因此，监控视频中异常事件检测技术具有重要的

研究意义和应用价值。

监控视频中异常事件检测技术发展至今，国

内外已经产生了一些重要成果。学者们利用手工

设计的方法，较好地表示了视频低层视觉特征，如

方向梯度直方图（Histograms of oriented gradient,
HOG）、光流直方图（Histograms of oriented opti⁃
cal flow, HOF）、混合动态纹理（Mixtures of dy⁃
namic texture, MDT）[1]等，也有学者在低层视觉

特征的基础上设计中层语义特征来理解群体行

为，如社会力模型 [2]、粒子群直方图（Histogram of
swarm, HOS）[3]。另外，以稀疏表示、自编码器

（Auto ⁃encoder, AE）[4]、循环神经网络（Recurrent
neural network, RNN）[5]以及生成对抗网络（Gen⁃
erative adversarial network, GAN）[6]为代表的异常

事件检测模型也表现出优异性能。视频分析与检

索领域的国际性权威评测 TRECVID（TREC vid⁃
eo retrieval evaluation）中设置了监控视频事件检

测任务，北京大学研究团队在 2012年的评测中，

分别采用基于对象检测与跟踪相融合的方法、基

于序列立方体特征的序列分类方法和序列非均衡

分类方法进行异常事件检测，在参赛队伍中成绩

突出。

但是监控视频中异常事件检测技术也面临

着诸多挑战。（1）光照、遮挡、视角等非受控条件

导致手工特征性能受限，大多数视频特征描述还

停留在低层特征阶段，在高层语义特征层面难以

突破；（2）大量实时视频数据在线分析时，处理效

率低下导致异常事件预警的高延迟；（3）针对多

监控摄像头下视频智能分析缺乏有效技术。因

此，监控视频异常事件检测技术的理论研究与真

实场景中现实应用有很大差距，仍有许多问题亟

须解决。

针对监控视频中异常事件检测技术，本文研究

已有的重要研究成果，特别关注监控视频特征提

取、特征学习模型和异常检测方法上的优缺点和适

用场景。在最新研究成果分析和概述的基础上，展

望监控视频中异常事件检测技术的未来发展趋势，

并给出了监控视频中异常事件检测的实验数据集，

为即将进入本领域的学者提供参考。与现有相关

综述文献相比，本文更系统地介绍了监控视频异常

事件检测的完整工作流程，对依据不同基本假设的

异常事件检测模型进行形式化描述，并分析了导致

在线检测系统处理效率低下的原因并提出解决

方案。

1 异常事件检测过程

监控视频中异常事件检测过程可分为 4个阶

段，如图 1所示。（1）视频数据预处理：对视频帧进

行形态学处理、图像降噪和图像增强等。（2）视频

特征提取：从输入监控视频中提取关键的表观和运

动特征。（3）特征学习：利用视频特征建立正常或异

常事件模式和变化规律的行为模型，以规则、模型

的形式保存在数据库中。（4）异常检测：衡量测试视

频中的基本事件与已建立的行为模型之间的匹配

程度，以异常分数或类别标签的形式返回检测

结果。

2 监控视频特征提取

监控视频中异常事件检测是在提取视频特征

并编码的基础上运用特定异常检测技术完成的。

编码后视频特征会成为算法的输入，因此视频特

征提取对于异常事件检测能力起到关键作用。文

献 [7]认为视频中的基本事件可以由低层视觉特

征和高层语义特征来表示，基于低层视觉特征的

事件表示是手工提取不包含语义信息的简单视觉

特征，如光流、梯度等，而基于高层语义特征的事

件表示需要对视频内容进行复杂处理以捕捉语义

信息，如利用目标跟踪算法获得时空轨迹 [8]、模拟

图 1 监控视频中异常事件检测过程

Fig.1 Abnormal event detection process in surveillance video

686



第 5 期 吉根林，等：监控视频中异常事件检测技术研究进展

人群运动提取交互能量 [2]等。随着深度学习技术

的兴起，人们开始利用深度神经网络（Deep neural
network, DNN）自动提取高层语义特征，将其应

用于视频异常检测且表现出优于手工特征的性

能。本文将用于监控视频中异常事件检测任务的

特征提取方法分为两大类：基于手工设计的方法

和基于深度学习的方法，对文献 [7]中的事件表示

方法进行补充。

2. 1 基于手工设计的特征提取

基于手工设计的特征提取方法一般可获得 3
类低层视觉特征：表观特征、运动特征和融合特

征。表观特征包括视频前景、人体骨架和空间梯度

等，运动特征包括光流、时空轨迹等。这类方法提

取的特征往往相对单一、在复杂场景下鲁棒性较

差，但可解释性很强。

2. 1. 1 表观特征提取

提取视频的表观特征是为了检测出表观异

常。由于异常事件通常发生在视频前景区域，张俊

阳等 [9]利用自适应混合高斯背景分割算法提取视

频前景以判断人群异常行为，而Wei等 [10]将传统的

背景分割算法与 DNN结合，用于交通异常行为检

测。随着新技术的发展，人体骨架信息也能被快速

提取，Morais等 [11]提取人体骨架用于判断个体异常

行为。另一种常用表观特征是空间梯度的统计信

息——方向梯度直方图。表观特征提取方法不必

检测视频中的移动目标，适用于拥挤人群场景，但

是复杂背景干扰可能导致对象的边缘特征丢失，关

于场景的特定信息较少。

2. 1. 2 运动特征提取

提取视频的运动特征是为了检测出运动异

常。光流由美国心理学家Gibson于 1950年正式提

出，定义是空间运动物体在观察成像平面上像素运

动的瞬时速度，是最常用的低层运动特征。光流特

征有 3种使用方式，（1）纯光流特征直接用于视频

异常检测任务，如汪洪流等 [12]构建纯光流特征图结

构，利用特征图结构的迭代尺度化变化降低光流特

征数量；（2）构建光流场的统计信息——光流直方

图，Cong等 [13]还考虑光流场矢量的模长，使用多尺

度 光 流 直 方 图（Multi⁃scale histograms of optical
flow, MHOF）来 捕 捉 视 频 运 动 信 息 ，而 Colque
等 [14]提出基于光流场矢量的方向与模长、像素熵值

的运动特征HOFME（Histogram of optical flow ori⁃
entation and magnitude and entropy）；（3）利用光流

信息生成更高层次的语义特征，社会力模型就是采

用这种方式，而 Qasim等 [3]先计算光流模长的方

差，再利用蚁群优化聚类算法和捕食者 ⁃猎物优化

算法寻找显著区域，最后对显著区域信息编码构建

粒子群直方图。但是光流特征的缺点也很明显，在

光照强度发生突然变化的情况下容易产生误判，因

此基于光流特征设计的异常事件检测算法鲁棒性

较低，并且相比于其他低层特征提取方法，光流法

的计算量偏大。

时空轨迹是视频的一种高级运动特征描述，

在交通异常事件检测中很有效，常用于检测违规

变道、追尾以及闯红灯等交通违法行为 [15]。 Li
等 [16]为了弥补光流和表观特征的局限性，结合对

象检测和跟踪方法提取远距离目标的轨迹以降低

漏检率。由于获取时空轨迹依赖对象检测和跟踪

技术，运动对象之间的遮挡会严重轨迹质量，因此

时空轨迹在一定程度上可以有效描述视频内容，

适合运动对象较少的场景，在拥挤人群场景下鲁

棒性差。

2. 1. 3 特征融合

多种特征组合比单特征拥有更强的表达能

力，许多学者开始融合表观特征和运动特征，更准

确地描述正常和异常事件模式和变化规律。最简

单的融合方式是柳晶晶等 [17]将各特征向量连接成

维度更高的新向量，Xu等 [18]先对视频前景的图像

块与光流场块进行像素级别的融合，形成新的图

像块，再将它们输入去噪自编码网络以学习融合

图像块的深度特征表示，而 Fang等 [19]则使用主元

分析网络（Principal component analysis networks,
PCANet）融合视频帧显著性信息和多尺度光流直

方图。

2. 2 基于深度学习的特征提取

深度学习能够学习到场景特定的语义表达，产

生高层语义特征，在对象检测和跟踪、识别等领域

取得了优异成绩。于是，学者们开始利用卷积神经

网络、自编码器等深度学习模型来完成监控视频中

异常事件检测任务。卷积神经网络（Convolutional
neural network, CNN）是计算机视觉中性能优异

的 DNN模型之一，与应用于图像特征提取的二维

CNN不同的是，应用于视频特征提取的 CNN的卷

积核通常是三维的，能够同时执行空间和时间两个

维度的卷积操作来捕捉时空特征。学者们将这种

特殊结构的 CNN 模型称为时空卷积神经网络

（Spatial⁃temporal convolutional neural network,
ST⁃CNN）[20]。受到 ST⁃CNN模型的启发，学者们

又陆续设计出双流卷积网络 [21]、全卷积网络 [22]、时

空残差网络 [23]、栈式自编码器 [18]以及稀疏去噪自编

码器（Sparse denoising auto⁃encoders, SDAE）[24]等

DNN视频特征提取模型。

2. 3 各种特征提取方法的比较

用于异常事件检测的特征选择与应用场景密

切相关，各种特征提取方法的比较如表 1所示。针

对不同的应用场景，如何选择有效的特征提取方法
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具有挑战性。例如，人群稀疏场景和稠密场景中的

视频特征提取方法截然不同，时空轨迹只能从人群

稀疏场景中提取，而无法从人群稠密场景中提取，

这是因为移动对象过度拥挤会产生的遮挡问题，从

而无法准确获得运动轨迹，因此在人群稠密场景中

提取低层视觉特征更为有效。

从特征工程角度看，手工设计特征需要一定的

领域知识，而 DNN是模仿人类神经元工作方式的

网络结构，能够从海量数据中自动学习特定规律，

对复杂场景的鲁棒性强，因此基于深度学习的特征

提取方法的更有研究前景。

从特征语义性角度看，低层视觉特征表达能力

有限，高层语义特征能够更好地刻画监控视频中的

各种行为。产生高层语义特征共有 3种方式：（1）低

层特征直接映射为高层语义特征；（2）从中层语义

特征过渡到高层语义特征，中层语义特征提取建立

在低层特征基础上，关注情境信息和社会属性对群

体行为的影响；（3）使用DNN自动提取高层语义特

征，值得注意的是，背景偏置现象[33]的存在可能会限

制 DNN的性能，而且 DNN并非越深越好，深度过

高可能导致模型训练困难和计算量显著增加。

3 异常事件检测模型

提取监控视频特征之后，需要利用这些特征建

立异常事件检测模型。建模过程大致可分为两个

阶段：训练特征学习模型和离群点检测。由于学术

界对于异常事件并没有明确的定义，也很难罗列出

所有异常事件，学者们对异常事件的基本假设不

同，因此建模角度也各不相同。依据不同的基本假

设和建模角度，可将异常事件检测模型分为 4种类

型。各种异常事件检测模型的优缺点对比如表 2
所示。

表 1 各种特征提取方法特点和适用场景

Table 1 Characteristics and application scenarios of different feature extraction methods

特征提取方法

时空立方体 [25]

时空梯度 [26]

时空兴趣点 [27]

混合动态纹理 [1]

光流方向、模长和熵直方图 [14]

粒子群直方图 [3]

完整轨迹 [28]

子轨迹段 [29]

光流+空间梯度 [30]

光流+位置+轨迹 [16]

方向梯度直方图+光流直方图+
轨迹 [31]

DNN自动提取的特征 [32]

特点

依赖更少训练数据，利于稀疏表示，可实

现快速异常定位、实时监测任务

同时保留视频帧的局部信息和全局结构

仅对局部兴趣区域提取特征，计算代价小

考虑表观特征的动态性，利于检测时间和

空间两个维度的异常

综合考虑方向、速度和熵，对异常事件高

敏感，漏检率低

利于检测全局异常

保留对象移动信息，利于运动模式分析，

对异常模式判别能力强

更小粒度的子轨迹被设计专门用于检测

局部异常，在拥挤场景下鲁棒性好

具备对异常事件高敏感性和正常行为高

鲁棒性

检测车辆异常行为时鲁棒性高

对多类型异常判别能力强

考虑时间维度平滑性和稀疏性，易于特征

降维

适用场景

室内公共场所、地铁站、码头、公共汽车和

公路

户外公共场所

地铁站、停车场、人行道、交叉路口和公路

人行道

室内拥挤场所、人行道和地铁站

高密度拥挤人群

交叉路口、公路、低密度人群

中高密度拥挤人群

户外公共场所、人行道和公路

公路

户外公共场所、人行道和地铁站

所有场景

表 2 不同类型异常事件检测模型的优缺点

Table 2 Advantages and disadvantages of different abnormal event detection models

异常事件检测模型

基于概率推断的模型

基于重构的模型

基于分类的模型

基于聚类的模型

优点

理论完备，模型简单、易于存储，计算代价最小，可

在线更新模型

最灵活，适合于较少的高维训练样本，抗噪能力强

受训练样本分布影响小，抗噪能力强

无须数据分布的先验知识，可在线更新模型

缺点

在高维样本空间中，需要大量训练样本来拟合概

率生成模型

计算代价最高

分类器参数的选择依赖经验

高维特征空间下聚类计算代价高
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3. 1 基于概率推断的模型

异常事件发生的概率远远小于正常事件。依

据这一基本假设，有学者认为异常事件检测模型的

建立是对正常视频行为建模，挖掘正常行为规律后

找出与这些规律存在较大偏差的行为判定为异常。

按照这一研究思路形成了基于概率推断的异常事

件检测模型，它的核心思想是假定正常数据由随机

过程产生，学习一个拟合正常数据的概率生成模

型，然后识别该模型低概率区域中的数据对象，形

式化描述为：设 x为视频中局部时空区域内的特

征，pX (x)是正常数据观测值 X的分布，存在假设检

验模型：H 0: x服从于概率分布 pX (x)；H 1: x服从于

pX (x)以外的未知分布，当 pX (x) < ϵ时，拒绝 H 0，

接受H 1，ϵ为未知分布的标准化常数。

按照需要拟合的概率生成模型参数是否已知，

建模方法又可以分为参数方法和非参数方法。常

用的参数方法有高斯混合模型（Gaussian mixture
model, GMM）、隐马尔科夫模型 (Hidden Markov
model, HMM)、混 合 概 率 主 元 分 析（Mixture of
probabilistic principal component analysis, MP⁃
PCA）等。文献 [27]使用最大似然参数估计方法，

对视频前景和光流能量建立GMM模型，对光流直

方图建立HMM模型，Feng等 [34]则提出一种堆叠多

个GMM的模型对正常行为模式建模，而 Li等 [35]假

设正常事件的表观和运动特征深度表示都服从多

变量高斯分布，结合自编码器和生成对抗网络联合

训练以拟合这种分布。非参数方法中最经典是

Saleemi等 [36]提出的核密度估计（Kernel density es⁃
timator, KDE）方法。

3. 2 基于重构的模型

这类模型假定正常数据能够嵌入更低维度子

空间中，并且能以很小的误差进行重构，而异常数

据的重构误差较大。依据这一基本假设，学者们常

用方法是利用正常行为数据训练一组模型，在测试

阶段，若发现样本无法使用这组模型进行重构，则

将其判定为异常。最常用的方法是稀疏表示和自

编码器。

稀疏表示的基本思想是所有正常视频数据都

可以用一组基底线性表示且表示系数稀疏，无法通

过这组基底线性稀疏表示的样本即为异常，形式化

描述为：利用正常样本 X ={ x 1,x2,…,xn }训练一

个过完备字典 D∈ Rd× k，其中 d≪ k，k为字典中基

底个数，优化目标为

min
D,A

 X - DA
2

F
+ λ A

M 1
（1）

式中：A={ α1,α2,…,αm } ∈R k× n 为 X的稀疏表示，

对测试样本 y∈ Rd，利用字典 D中基底的稀疏线性

组合对其重构，即

α*= argmin 12  y- Dα
2

2
+ λ α 1

（2）

式中：α* ∈ R k是样本 y的重构系数，y的稀疏重构代

价为

SRC= 1
2  y- Dα*

2

2
+ λ α* 1

（3）

可作为异常事件的度量准则。Yuan等 [37]在式

（1）中加入视频结构信息，Jardim等 [38]在式（1）中加

入域转移约束条件并改进优化方法，用于检测移动

摄像机拍摄的异常事件，而 Liu等 [39]提出一种包含

两个动态更新稀疏表示过程的异常事件检测方法，

一个判断区域是否正常，另一个判断区域是否异

常。稀疏表示方法的缺点是数量过多的基底导致

范数优化问题计算代价极高，为克服这一缺点，Lu
等 [26]提出构造多个包含少量基底的小字典，将每组

基底上的系数表示问题转化为最小化均方误差问

题，大大减少计算代价，而胡正平等 [40]则从约简字

典学习输入的角度来降低计算代价，他们利用光流

和非均匀元胞分割对视频中运动目标进行提取，字

典学习时采用 AP聚类将训练样本中具有代表性

的特征作为字典，极大地降低了字典维度。

自编码器的异常事件检测过程是先利用反向

传播算法训练正常视频的自编码网络，再将未知视

频输入网络，根据前向传播算法获得网络输出，计

算输出与输入之间的重构误差，当误差高于某一阈

值时，判定该视频中存在异常事件。Hasan等 [31]设

计的时空卷积自编码网络（Convolutional auto⁃en⁃
coders, Conv⁃AE）有效地学习了视频序列中的正

常模式，而袁静等 [41]在稀疏去噪自编码器的基础

上，增加梯度差约束条件改进了自编码网络的编解

码效果。

3. 3 基于分类的模型

当监控视频的训练数据中包含正常和异常事

件的标注时，异常事件的稀疏性导致训练数据高

度有偏，即异常样本数量远远低于正常样本数量，

因此有学者认为监控视频中异常事件检测是典型

的不平衡分类问题。依据这一基本假设，在某个

特征空间下，正常与异常事件之间存在明显边界，

建模过程就是训练一个分类器，如图 2(a)所示。

Xu等 [18]按照这一研究思路使用单类支持向量机

（One⁃class support vector machine，OCSVM）对深

度融合表示后的特征进行分类，Sun等 [42]将 OCS⁃
VM整合进 CNN以构建端到端模型，而 Xu等 [43]提

出的自适应帧内分类网络将原先的单分类问题发

展 为 多 分 类 问 题 。 更 高 级 的 分 类 方 法 是 Zhou
等 [44]使用的时空卷积神经网络，对视频块执行多
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次卷积和池化操作后，归一化全连接层的输出以

计算异常概率，但是这类方法的难点是如何利用

不均衡的样本集训练分类网络，Chu等 [45]利用手

工特征的稀疏编码结果来指导网络的无监督训

练，美国中佛罗里达大学计算机视觉研究中心提

出的弱监督算法框架 [27]则利用深度多实例排序的

方法训练分类网络。

3. 4 基于聚类的模型

由于正常事件种类较少、特征相似，而异常事

件种类繁多，不胜枚举，因此有学者认为，在某个

特征空间下，正常事件的分布是紧致的，且与异常

事件是可区分的。依据这一基本假设，当训练数

据中只包含正常事件时，正常事件的特征数据会

被聚类成若干个大而紧凑的簇，而异常事件的特

征数据则远离这些簇的聚类中心，即属于小而稀

疏的簇或不属于任何簇，如图 2(b)所示。黄鑫等 [15]

使用这类模型来检测监控视频中的车辆异常行

为，他们利用均值漂移算法对车辆速度值和角度

值进行聚类，使用运动特征量到聚类中心的欧式

距 离 作 为 异 常 判 别 准 则 。 值 得 一 提 的 是 ，

Nawaratne等 [46]提出了结合模糊聚类的增量时空

学习器，可以根据进入系统的新样本在线更新模

型，具有较强的场景自适应能力。

4 异常事件类型和实验数据集

4. 1 异常事件类型

监控视频中大多数异常事件具有特性：

（1）稀疏性——异常事件相比于正常行为而

言，它们是偶尔发生的。

（2）特殊性——异常事件与正常行为是与众

不同的，它们有十分明显的特征。

（3）可变性——异常事件并非一成不变，随着

时间的推移，异常事件和正常行为之间可以相互

转化。

异常也称为离群点，可分为 3类：全局离群点、

情境离群点和集体离群点。全局离群点是最简单

的异常形式，并且最容易检测。如果一个数据对象

显著地偏离数据集中的其他对象，那么它对应为全

局离群点。情境离群点是关于数据对象的特定情

境显著偏离其他对象。例如，如果一个骑车者与其

他骑车者相比骑得更快，若交通十分拥挤，将该骑

车者判定为异常；若交通很通畅，则判定为正常。

在情境离群点的检测中，情境必须作为问题定义的

一部分加以说明。数据对象的一个子集形成集体

离群点，尽管个体数据对象可能不是离群点，这些

对象作为整体显著地偏离整个数据集。例如，公共

场所短时间内聚集的一群人可被视为集体异常

事件。

按照异常事件在场景中发生规模的大小和持

续时间的长短，也可分为局部异常和全局异常。局

部异常事件关注如下异常：在时间和空间关系中较

周围邻域剧烈的异常活动，通常发生在场景的特定

区域，如局部反方向运动和快速驶入画面的货车。

全局异常事件关注如下异常：在一定时间段发生的

异常大于其他时间段，可以存在于视频的某个片段

或某一帧中，而不指出其发生的空间确切位置，如

人群聚集、恐慌和暴乱等剧烈的异常活动。目前已

经有 Vagia等 [47]提出能够在交通场景中同时检测

全局异常和局部异常的先进方法。

4. 2 实验数据集

近年来学者们开发了一些监控视频异常事件

检测数据集，如表 3所示。人群稠密场景的特点是

人流量大，比如地铁站、医院和公园等公共场所，代

表 数 据 集 是 UMN，UCSD，Avenue 和 Hockey
Fight。人群稀疏场景的代表性数据集是 CAVI⁃
AR，PETS 2009，ShanghaiTech和 Subway Exit &
Entrance。交通场景是指交叉路口、高速公路和停

车场等，异常事件主要由车辆产生，如车辆超速、闯

红 灯 和 越 过 停 止 线 等 ，代 表 性 数 据 集 是 UCF ⁃
Crime，QMUL Junction，ViF和 LV。

4. 2. 1 检测算法性能评价

异常事件检测的性能评价通常分为帧级别和

像素级别两种粒度。在帧级别评价中，一旦检测出

某一帧包含异常事件，则将该帧判定为异常帧。帧

级别评价仅仅关注异常事件在时间维度上定位的

准确性，不考虑空间维度定位，可能会出现假阳性

情况，即将真实异常帧中的正常事件误判为异常事

件，因此同时关注异常事件空间和时间定位的像素

级别准则更加可靠。在像素级别评价中，如果检测

到某一帧的异常像素块占真实异常像素块的比例

达到某一阈值，则该帧被判定为异常帧。常用的算

法性能指标是受试者工作特性（Receiver operating
characteristic, ROC）曲线下的面积，即 AUC（Area

图 2 基于分类的模型和基于聚类的模型示意图

Fig.2 Schematic diagrams of classification-based model
and cluster-based model
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under curve）。 假 定 ROC 曲 线 是 由 坐 标 为

{ ( x 1,y1 ),( x2,y2 ),…,( xm,ym ) }的 点 按 序 连 接 而 形

成，则AUC可估算为

AUC= 1
2 ∑i= 1

m- 1

( xi+ 1- xi ) ( yi+ yi+ 1 )

如果一个异常事件检测算法的 AUC越大，则

表明该算法性能越好。

4. 2. 2 典型异常检测算法性能

近年来提出的典型异常事件检测方法在不同

实验数据集上的AUC实验结果如表 4所示。

表 4 异常事件检测方法在实验数据集上的AUC值

Table 4 AUC values of the abnormal event detection methods on the experiment datasets

特征提取

方法

HOFME[14]

HOS+HOG[48]

MDT[1]

SDAE[18]

HOG+HOF+MBH
时空梯度

时空立方体

PCANet
时空立方体

视频序列

光流+空间梯度

视频序列

异常事件

检测模型

KNN
OCSVM
CRF

OCSVM
判别学习 [49]

快速字典学习 [21]

结构字典学习 [37]

深度GMM[34]

Deep⁃cascade[50]

Stan[51]

sRNN[5]

U⁃Net+GAN[25]

ConvAE+GAN[52]

C3D⁃AE[53]

ConvAE[26]

ConvLSTMAE[54]

AnoPCN[55]

AUC/%
Ped1
f

-
85.0
81.8
92.1
-
91.8
93.2
92.5
99.6

82.1
-
83.1
-
92.3
81.0
89.9
-

p

72.7
74.0
66.2
67.2
-
63.8
71.6
69.9
-
-
-
-
-
-
89.9

75.5
-

Ped2
f

-
78.0
85.0
90.8
-
-
-
97.9

95.3
96.5
-
95.4
-
91.2
90.0
87.4
-

p

87.5
74.0
82.9
-
-
-
-
55.8
-
-
92.2
-
-
-
87.4
88.1
96.8

Entrance
f

81.5
-
89.7
-
69.1
-
-
-
-
-
-
-
-
-
94.3

93.3
-

Exit
f

84.9
-
90.8
-
82.4
-
-
-
-
-
-
-
-
-
94.0

87.7
-

Avenue
f

-
-
-
71.7
89.6

-
-
75.4
-
87.2
87.2
84.9
-
80.9
70.2
80.3
-

p

-
-
-
33.2
-
-
-
-
-
-
81.7
-
-
-
80.0
77.0
86.2

UMN
f

-
98.1
99.5

-
91.0
-
-
-
-
-
-
-
99.6
-
-
-
-

注：f表示帧级别，p表示像素级别。

表 3 不同应用场景下的实验数据集

Table 3 Experiment datasets in different application scenarios

实验数据集

QMUL Junction

CAVIAR

Hockey Fight
Subway

Exit & Entrance
ShanghaiTech
Avenue
UCSD

Ped1 & Ped2
PETS 2009

ViF

LV

UCF⁃Crime

UMN

场景

公路交通

商场、球场等室

内公共场所

地铁站

学校

人行道

以上多种场景

组合

异常事件

违反交通规则行为

行人单独行走、休息、昏厥、多人会面、进出商场、打架和留下

可疑物品

曲棍球比赛中的暴力斗殴行为

乘客走错路线和跳过检票口

骑自行车、推婴儿车、翻越栏杆、奔跑、追逐和争吵

行人奔跑、行走方向错误、出现非行人实体和留下可疑物品

人行道上出现非行人实体和异常行人运动模式

行人奔跑、人群迅速分散和人群聚集

拥挤人群的暴力行为

室内、街道、公路等公共区域内 32种异常事件

逮捕、纵火、交通事故、盗窃、爆炸、打架、枪击、入店行窃和故

意破坏等 13种犯罪案件

遗落物品、异常人群活动、摄像机遮挡、受限制区域内运动和

街头行人闲逛

分辨率/像素

360×288

384×288

360×288

720×576

856×480
640×360
238×158
360×240
768×576
320×240
176×144
1 280×720

320×240

320×240

总时长

1 h

2 h

16.7 min

3 h

3.01 h
30 min

10 min

8 min
14.76 min

3.93 h

128 h

27 min
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5 结 论

目前，监控视频中异常事件检测技术已经在低

层视觉特征提取方法、特征学习模型和异常检测方

法等方面取得重要成果。但是，学术界的大多数研

究成果尚且无法实际应用。为了设计出符合工业

产品级要求的原型系统，学者们需要在高层语义特

征提取、复杂场景下行为建模以及实时数据处理等

方面深入研究。

监控视频中异常事件检测的挑战很大程度上

来源于场景复杂性。（1）异常事件种类丰富，基本事

件的特征表示对异常检测效果影响巨大，而低层视

觉特征难以准确地对复杂场景下的基本事件进行

表示，目前学术界缺少由低层视觉特征构建高层语

义特征的研究成果，探索丰富多样的语义特征表达

形式值得学者进一步研究。（2）随着长时间的监

控，异常事件变化多端，先前的异常事件可能会成

为正常事件，无专家交互很难辨别异常行为，离线

训练的特征学习模型无法适应这种变化，因此必须

采用具备模型自动更新能力的在线特征学习模

型。（3）为了增强模型的鲁棒性，减小环境噪声对检

测结果的影响同样值得关注。

目前国内大多数城市的公共区域都已经安装

视频监控系统，收集的视频能够为众多犯罪案件提

供重要线索，但是这些摄像头只能被动记录视频，

作为事后调查的依据，而无法实时预警。异常事件

实时检测系统的研究正好满足智能监控中自动实

时预警的迫切需求，典型的系统如中科院自动化所

谭铁牛院士主持的实时智能视频监控预警系统。

监控视频中异常事件检测任务既是数据密集型，也

是计算密集型，非结构化、高度冗余的视频数据增

加了实时处理分析的难度，目前大多数异常事件检

测算法难以满足实时预警的要求。在线处理实时

产生的监控视频大数据不仅需要充分利用视频编

解码信息，甚至需要高性能计算机的支持或发挥云

计算平台并行计算的优势。另外，开发多摄像头框

架下的实时检测系统也值得进一步探索。
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