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抗离群值的鲁棒正则化贯序超限学习机

郭 威 汤克明 于建江
（盐城师范学院信息工程学院，盐城，224002）

摘要：针对离群值环境下的在线学习问题，提出一种鲁棒正则化贯序超限学习机（Robust regularized online
sequential extreme learning machine，RR⁃OSELM）。RR⁃OSELM以增量学习新样本的方式实现在线学习，并在

学习过程中基于样本的先验误差进行逆向加权计算以降低学习模型对于离群值的敏感性；同时 RR⁃OSELM通

过融合使用 Tikhonov正则化技术进一步增强了其在实际应用中的稳定性。实验结果表明，RR⁃OSELM具有较

同类算法更好的鲁棒性和实用性，对于离群值环境下的在线建模与预测问题是积极有效的。
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Robust Regularized Online Sequential Extreme Learning Machine for

Outliers Restraining

GUO Wei，TANG Keming，YU Jianjiang
（College of Information Engineering，Yancheng Teachers University，Yancheng，224002，China）

Abstract: Aiming at the online learning with outliers， this paper proposes a robust regularized online
sequential extreme learning machine（RR ⁃OSELM）. The proposed RR ⁃OSELM is able to learn the newly
arrived samples incrementally by a recursive fashion，and assign inverse weights for each example based on
the priori error so as to reduce its sensibility to outliers. The Tikhonov regularization technique is incorporated
in the RR⁃OSELM to further enhance the stability of the algorithm in real applications. Experimental results
show that the proposed RR⁃OSELM is more robust than its counterparts，and it can be applied to the online
modeling and prediction of data streams with outliers.
Key words: online sequential extreme learning machine；outlier；robustness；Tikhonov regularization；online

learning

在线学习是当前机器学习研究领域的一个重

要方向，其基本思想是随着数据样本的不断到达，

学习器能够对当前样本进行“局部”学习并保持模

型的同步更新。与采用批量计算模式的离线学习

方法相比，在线学习方法能以增量的方式实现对数

据样本的持续快速学习，为解决目前广泛存在的数

据流在线建模与预测问题提供了天然的解决方

案 [1⁃3]。此外，在现实的在线应用中，由于机械故

障、设备退化、人为错误等原因，实际采集的在线数

据中不可避免会存在少量的离群值，离群值的存在

会严重影响在线建模的准确性以及后续的预测效

果。因此，如何增强在线学习算法对于离群值的抗

干扰能力和鲁棒性是一个非常重要而现实的研究

课题。

在 线 贯 序 超 限 学 习 机 (Online sequential ex⁃
treme learning machine, OSELM) 是近年来广受关
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注的一种新颖而实用的在线学习算法 [4]，该算法以

超限学习机 (Extreme learning machine, ELM)[5] 的
逼近理论为基础，将单隐层前馈神经网络 (Single
layer feedforward networks, SLFNs)的训练问题转

化为线性方程组的求解问题，并采用递归最小二乘

(Recursive least squares, RLS)方法递推计算输出

权值以实现算法的在线更新。相比其他常见的在

线学习算法，OSELM不仅具有更好的泛化性能，

而且在学习速度上优势明显，目前已在数据流在线

建模与预测研究领域获得了成功应用，如降雨量预

测 [6]，风速预测 [7]，时间序列预测 [8⁃9]，时变系统预

测 [10⁃11]等。然而，RLS方法对于噪声数据的天然敏

感性 [12]也使得基于 RLS的 OSELM算法在噪声或

离群值环境下的泛化性能将严重下降。为了增强

OSELM对于噪声数据的处理能力，文献 [13]提出

了一种基于双目标优化的正则化 OSELM 算法

(Regularized OSELM, R⁃OSELM)，该算法在学习

过程中同步追求训练残差和输出权值模的最小化，

有效提高了模型的泛化性能和稳定性，并在一定程

度上增强了对于噪声和离群值的抗干扰能力，但该

算法并非解决离群值问题的针对性方法，其抗离群

值能力相对现实需求仍然较差。结合噪声补偿机

制，文献 [14]提出了一种基于最小均方差的在线超

限学习机 ESEP⁃ELM，并将其应用于含离群值混

沌时间序列的在线建模与预测。实验结果显示，

ESEP⁃ELM具有较原始 OSELM更好的稳定性和

更高的计算效率，并且对离群值有较强的抵抗能

力，但其学习精度不如 OSELM。近年来，学者们

以超限学习理论为基础并结合不同的优化学习方

法，提出了多种抗离群值的鲁棒 ELM算法 [15⁃19]，但

这些算法均基于离线学习方式，在在线情形下并不

适用。

针对离群值环境下的在线学习问题，本文提出

一种具有抗离群值能力的鲁棒正则化贯序超限学

习 机 (Robust regularized online sequential extreme
learning machine, RR ⁃OSELM)。RR ⁃OSELM 继

承了OSELM贯序学习的基本思想，并在在线学习

过程中基于样本的先验误差进行逆向加权计算，以

有效抑制离群值对学习模型的影响；同时，RR⁃OS⁃
ELM通过引入 Tikhonov正则化技术使得算法具

有良好的稳定性。仿真实验验证了 RR⁃OSELM
的鲁棒性和实用性。

1 OSELM算法

OSELM[4]是 ELM[5]的在线学习版本。对于 N
个任意的不同样本 ( x i,  y i ) ∈ R d× Rm，具有 n个隐

层节点并且隐层激活函数为 g ( x )的 SLFNs可表

示为

∑
j= 1

n

β j g j ( x i )= ∑
j= 1

n

β j G ( a j,bj,x i )

i= 1,2,⋯,N (1)
式中:aj和 bj分别是第 j个隐层节点的输入权值和偏

移，ββj是连接第 j个隐层节点与输出层的输出权

值，gj ( x i ) = G ( a j,bj,x i )表示第 j个隐层节点关于

输入向量 xi的输出。

该 SLFNs能以零误差逼近这 N个样本，即存

在(aj ,bj)及 ββj使得

∑
j= 1

n

β j G ( a j,bj,x i )= y i i= 1,2,⋯,N (2)

式(2)可写成如下矩阵形式

Hβ= Y (3)
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根据文献 [5]中的插值理论，只要 g ( x )无限可

微，SLFNs的隐层节点参数 (aj ,bj)可随机生成并保

持不变，则H为一常数矩阵，这样就将 SLFNs的训

练问题等价转化为求解线性系统 Hβ= Y的最小

二乘解 β̂

 Hβ̂- Y = min
β
 Hβ- Y (6)

ELM采用最小模最小二乘解作为网络的输出

权值，即

β̂= H †Y (7)
式中，H †为 H的Moore⁃Penrose广义逆。若 H TH

非奇异，式(7)可进一步表示为

β̂= H †Y= (H TH) -1H TY (8)
为了满足在线学习的需要，Liang等 [4]将贯序

学习的思想用于 ELM并提出一种可增量学习训练

样本的在线学习算法 OSELM，其学习过程描述

如下。

在初始化阶段，对于给定的初始训练子集

Ωk- 1 = {( x i,yi ) |i= 1,…,k- 1 }，根据式 (8)初始的

输出权值可表示为

β k- 1 = P k- 1H T
k- 1Y k- 1 (9)

式中 P k-1=( H T
k-1H k-1 ) -1，H k-1=[hT1     hT2   ⋯    hTk-1]

T
，

Y k- 1 =[ y1     y2    ⋯    yk- 1] T。
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在在线学习阶段，每当获取到一个新的训练样

本 ( x k,yk )，则按照下式递推计算输出权值

P k= P k- 1-
P k- 1hTk h k P k- 1

1+ h k P k- 1hTk
     

β k= β k- 1 + P khTk ( yk- h k β k- 1 )    
(10)

式中 h k=[ G ( a1,b1,x k )      ⋯      G ( an,bn,x k ) ]。

2 鲁棒正则化贯序超限学习机

2. 1 RR⁃OSELM学习模型

根据 OSELM 算法 [4]的实现过程可知，原始

OSELM算法以最小二乘 (Least squares, LS)作为

学习准则，追求误差平方和的最小化，即其代价函

数可表示为

J ( β k )=  Hβ k- Y
2
= ∑

i= 1

k

| yi- h i β k |
2
(11)

然而，LS学习准则对于离群值非常敏感 [12]并

易于生成过拟合的学习模型，从而导致 OSELM
在离群值环境下的泛化性能将严重下降。作为改

进算法，R⁃OSELM[13] 借鉴统计学习理论中的结构

风险最小化原理，在学习过程中同时追求经验风险

（训练残差）和结构风险（输出权值的模）的最小化，

即其对应的代价函数为

JR (β k ) =  Hβ k- Y
2
+ δ  β k 2

=

∑
i= 1

k

| yi- h i β k |
2
+ δ  β k 2 (12)

式中 δ为权衡这两种风险的正则化参数。尽管 R⁃
OSELM通过使用正则化方法有效避免了迭代学

习过程中潜在的病态矩阵求逆问题，从而增强了算

法的稳定性，并在一定程度上减轻了对于离群值的

敏感性，但其抗离群值能力仍然非常有限。直观上

分析，若当前训练样本 ( x k,yk )为离群值样本，则其

对应的训练残差 yk- h k β k 将严重偏离正常范围，

此时代价函数 JR ( β k )在整体上是有偏的，显然在此

情形下训练得到的学习模型也将是不准确的。

为进一步增强 R⁃OSELM 对于离群值的鲁棒

性，本文引入 Tikhonov正则化技术和样本加权的

思想，提出一种新的鲁棒正则化 OSELM 学习模

型(RR⁃OSELM)。该模型对应的代价函数如下

JRR ( β k )= ∑
i= 1

k

φi | yi- h i β k |
2
+ δ  β k 2

(13)

式中 φi 为一个非负的权值系数，用来对不同的学

习样本进行加权。本文借鉴文献 [20]中的方法，基

于当前样本的先验误差进行逆向加权计算，以对离

群值样本所产生的较大扰动误差进行反向抑制，从

而减轻离群值对学习模型所带来的不利影响，即对

于当前学习样本 ( x k,yk )，其对应的权值为

φk=
1

 h k ek
1

   (14)

式中 ek= yk- h k β k- 1为当前样本的先验误差。这

里注意到，φk 的计算结果可能大于 1，而这会影响

算法的收敛性，为解决此问题，本文使用

φk= min (1,     1
 h k ek

1
)    (15)

2. 2 RR⁃OSELM模型的递归求解

下面将推导出 RR⁃OSELM模型中输出权值

β k的递推计算公式以满足在线学习的要求。让代

价函数 JRR ( β k )对 β k求微分并令结果为零，可得法

方程

R k β k=Φ k (16)
式中

R k= ∑
i= 1

k

φihTi h i + δI= R k- 1 + φkhTk h k (17)

Φ k= ∑
i= 1

k

φihTi y i =Φ k- 1 + φkhTk yk (18)

对式(17)应用 Sherman⁃Morrison公式 [21]可得

R-1
k =( R k- 1 + φkhTk h k ) -1=

R-1
k- 1-

φkR-1
k- 1hTk h kR-1

k- 1

1+ φkh kR-1
k- 1hTk

(19)

令 P k= R-1
k ，则式(19)可重写为

P k= P k- 1-
φk P k- 1hTk h k P k- 1

1+ φkh k P k- 1hTk
(20)

综合式(16)和式(18)，β k可表示为

β k= R-1
k Φ k= P k (Φ k- 1 + φkhTk yk ) =

P k ( R k- 1 β k- 1 + φkhTk yk )
(21)

将式(17)代入式(21)中，有

β k= P k ( ( R k- φkhTk h k ) β k- 1 + φkhTk yk ) =
β k- 1- φk P khTk h k β k- 1 + φk P khTk yk=
β k- 1 + φk P khTk ( yk- h k β k- 1 ) =
β k- 1 + φk P khTk ek   

(22)

综上，RR⁃OSELM模型中输出权值 β k的递推

计算公式可最终表示为

P k= P k- 1-
φk P k- 1hTk h k P k- 1

1+ φkh k P k- 1hTk
β k= β k- 1 + φk P khTk ek   

(23)

式中 φk 由式 (15)计算得到，并且当 φk ≡ 1时，RR⁃
OSELM退化 R⁃OSELM。

2. 3 RR⁃OSELM的鲁棒性分析与比较

根据式(10)，OSELM（及 R⁃OSELM）算法中输

出权值的微分向量可表示为

Δβ k= β k- β k- 1 = P khTk ek   (24)
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则其 L1范数为

 Δβ k
1
= | ek | P khTk

1
  (25)

由式 (25)容易看出，受离群值样本扰动误差 ek
的影响，OSELM（及 R⁃OSELM）算法中输出权值

的微分向量的 L1范数将快速增加，导致学习模型

不够准确。

类似地，根据式 (23)可以得到 RR⁃OSELM算

法中输出权值的微分向量的 L1范数为

 Δβ k
1
=  φk P khTk ek

1
=

 P khTk
1

 h k
1

(26)

可以看到离群值样本所带来的扰动误差 ek并

没有对 Δβ k
1
造成直接影响。使用著名的向量范

数不等式

1
n
 Δβ k

1
≤  Δβ k

2
≤  Δβ k

1
(27)

可进一步得到 RR⁃OSELM算法中 Δβ k的 L2范数也

是有界的，即 RR⁃OSELM算法对离群值具有良好

的抗干扰能力和鲁棒性。

3 实 验

为了评估 RR⁃OSELM算法的鲁棒性，本文通

过 1个人工函数逼近问题和 7个标杆混沌时间序列

预测问题对其进行了实验验证，并将实验结果与

ELM[5]，R⁃ELM[19]，OSELM[4]，R⁃OSELM[13]进行比

较。对于每个测试实例，报告的实验结果为 20次
独立实验的平均值，算法性能评价标准采用均方根

误差(RMSE)

RMSE= 1
N ∑i= 1

N

( yi- ŷ i )2 (28)

式中：yi，ŷ i分别为真实值和预测值，N为测试样本

的数目。

3. 1 “SinC”函数逼近

“SinC”函数逼近是评估学习模型学习拟合能

力的常用实例 [5]，其函数表达式为

y ( x )= ì
í
î

( sin x ) /x            x ≠ 0 
1                                     x= 0

(29)

根据式 (29)分别生成各包含 5 000个数据样本

(xi , yi) 的训练集和测试集，其中自变量 xi为区间

(-10, 10) 内的随机数。为了检验各种算法对于

离群值的鲁棒性，训练集中 10%的正常样本被离

群值样本所替换，即将这些样本的输出 yi用范围在

(-2, 2)之间的随机数来代替。

本实例的实验设置如下。参照文献 [5]，所有

学习算法的隐层节点个数统一设置为 20；对于OS⁃
ELM，R⁃OSELM和 RR⁃OSELM，初始训练样本个

数设置为 100；此外，对于 R⁃ELM，R⁃OSELM和

RR⁃OSELM，笔者验证了其在不同正则化参数条

件下的泛化性能，并给出了最优条件下的实验结

果。为了便于比较，每种算法均在训练集包含离群

值和不包含离群值两种情形下分别进行对照实验，

并收集各自情形下的测试 RMSE和训练时间。

根据 OSELM算法的稳定性分析 [22]，该算法的

泛化性能对隐层节点个数较为敏感，而在当前实验

条件下 OSELM的性能极不稳定，其 20次实验的

平均测试误差超出了合理的范围，故本实例中略去

了 OSELM的实验结果而仅给出其他 4种算法的

实验结果，如表 1所示。比较 4种算法在非离群值

和离群值环境下的测试结果可得，当训练集中包含

离群值时，ELM，R⁃ELM，R⁃OSELM的预测误差

增加了数十倍，而 RR⁃OSELM的测试 RMSE仅为

原来的 1.7倍。另外，在训练时间方面，ELM 和 R⁃
ELM这两种离线算法的训练时间明显少于 R⁃OS⁃
ELM和 RR⁃OSELM这两种在线算法的训练时间；

尽管 RR⁃OSELM在在线学习过程中需要进行额

外的加权计算，但其在线学习时间仅比 R⁃OSELM
稍长。总之，与 R⁃OSELM相比，RR⁃OSELM能在

少量增加学习时间的前提下显著增强算法对于离

群值的鲁棒性。

为了更直观地比较 R⁃OSELM和 RR⁃OSELM
对于离群值的抵抗能力，给出了这两种学习算法在

训练集不包含离群值和包含离群值两种情形下对

“SinC”函数进行逼近的典型输出曲线图，分别如

图 1，2所示。由图 1容易看出，R⁃OSELM在非离

群值环境下的实际输出与期望输出拟合较好，但在

表 1 “SinC”函数逼近问题的性能比较

Tab. 1 Performance comparisons for learning“SinC”

算法

ELM
R⁃ELM
R⁃OSELM
RR⁃OSELM

测试 RMSE
无离群值

2.62E-04
8.96E-04
1.78E-03
1.74 E-03

有离群值

2.05E-02
1.74E-02
1.72E-02
2.91E-03

训练时间/s
无离群值

0.010 93
0.005 46
0.224 37
0.246 09

有离群值

0.012 50
0.003 12
0.232 18
0.259 06
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训练集包含离群值时，其实际输出为了拟合无效的

离群值数据而严重偏离期望输出；相对地，图 2所
示的拟合曲线表明 RR⁃OSELM在两种情形下都

具有良好的学习拟合效果，这进一步验证了本文提

出的 RR⁃OSELM算法对于离群值具有较好的抗

干扰能力。

3. 2 混沌时间序列预测

本小节选择 Mackey⁃Glass，Rossler，Logistic，
Henon，Lorenz，Ikeda和 Quadratic这 7个经典的混

沌时间序列作为实验数据集，时间序列数据采用四

阶 Runge⁃Kutta算法生成得到。为评估各种算法

对于离群值的鲁棒性，在各时间序列的训练集中根

据其大小不同添加了一定数量的离群值，这里离群

值由随机数发生器随机生成，生成范围为各训练集

中的最小值与最大值之间的开区间。表 2给出了

7个时间序列数据集的完整描述，其中 d，τ分别表

示对时间序列进行相空间重构的嵌入维数和时间

延迟。

对于上述包含离群值的时间序列数据集，分别

使用 ELM，R ⁃ELM，OSELM，R ⁃OSELM 和 RR ⁃
OSELM 5种算法对训练样本进行学习建模，并在

测试集上对其预测性能进行比较。各算法的实验

参数设置如下：对于 ELM和 OSELM，需要确定的

模 型 参 数 仅 有 隐 层 节 点 个 数 n，为 此 ，笔 者 在

[10,200]区间内以 10为间隔逐渐增加 n，同时记录

算法在不同 n下的预测 RMSE，并报告 20次实验

中平均预测误差最小的实验结果。对于 R⁃ELM，

R⁃OSELM和 RR⁃OSELM，本文采用网格遍历法

来评估算法在不同隐层节点个数 n和正则化参数 δ

的二元参数组合下的预测性能：其中 n={10,20,
…,190,200}，δ={10-10,10-9,…,104,105}，平均预

测误差最小的实验结果及其对应的模型参数将被

报告。另外，对于 OSELM，R⁃OSELM，RR⁃OS⁃
ELM这 3种在线学习算法，初始训练样本个数统

一设置为 200。各种算法最终选择得到的最优模

型参数如表 3所示。

与表 3对应，表 4给出了各种算法在测试集上

图 1 R⁃OSELM的函数逼近结果

Fig. 1 Function approximation results of R⁃OSELM

图 2 RR⁃OSELM的函数逼近结果

Fig. 2 Function approximation results of RR⁃OSELM

表 2 数据集描述

Tab. 2 Dataset description

时间序列

Mackey⁃Glass
Rossler
Logistic
Henon
Lorenz
Ikeda

Quadratic

训练样

本

1 000
1 500
1 500
1 500
1 500
1 500
1 500

测试样

本

500
500
500
500
500
500
500

离群值

个数

8
13
13
13
13
13
13

( d,τ )

(17, 1)
(1, 5)
(4, 1)
(4, 1)
(9, 1)
(5, 1)
(5, 1)

708



第 5 期 郭 威，等：抗离群值的鲁棒正则化贯序超限学习机

的最优预测 RMSE。由表 4可以看出，在所有 7个
包含离群值的时间序列数据集上，ELM、OSELM
的预测结果最差，采用正则化技术的 R⁃ELM、R⁃

OSELM的预测结果稍好，而本文提出的 RR⁃OS⁃
ELM总能够取得最好的预测性能，表现出更强的

鲁棒性。

4 结 论

为增强OSELM在离群值环境下的鲁棒性，本

文提出一种具有抗离群值能力的鲁棒正则化贯序

超限学习机 RR⁃OSELM。与原始OSELM算法完

全使用最小二乘作为代价函数不同，RR⁃OSELM
在代价函数中引入权值系数并基于样本的先验误

差进行逆向加权计算，以抑制离群值残差对模型更

新所造成的不利影响，从而有效降低了在线学习模

型对于离群值的敏感性；同时 RR⁃OSELM内置的

正则化技术也保证了算法的持续稳定性。RR⁃OS⁃
ELM的鲁棒性通过实验进行了验证，实验结果表

明 RR⁃OSELM确实具有较对比算法更强的离群

值抵抗能力。

与目前常见的基于离线批处理学习方式的鲁

棒学习模型 [15⁃19]相比，RR⁃OSELM最突出的优势

在于其在保持 OSELM优越的在线学习能力的同

时还兼具良好的抗离群值能力，特别适用于训练样

本连续到达且包含离群值的在线学习问题。
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