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基于 L1范数的 k平面聚类算法设计
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摘要：基于 L2范数度量的 k平面聚类（k⁃Plane Clustering，kPC）设计思想，本文提出了一种采用 L1范数度量的聚

类算法。由于在平面更新步骤中，所导出的优化问题是非凸的，文中给出了一种求解方法，即将非凸问题转化为

有限个子集上的凸问题，为避免求解多个优化问题导致训练时间过长问题，本文还设计了一种新的优选策略，有

限个子集的搜索任务可在线性时间内完成。本文所提出的方法只需要求解 k个线性规划，而不再是 kPC的求解

特征值问题。在人工和UCI数据集上的实验结果表明：基于 L1范数平面聚类算法的训练和测试时间更短，且在

大多数数据集上均表现出了更好的聚类性能。
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Abstract: Inspiring by the k ⁃ plane clustering（kPC）on L2 norm metrics，a L1 norm clustering algorithm is
proposed by introducing L1 metric into clustering，which is termed as L1 kPC（k ⁃ plane clustering using L1
norm）. The plane ⁃ updating of L1 kPC can be characterized by a nonconvex optimization problem. An
alternative strategy is provided to conquer such non ⁃ convexity. That is，the nonconvex problem can be
transformed into a series of convex problems on a finite number of subsets. Meanwhile，in order to avoid
solving multiple optimization problems on individual subsets thereby resulting in heavy training burden，a
search strategy is also provided to seek suitable subset and this search task can be completed in a linear time.
Thus the foresaid optimization problem only needs to solve k linear programming instead of solving the k
eigenvalue problems in kPC. Experimental results on artificial and UCI datasets show that the proposed
method has less training and testing time⁃consume，and comparable or even better clustering performance on
the majority data sets.
Key words: L1 norm；convex problem；plane clustering；linear programming

聚类算法是分析高维数据的一种重要方法，是

进行数据整理和数据分析的关键技术，被广泛应用

在机器学习、模式识别 [1⁃3]和图像处理 [4⁃5]等领域。

目前，在这些领域存在很多聚类算法 [6⁃8]，其中针对

某一领域的具体研究问题，多数研究者认为算法的

选择主要取决于以下 3个因素：（1）数据分布；（2）
聚类目的；（3）聚类的应用背景。根据上述 3种因

素，可以将聚类算法分成如下几类：（1）基于划分的
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方 法 ，代 表 算 法 有 C ⁃ means，FCM (Fuzzy C ⁃
means)，k ⁃中心算法 (k ⁃medoids[9⁃10]和 kPC算法 [11])；
（2）基于层次的方法，如 Fuzzy J ⁃means算法 [12⁃14]；

（3）还有基于密度、网格和模型的聚类方法。本文

仅关注基于划分的聚类方法。

设给定 n个样本具有 k个簇，kPC算法采用“平

面原型”代替 C⁃means算法的“点原型”，训练过程

主要包括两个步骤：（1）样本归簇。将样本聚类到

距其最近的那个平面所在的簇；（2）平面更新。根

据每一簇的样本，重新计算拟合超平面。重复步骤

（1）和（2），直到所有样本所属簇不再发生变化。

该算法对平面型分布数据的聚类效果尤为明显，自

该算法提出以来，一直受到广泛学者的关注。与

C ⁃means一样，kPC属于硬聚类算法，即样本只能

严格属于某一类，受 FCM算法的启发，王颖等 [15]引

入模糊隶属度的概念，提出了模糊 k⁃平面聚类算法

(Fuzzy kPC，FkPC)，实验验证该算法一定程度上能

够抵制噪声的影响。继续在 FkPC基础上，引入正

交约束条件，提出模糊正交 kPC算法 OFkPC（Or⁃
thogonal FkPC）[16]。模糊正交 OFkPC算法仍以平

面原型为出发点，该实验上表明这种引入模糊正交

的方法较 FkPC有更好的聚类效果，且具备特征降

维的能力。文献[17⁃18]在 kPC的基础上，引入样本

邻域信息，提出了局部的 k⁃平面聚类算法，通过使

平面局部化的方式来替代聚类平面的无限延伸性，

实验验证这种方式大大提高了 kPC的聚类效果。

之后受到监督学习 TWSVM（Twin support vector
machine）[19⁃20]的启发，文献 [21⁃23]提出了新的平面

聚类算法，该算法在目标函数中引入类间信息进行

优化，使得每类的样本点尽可能地靠近该类的拟合

平面，同时远离其他类的拟合平面。然而，上述算

法本质上均基于 L2范数设计的平面聚类算法。文

献 [23]提 出 的 FRTWSVC 算 法（Fast robust twin
support vector clustering）是目前唯一使用 L1范数

度量的平面算法，该算法期望达到通过抑制野值影

响来求解较为鲁棒的聚类平面，这种做法不是针对

kPC算法本身，且牺牲了 kPC算法原始的几何意

义，即点到平面的距离。此外，kPC算法的设计思

想同样也应用在平面高斯人工神经网络中 [24]。单

纯就聚类效果而言，上述文献的实验均说明，C ⁃
means和 FCM对球形或椭球形分布（高斯分布）的

数据非常有效，而 kPC比较适合平面子集分布的

数据。为了保持 kPC的几何意义，本文在 kPC基

础上，将 L2范数替换成 L1范数求解，避免了 kPC
算法中求解特征值和特征向量的问题，而且运算时

间也有所缩短，聚类精度有所提高，将此方法命名

为 L1kPC。

1 kPC聚类

kPC算法采用 k个超平面代替 C⁃means算法中

的聚类中心，为表述方便，设待定的 k（k为聚类个

数）个超平面，定义如下：Pi={ x|wT
i x- γi= 0 }，

i= 1,2,⋯,k。 给 定 样 本 集 X={ x 1,x 2,⋯,x n }，
x j ∈ R d，Ci 表示第 i个聚类（Cluster, 亦可称之为

簇）中的样本集，且 Ci ∩ Cj=∅,(1 ≤ i ≠ j≤ k )，

∪
i= 1

k

Ci = X。

kPC算法训练过程分为两步：（1）样本归簇（根

据样本距 k个超平面距离远近划分样本簇）；（2）聚

类更新（在每个划分好的簇点集上，重新计算该簇

的拟合平面）。

kPC算法的每个聚类平面，均需计算如下优化

问题

min
(w,γ ∈ Rd+ 1)

||Aw- eγ||22

s.t. ||w ||22 = 1
（1）

式中：A为簇样本，(w,γ )为拟合平面wT x- γ= 0
的法向量和阈值，e为分量全为 1的列向量。如

kPC文献所述，该问题求解可归结为计算特征值

问题。

2 L1 kPC聚类算法

如前所述，kPC算法由于需要求解矩阵特征值

问题，导致算法的时间复杂度较高。同时考虑到

L1范数较之 L2范数具有更好的性能，如鲁棒性、

解的稀疏性等。本文借鉴 kPC的设计思想，提出

了基于 L1范数的 L1kPC算法，然而所导的问题是

非凸的。为解决这一问题，本节给出一种将非凸问

题转化为有限个子集上的凸问题，同时为避免求解

多个子集上的凸问题，本文亦提供了一种优选策

略，只需保证要在一个合适的子集上完成优化

问题。

2. 1 L1 kPC设计思想

借鉴 kPC的设计思想，采用 L1范数设计算法，

所得 L1kPC的优化目标为

min
(w,γ ∈ Rd+ 1)

||Aw- eγ||1

s.t. ||w ||1 = 1
（2）

式中：|| ⋅ ||1表示 L1范数。该问题的可行域 ||w ||1 =
1为 L1范数球壳（下文简称 L1球壳），集合形式记

之为：Ω={ w |∑
i= 1

d

|w i | = 1,w ∈ R d }，由于不包括壳
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内部的点，如原点，显然 Ω是非凸的。其中图 1（a）
中的四边形、图 1（b）中的由 8个正三角形围成的正

八面体的外表面，均表示 L1球壳。

受图 1启发，如果将的 L1球壳分解为各象限/
卦限上的区域子集，区域子集上显然是凸集，则式

（2）的优化问题有望解决。下文按此想法，设计转

化策略。

2. 2 模型转化策略

延续上文符号，线性空间 R d中的 L1球壳顶点

集 为 { (±1,0,⋯,0 )， ( 0, ± 1,⋯,0 )， … ，

( 0,0,⋯, ± 1 ) }，共有 d对元素。每对元素中任取

其一构成的含 d个元素的子集，由球壳顶点生成的

有界区域恰好是 R d空间上的一个凸集，如图 1（a）
中线段 p1p2，图 1（b）上的三角形 p1p2p3区域（含边

界）。该有界区域可用该区域上球壳顶点的凸线性

组合线性表示。此外，有两个关键问题需要解决：

（1）有界区域的个数问题；（2）为方便后期在该有

界区域上解决形如式（2）的优化问题，须规定有界

区域的搜索次序问题。本文拟借鉴 VC维理论中

生长函数的概念 [25]，为行文方便，以引理形式描述

生长函数。

引理 点集 { ( x i,yi ) } ni=1，x i∈R d，yi∈{-1,1 }，
生 长 函 数 B ( n )= max

( x1,⋯, xn )
{ ( h ( x 1 ),h ( x 2 ),

|⋯,h ( x n ) ) |h ∈ H } |，如果任意大小的子集均可被

ℍ 打 散 ，则 B ( n )=2n，其 中 h ( x i ) ∈ { -1,1 }，i=
1,2,⋯,n，H为假设空间。

引理是说，对二分类问题，n个样本所有可能

的分类方法最多只有 2n 种，即分类函数的假设空

间大小为 2n。考虑上述 L1球壳顶点集与生长函数

对应关系，作映射有

f:( 0,0,⋯, ± 1,⋯,0 ) → h ( x i ) （3）
式中 ±1是向量 ( 0,0,⋯, ± 1,⋯,0 )的第 i个分

量, i= 1,2,⋯,d。易知 f是双射。故有以下结论，

以定理 1记之。

定理 1 有界区域构成的集合同构于生长函

数 B ( d )，且有界区域集合的基为 2d。
证明 由前文知，有界区域由 d个线性无关的

向量（其坐标是 L1球壳顶点）张成的凸集，由于每

个顶点中只有一个非 0分量，由式（3）知，这 d个顶

点坐标恰好组成形如生成函数集合形式中的一个

元素，且对应关系满足双射，故两者同构，且集合的

基为 2d。证毕。

如前所述，有界区域所在的凸集共有 2d个，为

方便搜索，需规定一个次序（该次序不唯一）。已知

基为 d的集合，其幂集共有 2d个元素，本文提供的

搜索策略按幂集描述。事实上，在搜索过程中，只

需要确定式（2）的解将出现在哪个凸的子集上，易

知同子集任意两向量夹角不超过 90°（由该子集所

在的 L1球壳顶点组成的向量组，正是 1组标准正

交基），故可取子集的中心所在的向量代替，可大大

简化计算。以二维为例，球壳上 4个顶点分别为：

（1,0），（-1,0），（0,1），（0，-1），任取不共线的两

向 量 所 在 区 域 的 中 心 ，记 为（-0.5，-0.5），

（0.5，-0.5），（-0.5，0.5），（0.5，0.5），同样，根据中

心亦可反推出表示该中心正交基。按中心出现的

次序，可完成凸集搜索任务。R d 中，记 L1球壳顶

点对集合 S={ z=( z1,z2,⋯,zd ) |zi ∈ {-1,1 } }，下
标索引构成的集合 I={ 1,2,⋯,d }，预置所有 zi=
-1，根据 I的幂集 2I中每个元素，将该元素中的下

标对应的 zi 置 1，此时的 z/d即为该凸集的中心。

幂集遍历结束，即可得到全部的凸集中心，注意幂

集的空集元素对应分量全为-1的中心。幂集计

算方法很多，非本文重点，本文实验部分采用Mat⁃
lab提供的函数 combntns计算幂集。最优凸集搜

索算法描述如下。

图 1 L1球壳示意图

Fig. 1 Schematic diagram of L1 ball hull
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2. 3 L1kPC模型求解

由 2.2节算法，可得有界区域的中心，继而可

知 张 成 该 区 域 的 d 个 球 壳 顶 点 ，记 为

( p1,p2,⋯,pd )，是一组正交基，不妨设式（2）的最优

解所在的凸集的序为 i，可得到

Qi={ w= ∑
i= 1

d

αi p i |αi ≥ 0,∑ αi= 1 } （4）

对比式（2）的约束对应的可行域，知 Ω= ∪Qi。

式（2）优化问题转化为

min
(w,γ ∈ Rd+ 1)

||Aw- eγ||1

s.t. w ∈ Qi

（5）

由 kPC知，拟合平面穿过簇中心，可消去阈值

γ，按此思想，可令 γ=-mw，m为簇中心，行向量

形式表示（与簇 A一致），将其和式（4）一起代入

式（5），得

min
α
||( A- em ) Pα||1
s.t. α ≥ 0

eTα= 1
（6）

式 中 P=( p1,p2,⋯,pd )，e 定 义 同 前 ，下 文 不 再

赘述。

优化问题式（6）可通过线性规划求解，以定理

2描述之。

定理 2 模型式（6）可用如下线性规划求解

min
η

eTη

s.t. Dη ≥ 0, eT Bη= 1
（7）

式 中 B= P T [ ( A- em )T ( A- em ) ]-1 [ I -I]，

D=
é

ë
êê

ù

û
úú

B d × 2ni

I2ni× 2ni

，ni为该簇的样本数，I是单位阵，矩阵

的下标表示矩阵的大小。

证 明 令 ( A- em ) Pα= r- s, 记 η=
[ rT sT ]T，有 η ≥ 0，则

( A- em ) Pα= [ 1 -1] η （8）

式中 I是 ni× ni 阶单位阵。用 ( A- em )T 左乘式

（7）并整理，得

α= Bη,B= P T [ ( A- em )T ( A- em ) ]-1 [ ]I -I
（9）

式（8）中计算矩阵 B时，需要计算一个 d × d
阶逆矩阵，而 ( A- em )T ( A- em ) ≥ 0（Gram 矩

阵），仅当簇中样本数小于维数时，有可能出现奇

异。目前解决这种奇异性办法多种，如：适当增加

扰动，使其对角占优即可。将式（8）代入式（6）整

理，可得证。

联立式（4）和式（8），得式（5）的解为

w= Pα= PBη （10）
2. 4 L1kPC算法

定义算法 1中 g ( · )如下

g (w )=||( A- em )w ||1 （11）
为方便阅读，上述 L1kPC 算法的求解过程

如下。

3 实验结果与分析

实验分为两个部分：（1）采用人工数据集，通过

图表展示直观聚类效果；（2）结合人工数据集和

UCI数据集，以 kPC算法为比较对象，从聚类时间

和聚类精度两个方面，记录 L1kPC算法的实际性

能。实验环境：采用Windows 7旗舰版系统，CPU
主 频 2.6 GHz，处 理 器 是 Intel(R) Core(TM) i5 ⁃
3230M，内 存 4.0 GB。 Matlab 编 程 实 现 ，版 本

R2015b。
3. 1 人工数据集

上述线性规划来求解聚类超平面，采用 2个二

维人工数据 cross2D和 iris12_linear。cross2D是来

输入：初始化 d,z=( z1,z2,⋯,zd )，且令每个 zi=
-1，下标集 I={ 1,2,⋯,d }，
初始化M，如M= g ( z/d )；//函数 g ( ⋅ )表示目标

函数
输出：最优凸集的中心 z0
计算集合 I的幂集，记为 2I;z0 = z/d；
for i= 1 to |2I | //遍历 2I

取幂集第 i个元素，将 z中对应此元素下标的

分量全置 1，重算 g ( z/d )；
如果M > g ( z/d )，则M= g ( z/d )，z0 = z/d，

i= i+ 1；否则 i= i+ 1；
重置 z为初值，即分量全为-1；

返回 z0

输入：样本 X={ x 1,x 2,⋯,x n }, 簇数 k, 生成 k个随

机平面 (w i,γi ),i= 1,2,⋯,k
输出：k个簇 Ci,i= 1,2,⋯,k
Step1 按 L1距离，将样本归为 k个簇 Ci，记簇 Ci

的样本为A i；//样本归簇

Step2 for i= 1 to k //平面更新，分以下几个步

骤：

Step2.1 根据式（11），取

g (w i )= ||( A i- em i )w i ||1，按表 1的搜索算法，返回

z0；

Step2.2 根据 z0的分量符号，确定其对应的标准

正交基 P；

Step2.3 计算式（9）的 B，求解式（7）问题，按式(10)
计算w i；

Step3 重复 Step1和 Step2，直到满足 kPC的停机

条件。
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自 数 据 集 Crossplane 加 入 30% 的 噪 声 生 成 的 ，

iris12_linear是通过主成分分析（Principle compo⁃
nent analysis，PCA）对 iris数据中第 1和 2类降维获

得来展现，效果如图 2所示。

图 2的结果表明，L1kPC继承了 kPC的适合平

面型分布数据的特性，拟合效果亦符合直觉。

3. 2 人工数据集和UCI数据集

本节将在人工数据集和 UCI数据集上进行实

验验证，因 L1kPC继承了 kPC的设计思想，故选择

kPC算法为比较对象。计算时间采用Matlab提供

Cputime函数计时，单位为秒（s）。每个数据集独

立运行 50轮，开始前均打乱样本次序，留 10%样本

作为测试集，其中数据集 iris23_noline通过 PCA对

Iris数据中第 2和 3类降维获得。对比实验中，通过

3个指标：训练和测试时间 (单位为 s)，测试准确率

(%)（比对聚类后的样本归属与原样本类别标号获

得，采用百分比%）来反映性能，结果取 50次平均

值，如表 1所示。两种算法中，时间短或精度高者

加粗显示。表 1结果反映出，整体结果而言，绝大

多数的数据集上，在时间和精度两个方面，L1kPC
均表现优于 kPC。

4 结 论

本文借鉴 kPC思想，提出了基于 L1范数的平

面聚类算法 L1kPC，由于导出的优化问题非凸，无

法直接进行优化，文中提出一种新的解决策略，即

将非凸可行域分解为多个凸集，从而在凸集上采用

线性规划解决了该非凸问题。解决过程中，发展出

了一个在多个凸集上的优选算法，有效避免了频繁

求解线性规划问题，这一解决策略，为后继学者拓

宽了解决此类问题的思路。实验效果上，基于 L1

范数的平面聚类方法较之采用 L2范数，在时间和

聚类效果上，均表现出了优越性。

因需要将非凸可行域划分为 2d 个凸集，虽然

文中给出了优选策略，但随着样本空间的维数增

长，凸集个数呈指数级增长，必然导致算法不可

行。即使考虑了凸集的互相平行问题，但优选问题

的规模也至多减少一半，即在 2d- 1 个凸集上进行

优选。故目前的算法仅限于维数不太高情形，或通

过降维后使用。目前的研究成果有关于解决维数

图 2 L1kPC算法聚类效果图

Fig. 2 Clustering effect maps of L1kPC algorithm

表 1 kPC算法与 L1kPC算法的聚类效果比较

Tab. 1 Clustering effect comparison between kPC and L1kPC

数据集

样本数×维数

Iris23_noline 100 × 2
Cmc 1 473 × 8
Check 1 000 × 2

Iris12_linear 100 × 2
Glass 214 × 9
cross2D 200 × 2
Indiansdata 768 × 8
Class4cross 400 × 2
BUPA 345 × 6

Balance_scale 625 × 4
PID 768 × 8

Mushroom 8 124 × 22

kPC
训练时间/s
0.004 4
30.950
0.059 0
0.001 6
50.290
0.002 6
103.12
0.011 0
71.390
0.052 0
0.049 0
340.55

测试时间/s
0.000 56
39.030 0
0.001 40
0.000 68
0.063 00
0.000 6
4.320 0
0.002 0
673.85
0.084 0
0.006 9
65.830

测试准确率/%
65.00
59.51

53.93
88.00
67.52

56.00
54.76
73.75

51.98
54.22
56.00

64.25

L1kPC
训练时间/s
0.033 0
0.019 0
0.011 0
0.010 0
0.014 0
0.007 0
0.067 0
0.007 0
0.008 0
0.006 6
0.017 0
124.23

测试时间/s
0.000 37
0.000 56
0.000 40
0.000 10
0.009 50
0.000 40
0.014 00
0.000 65
0.000 45
0.000 51
0.000 73
71.320 0

测试准确率/%
78.00

58.29
64.87

92.00

53.38
73.33

69.74

66..47
73.99

64.58

50.00
58.75
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灾难问题，如核方法，如何使之适合大规模问题，将

是笔者下一步工作。
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