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一种基于元路径拥塞模式挖掘的移动对象位置预测方法
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摘要：路网上移动对象位置预测是许多位置相关服务的基础。目前移动对象位置预测方法没有充分考虑到轨迹

数据中所蕴含的道路拥塞信息，而路网上的道路拥塞状态对移动对象的位置更新会产生巨大影响。提出基于元

路径拥塞模式挖掘的方法（Meta⁃congestion⁃pattern mining，MCPM）。在离线挖掘阶段，从历史轨迹的频繁路径

（元路径）的紧集中挖掘当地的拥塞模式，并对运动模式进行建模，其中采用基于 k均值的聚类算法解决数据稀疏

性问题。在线预测阶段根据挖掘的拥塞模式和运动模式依概率进行预测。最后通过理论分析和实验验证得出

了算法的有效性，与相同条件下的精度预测（WhereNext，WN）方法相比，平均预测准确性提高了近 20%，预测

时间平均缩短了近 50%。
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Abstract:The location prediction of mobile objects on the road network is the basis of many location ⁃related
services. At present，the method for predicting the position of a moving object does not fully consider the road
congestion information which mining from the trajectory data，and the congestion state has a great influence
on the position update of the moving object. A meta⁃congestion⁃pattern mining（MCPM）method is proposed.
In the offline mining stage，local congestion patterns are mining from the tightly ⁃concentrated frequent paths
（meta⁃paths）of the historical trajectories，and the movement patterns are modeled. A mean⁃based clustering
algorithm is used to solve the data sparsity problem. The online forecasting stage predicts the probability
based on the mining congestion model and the motion pattern. Finally，the validity of the algorithm is
obtained by theoretical analysis and experimental verification. Compared with the WN method under the same
conditions，the average prediction accuracy is improved by nearly 20%，and the prediction time is shortened
by an average of nearly 50%.
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许多位置相关服务依赖于准确预测路网上移

动对象未来位置。比如滴滴打车中，乘客在地铁站

发布打车任务，打车平台需要判断在最近时间内将

要到达地铁站的车辆，并将需求发布给车辆。目前

基于路网的移动对象位置预测面临的主要挑战在

于 [1⁃4]：（1）不同地区的交通环境差异巨大；（2）交通

拥堵状况瞬息万变，（3）车辆的高速移动导致位置

变化十分迅速。目前，有许多路网移动对象位置预

测方法，可以分为个性化预测方法 [5⁃8]和一般化预

测方法 [9⁃12]，但是许多方法并没有充分考虑到不同

时间，由于拥塞状态的变化导致经过相同路径花费

的行程时间差别。本文提出基于元路径拥塞模式

挖 掘 的 方 法（Meta ⁃ congestion ⁃ pattern mining，
MCPM）来预测路网上移动对象的位置，从历史轨

迹中提取频繁路径（元路径），在其紧集上挖掘时空

相关的拥塞模式，并进一步通过历史轨迹建模运动

模式，在线预测移动对象的位置。但是由于成本、

技术和隐私原因，轨迹数据稀疏问题尤为严重，具

体表现为特定时空可用轨迹数据很稀少。为此本

文采用基于 k均值的聚类算法，丰富可用的轨迹

数据。

1 相关工作

现存的移动对象位置预测方法大致分为两类：

基于个体的预测方法和基于群体的预测方法。

基于个体的预测方法将每个移动对象的运动

轨迹单独考虑，仅使用单独个体的历史轨迹，只能

对特定移动对象位移预测。Jeung等 [5]首先定义运

动函数，从 Apriori算法的修改版本中提取的运动

模式并建立线性或非线性模型。Ching等 [6]用前缀

树表示历史运动模式，用降序树匹配当前部分轨

迹，计算得分，返回最大分作为预测结果。其他方

法如马尔可夫模型 [7]和隐马尔可夫模型 (Hidden
Markov model, HMMs)[8]已经被广泛应用于个体

位置预测问题。

基于群体的预测方法是基于所有移动对象的

运动行为。Asahara等 [9]发现基于混合马尔可夫链

模型 (Mixed Markov⁃chain model, MMM)位置预测

的新方法，行人被分为几个小组，每个小组中运动

行为相似。Gambs等 [10]将移动马尔可夫链 (Mobili⁃
ty Markov chain, MMC)扩展，并考虑移动对象之

前访问的地方，对应于更高阶的马尔可夫模型。

Mathew等 [11]提出了一种基于 HMMs位置预测的

混合方法。首先根据时间周期特征对历史位置进

行聚类，然后对每个聚类进行 HMM训练。Andy

等 [12]提出了一种解决数据稀疏问题的新方法，首先

将轨迹分解为子轨迹，然后根据统计概率使用马尔

可夫模型连接子轨迹，但忽略了零频率问题。

2 系统概览和基本概念

2. 1 系统概览

如图 1所示，MCPM系统从上到下分为 3个阶

段：预处理、离线挖掘和在线预测阶段。预处理阶

段，使用地图匹配算法，将 GPS点匹配到路网上，

并将点存储到以路径 id为名建立的文件中。离线

挖掘阶段，利用元路径间空间关系提取拥塞特征；

建模移动对象的运动模式，采用基于 k均值的聚类

算法解决轨迹数据稀疏问题。在线预测阶段，输入

移动对象当前信息，并预测移动对象位置。

2. 2 基本概念

定义 1 道路网络：道路网络 G (V,E)是一个

有向图，V为路口结点集，E为路段边集,对于路

段 e，e ∈ E。

定义 2 GPS轨迹：T={( pi,ti ) } ni= 1, 将 GPS
轨迹表示为 n个空间⁃时间点的序列，点 pi=( xi,yi )
是二维空间中的 GPS点，表示经度和纬度，ti为样

本的时间戳，n表示 T中GPS样本点的个数。

定义 3 地图匹配轨迹：由一系列边的组合

TG= {e1,⋯,e |
|

|
| TG }表示，给定路网 G和移动轨迹 T，

通过地图匹配，将移动轨迹 T在G中表示出来。

定义 4 位置预测问题 : T为路网 G中的历史

轨迹集合。根据 T中的轨迹，在已知移动对象当前

位置 p ( px,py )，速度 vp和时间 tp，计算经过时间 t移

动对象可能到达的位置 pt ( p,vp,tp )。
定义 5 元路径 :元路径 r为路网 G上两个路

图 1 MCPM系统框架图

Fig. 1 Framework of MCPM
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口之间的轨迹，它可能被一条或者多条轨迹经过。

定义 6 路径字典（Path dictionary, PD）:路径

字典是元路径的集合。

3 拥塞模式挖掘

将 GPS数据使用地图匹配算法匹配到路网

上，将匹配后的轨迹分割成元路径存入路径字典

中，挖掘每条元路径各个时间间隔的拥塞状态，使

用基于 k均值的聚类算法，填补特征矩阵中的空

缺值。

3. 1 元路径的拥塞建模

从历史数据中提取各条元路径的经过时间

d (r)，并计算其累积分布函数。根据累积分布函数

计算元路径上的拥塞状态 d̂ (r)，d̂ (r)为 [ 0,1]间的

均匀分布，由此可以比较不同元路径的拥塞程度。

图 2将路径的拥塞状态用颜色表示，从 0到 1随着

颜色的加深，拥塞程度越来越严重。

现实交通模式中邻接的元路径间的交通状态

不是独立的，因此利用元路径间的空间关系来捕获

当地交通模式特征。

元路径 r的邻域集合 NB (r) = {o1,⋯,os}，表
示与元路径 r邻接的 s条元路径（含 r），计算其动态

拥塞状态——将整个时间范围离散成固定的时间

间隔 fi（本文中设置为 30 min），计算在各个时间间

隔内，元路径上观测到的经过时间 dfi (r)；有些时间

间隔 fi 可能包含多个观测值，用观测值的期望表

示，并计算拥塞状态 d̂ fi (r)。
给定元路径 r和邻域{o1,⋯,os}，定义时间间

隔 fi 的特征向量M (r) i，M (r) i 为在时间间隔 fi，包

含 NB (r) 的 拥 塞 状 态 的 s 维 向 量 ，即 M (r)
i
=

[ d̂ fi (o1 ),⋯,d̂ fi (os ) ]。将计算的所有 M (r) i 叠加到

特征矩阵M (r)中。设 N为特征矩阵中特征向量

的数量，即离散时间间隔的总量，矩阵M (r)表示

NB (r)的动态拥塞状态，有

M (r) =
é

ë

ê

ê

ê
êê
ê

ù

û

ú

ú

ú
úú
ú

M ( )r 1

⋮
M ( )r

N

（1）

3. 2 拥塞特征聚类

由于数据稀疏性，大多数时间间隔上没有观测

值或只有很少的观测值。针对这个问题，使用 k⁃
POD方法 [13]，一个迭代的基于 k均值的聚类算法，

适用于数据缺失率较高和缺失原因不清楚问题。

将M (r)的行聚类为 k个组，计算 k个聚类中心

c1,⋯,ck，找到距离M (r)中的行最近的聚类中心，

由此初始化M (r)中的缺失值。不同元路径的特征

矩阵尺寸变化比较大，采用Gaussian⁃Means方法 [14]

找出最优的 k值。

在拥塞特征中引入时间关系来优化初始聚类

结果。给定特征矩阵M (r)，关联矩阵W表示M (r)
中两个时间间隔的时间相似性约束，优化 k个聚类

中心，尽量减少与实际观测值的差距，同时确定

M (r)中的行与 k个聚类中心中的软分配。

将相邻时间间隔之间的相似性设为第 1种类

型的时间相似性约束，即在连续的时间间隔内，元

路径交通状况从完全畅通状态转换到完全拥塞状

态概率较小。因此在第 i个时间间隔和第 j个时间

间隔之间定义指数衰减函数，有

C sm ( i,j )= exp ( - ( ti- tj )2
σ 2sm ) （2）

式中：ti 和 tj 为时间间隔 fi 和 fj 的开始时间；σ sm 默

认为 2。
第 2种类型的时间相似性约束是基于城市交

通流量的周期相似性。重点关注本时间间隔内到

达高峰段的用时（Start time of day, SOD），称为 hi，

即时间间隔 fi 的 SOD标志符，不考虑其是否处在

工作日或周末。定义 fi和 fj之间 SOD权重，有

CSOD ( i,j )=

exp ( - min{ }|| hi- hj ,hmax - || hi- hj
2

σ 2SOD ) （3）

式中 σSOD = 2。边权重w ( i,j )由 CSOD和 C sm的线

性组合计算得出，其中系数 θ为 0.5，有
wi,j= θC sm ( i,j )+ (1- θ) CSOD ( i,j ) （4）

Q为 N × k阶聚类分配矩阵。Q的每行 qi 是

一个二元向量，如果时间间隔 fi被分配给聚类 j，则

qi ( j) = 1，否则为 0。k个聚类中心为 k × s阶矩阵

C的行向量。使用上述结果初始化 Q和 C，然后通

图 2 路径的拥塞状态

Fig. 2 Congestion status of path
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过解决下列最小化问题找出最优值，有
minimize

Q,C  QC-M ( )r 2

F
+ γTr (QT LQ)   （5）

式 中 L 为 拉 普 拉 斯 矩 阵 ，L= D-W，D=

diag (∑
j= 1

n

wi,j )。常系数 γ控制聚簇过程中时间一致

性问题的权重，式（5）使用交替方向优化方法来

求解。

4 基于拥塞模式的位置预测

将移动对象的运动模式建模与挖掘的拥塞模

式结合，说明如何进行位置预测，并给出相应的

算法。

4. 1 建模运动模式

建模运动模式，考虑移动对象到达终点前可能

经过的元路径，总结任意相邻起点路口 s到终点路

口 s' 的 路 径 ξ。 假 设 路 径 ξ 包 含 n 个 元 路 径

( r1,⋯,rn )，ps,s' ( ri )表示从路口 s到路口 s'，经过元路

径 ri的概率，且∑
i= 1

n

ps,s' ( ri ) = 1。给定元路径 r的邻

接 元 路 径 r'，由 r 转 到 r' 的 概 率 为 p ( r'|r )=
p ( rr' )
p ( )r = p ( )r p ( r' )

p ( )r = p ( r' )。

根据历史数据计算所有相邻路口间经过各条

元路径的概率，得到基于概率分布的运动模式。

M s,s' = ( ps,s' ( r1 ),⋯,ps,s' ( rn ) )为一个行向量，表示路

口 s到终点路口 s'，经过各条元路径的概率，路网中

共有 m对相邻的路口，得到 m个行向量。估算移

动对象轨迹的方法总结在算法 1中。

4. 2 基于拥塞模式的位置预测

将第 3节挖掘出的拥塞模式加入位置预测，方

法总结在算法 2中。

首先将当前拥塞模式转化为经过每条元路径

的时间（第 4行），判断移动对象经过此段时间是否

继续前进，即时间差值是否大于 0（第 7行）。若时

间差值大于等于 0，将元路径 ri加入到结果集合 Q
中，继续循环；若小于 0，在此条元路径上经过的距

离为：l=
t+ tri
tri

|ri |（第 10行），|ri |为元路径 ri 的长

度，将其加入到 Q中。最后根据 Q计算移动对象

位置。

5 实验结果与分析

在本节中，通过实验来评估MCPM方法的效果。

实验环境为 Intel(R) Core(TM) i5 ⁃5200U 2.20 GHz
的 CPU，4 GB内存，使用 Windows 10 操作系统和

Eclipse集成开发环境。算法用 Java 语言实现。

5. 1 实验数据集

采 用 T ⁃ drive 工 程 [15⁃16]的 真 实 数 据 集 ，包 含

2008年 2月 2日至 2月 8日期间北京地区 10 357辆
出租车的 GPS轨迹。轨迹由一系列带时间戳的点

组成，包括出租车 id、时间、经度和纬度。特别关注

北京市 5个行政区（东城区，西城区，朝阳区，丰台

区和海淀区），比较其位置预测情况，表 1列出了各

个区域的特征。

在每个测试区域中，从原始位置信息中随机抽

取 85%作为训练集，剩余的 15%作为测试用例。

将文献 [17]中的WN方法与本文提出的MCPM方

法进行对比，WN方法从历史轨迹中提取频繁轨迹

模式，并建立T⁃pattern决策树来进行位置预测。

算法 1：BriefCal

输入：

输出：

（1）
（2）
（3）

（4）

（5）
（6）

（7）

（8）

当前位置 p，时间 tp，速度 vp，查询时间

范围 t
移动对象将要经过的轨迹集合 ξ
road_id ← p//得到路径 id
g= vp× t//估算移动对象经过的距离

while(g>0)
road_length,s,s' ← road_id//得到路

长，路口
g= g- road_length//更新距离
ξ ← rroad_id
road_id ← Ms,s'//依概率计算下一条

路径 id
return ξ

算法 2 PositionPredict

输入：

输出：

（1）

（2）

（3）
（4）
（5）
（6）
（7）
（8）
（9）

（10）

（11）
（12）
（13）

位置 p，速度 vp，时间 tp，查询时间范围 t，

CongesMol为拥塞模式

移动对象位置 pt

Q=∅//保存移动对象经过的元路径

ξ= (r1,⋯,rn ) ←Briefcal(p,vp,t)//估算经

过的元路径
for each ri in ξ
tri ←CongesMol(ri,tp)//计算时间

tp= tp+ tri//更新时间

t= t- tri
if (t≥ 0)//是否超出查询时间范围
Q.add(ri)
else

l=
t+ tri
tri

|ri |//计算距离

Q.add(l)//将距离加入集合
break
pt ← Q//计算位置
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5. 2 评估方法

实验采用控制变量法，对位置预测的准确性进

行评估。计算预测得到的位置与真实位置点之间

的距离偏差，误差率计算公式为

δ=
∑
i= 1

n

( pi- Pi )2

n
（6）

式中：pi为预测的移动对象位置，Pi为移动对象真

实位置，n为预测的移动对象数量。

5. 3 实验结果与分析

训练集为 5 000，比较表 2中不同测试区域的

位置预测结果，如表 2所示。MCPM方法的误差

率比WN方法平均降低 23%。

西城区，东城区人流密，面积小，位置预测难度很

大。由于较高的路线多样性和较高的轨迹数量，朝阳

区，丰台区和海淀区的准确率高于另外两个区。

以下位置预测均基于朝阳区。在测试集量为

400，预测时间为 5 min，随着历史数据量的增大，

MCPM和WN的误差率变化如图 3所示。

在图 3中，误差下降越来越平缓，因为此时已

包含大部分运动模式，能够处理各种复杂运动模式

位置预测问题。WN方法没有充分考虑同一条路

径在 1天中不同时刻，经过时间有所不同，因此误

差率大。

进一步将 1天中的时间划分为固定的时间间

隔，详细分析每个时间间隔内各个预测方法的效

果，如图 4所示，选取了 1天中的部分时间段，显示

了 在 不 同 时 间 各 个 方 法 的 误 差 率 。 其 中 的

MCPM*方法从历史数据中挖掘拥塞模式，没有使

用 k均值聚类算法对稀疏数据进行处理，在数据丰

富的早高峰和晚高峰时间段，误差率与MCPM方

法相差不大，但在数据相对稀疏的时间段，比如：

10：00~10：30，由于没有补齐特征矩阵中的空缺

值，误差率明显高于MCPM方法，WN方法由于没

有考虑到轨迹数据的时效性，在不同的时间段误差

率变化较大。

对位置预测时间参数进行修改，得到如图 5所示

结果。随着时间的增加，移动对象运动的随机性变大，

而且出租车受到载客的影响，位置预测难度增大。

为了进一步验证本文方法的性能，观察算法的

预测时间代价。图 6显示了随着测试车辆数量的

增大，预测时间的增长情况。WN构建了基于全北

京市的地区决策树，存储在磁盘上，预测时需要频

繁 I/O操作和对树的频繁遍历，非常耗时，预测时

表 1 区域参数表

Tab. 1 Specs of test regions

区名

东城区

西城区

朝阳区

丰台区

海淀区

轨迹数量

3 511
2 651
8 039
7 574
9 649

元路径数量

11 363
12 401
39 589
30 681
40 186

表 2 各区域位置预测结果

Tab. 2 Regions location predition result

区名

东城区

西城区

朝阳区

丰台区

海淀区

平均

WN误差率

0.011 3
0.012 0
0.008 9
0.009 2
0.007 1
0.009 5

MCPM误差率

0.009 3
0.009 1
0.006 2
0.006 9
0.005 2
0.007 2

降低/%
0.17
0.19
0.30
0.25
0.26
0.23

图 3 数据量与误差率关系结果图

Fig. 3 Relationship between data size and error rate
图 5 预测时间与误差率关系结果图

Fig. 5 Relationship between prediction time and error rate

图 4 不同时间段与误差率关系结果图

Fig. 4 Relationship between different period and error rate
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间会呈线性增长；而MCPM方法将元路径的特征

矩阵保存在内存中，时间代价低。

6 结 论

本文提出MCPM方法预测路网上移动对象的

位置，利用邻域中元路径之间的空间关系，提取局

部道路的拥塞特征，并针对稀疏轨迹数据；提出采

用 k均值聚类算法，实现准确、高效的位置预测。

本方法的优点在于分解的元路径从更细的粒度捕

捉拥塞变化规律，对数据进行聚类处理以填补特征

矩阵中的空缺值，为预测提供精准支撑。
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图 6 测试车辆与时间关系实验结果图

Fig. 6 Relationship between test data size and time
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