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基于XGBoost的三分类优惠券预测方法
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摘要：在O2O营销过程中，优惠券是一种行之有效的营销工具。然而，在不清楚用户是否有消费意愿的情况下，

就会产生优惠券滥发的现象。为了提高优惠券的使用率，本文首先将三支决策思想引入到优惠券使用预测问题

中，并结合机器学习算法中的集成算法 XGBoost对优惠券的使用情况进行模型构建。其次，在三支决策过程中

考虑误分类成本和学习成本，使得分类过程更加贴近实际。最后，对阿里巴巴在天池平台提供的用户优惠券真

实消费数据进行实验分析。结果表明，使用基于 XGBoost的三分类算法可以有效提高分类的精确度。商户不仅

可以维持老顾客，还能识别出潜在新客户，从而降低商户的营销成本。
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Three Classified Coupon Prediction Based on XGBoost Algorithm
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Abstract: In the O2O marketing, coupon is an effective marketing tool. However, when we are not clear
whether customers are willing to consume, coupons will be in spamming. In order to improve the utilization
rate of coupons, in this paper, firstly the three⁃way decision⁃making thought is introduced to forecast the
coupons utilization. And combine with the integrated algorithm XGBoost in machine learning, the model for
the coupon usage is established. Second, in the process of three⁃way decision⁃making, taking into account
misclassification cost and learning cost, the classification process should be more close to the actual
classification. Finally, the real consumption data of users’coupon provided in Tianchi platform by Alibaba is
experimentally analyzed. The results show that the XGBoost⁃based three⁃classification algorithm could
effectively improve the accuracy of classification, so that merchants could not only maintain the regular
customers, but also identify potential new customers, thereby reducing their marketing cost.
Key words: XGBoost algorithm；three⁃way decisions；misclassification cost；teaching cost

近年来，随着互联网飞速发展，我国的电子商

务业务量呈爆炸式增长，企业的营销重心已从线下

发展到线上。然而，仍有许多本地的生活服务需要

离线完成，线下和线上融合的商业模式逐渐流行起

来，这就是与生活息息相关的线上到线下（Online

to offline,O2O）模式。O2O是一种多渠道营销的

新型电子商务模式，其重点是通过平台进行在线促

销，以提高实体店的销售 [1]。

随着 O2O的不断发展，各个商家试图通过不

同的方式引导潜在的消费群体，而优惠券则是一种
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行之有效的营销工具。使用优惠券，商家可以提高

顾客的忠诚度或获取新顾客，顾客在购买商品或服

务时可以获得利益。因此，优惠券被认为是一种双

赢的应用 [2]。然而，对商家来说，滥发优惠券不仅

会增加营销成本，更有可能引起顾客的厌烦心理，

损害品牌声誉。因此，识别那些更有可能使用优惠

券的顾客，从而进行精准投放，显得极为重要。

根据所采用方法不同，关于优惠券的研究可分

为理论和算法两个方面。Zou等提出一个基于位

置作为优惠券渠道的模型，来讨论位置是如何影响

顾客购买行为 [3]；Zheng等用优惠券倾向和价值意

识作为变量，讨论顾客消费的可能性 [4]；Kosmopou⁃
lou等用改进的Hotelling模型分析优惠券对价格歧

视的影响 [5]。上述方法都是从理论视角去讨论顾

客购买的可能性，但没有进行算法和数据验证。

Wu等将优惠券使用概率的预测作为一个二分类

问题，利用机器学习方法分析用户的优惠券使用行

为，通过朴素贝叶斯算法、KNN算法、Logistic回
归、神经网络、决策树以及随机森林等学习算法对

实际优惠券使用情况进行预测 [6]。结果发现，随机

森林模型具有更好的分类性能，对优惠券使用预测

准确率最高。

为了提高优惠券的分类精确度和降低营销成

本，本文将三支决策思想引入到优惠券使用预测问

题中。三支决策是决策粗糙集理论的一种扩展，是

一种新兴的处理不确定性问题的粒计算方法 [7⁃11]。

目前，三支决策理论已应用到很多领域。 Zhou
等 [12]将三支决策应用在垃圾邮件分类上，提出了一

种基于贝叶斯决策理论的三支决策方法；Li等 [13]将

三支决策应用在人脸识别上；Min等 [14⁃15]将三支决

策应用在推荐系统中，提出了基于随机森林的三支

推荐和基于回归的三支推荐；Zhang等 [16]将三支决

策用于自然语言处理，提出了一种三支增强卷积神

经网络模型来判断句子的情感倾向。

本文在以往学者将机器学习方法引入优惠券

领域的研究基础上，结合人们在决策过程中的不确

定性，即当信息不足以让用户做出确切判断时，允

许延迟决策的实际情况，提出一种基于极端梯度提

升 (eXtreme gradient boosting，XGBoost)的三支决

策方法。首先，根据集成算法 XGBoost计算出每

个顾客使用优惠券消费的概率。其次，引入三支决

策模型，通过一个代价矩阵来获取划分阈值，并结

合概率值和阈值预测顾客的优惠券使用行为。最

后，利用天池平台的真实消费数据来验证模型的有

效性。

1 相关概念

本节主要回顾集成算法 XGBoost和三支决策

相关的概念。

1. 1 XGBoost算法

集成学习是一项重要的机器学习技术，其基本

思路是协同训练多个模型，然后融合多个模型的输

出结果作为最终结果。集成学习的方法大致分为

三类：Bagging，Boosting和 Stacking。Breiman[17]提
出了 Bagging的概念，即随机采样训练分类器。文

献[18⁃19]对 Bagging 进行了深入研究，提出了该算

法的优缺点。Freund和 Shapire[20]提出了另一种增

强技术 Boosting算法，与 Bagging不同，Boosting对
每个预测值都赋予一个权重，经过分类器的训练后

对权重进行改变。Boosting 算法不仅有良好的性

能 ，还 具 有 很 强 的 理 论 基 础 和 算 法 特 点 [21⁃23]。

Stacking (Stacked generalization)是训练不同的个体

学习器来得到一个组合学习器的模型 [24]。本文中

用到的 XGBoost算法属于 Boosting思想，是在梯度

提升树（Gradient boosting decision tree, GBDT）[25]

上扩展而来的，它是由 Chen和Guestrin[26]提出的一

种解决现实分类问题的极差梯度增强树。XG⁃
Boost对 GBDT的主要改进是对损失函数进行归

一化，减小了模型的方差，降低了建模复杂性和模

型过度拟合的可能性。此外，传统的 GBDT方法

只能处理学习中的一阶导数，而 XGBoost可以通

过泰勒展开处理高阶损失函数。XGBoost方法可

以处理稀疏数据，灵活实现分布式并行计算 [27]。到

目前为止，XGBoost方法已经成为了解决机器学习

和数据挖掘问题的一种重要计算工具。

XGBoost是一种专注于梯度提升的机器学习

算法 [26]。XGBoost的原始模型是 GBDT，它将弱

学习器模型以迭代的方式组合成强学习器。XG⁃
Boost 一般用于解决监督学习问题，利用大量的训

练数据来预测目标变量。图 1给出了 XGBoost的
算法流程图。XGBoost 选择决策树作为它的弱学

习器，在每次训练单个弱学习器时，都将上一次分

错的类的数据权重提高一点再进行当前单个弱学

习器的学习，然后通过加入新的弱学习器，来纠正

前面所有弱学习器的残差，最终把多个学习器加权

求和，用来进行最终预测。

XGBoost基本模型是决策树，首先定义单颗决

策树的输出为

f ( x )= ωq( x ),ω ∈ RT,q:R d → { 1,2,⋯,T } (1)
式中：x是输入向量，q表示树的结构，结构函数
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q ( x )表示把输入映射到叶子的索引号,ω表示对

应于每个索引号的叶子的分数，T是树中叶节点的

数量，d为特征维数。

XGBoost算法可以看成是由 K 颗决策树的集

成，则K颗树的集合的输出为

yi= ∑
k= 1

K

fk ( xi ) (2)

由决策树的模型可知，单颗决策树的复杂度计

算公式为

Ω ( fk )= γT+ 1
2 λ ω 2 (3)

类似地，集成树的复杂度可表示为

Ω ( fk )= γT+ 1
2 λ∑j= 1

T

ω 2j (4)

式中：T是叶节点的数目，γ是范围在 0和 1之间的

学习速率。γ乘以 T等于生成树修剪，防止过度拟

合。λ是一个正规化参数，ω是叶子的质量。Ω ( fk )
是 XGBoost算法的正则项。

此外，XGBoost 算法的目标函数在第 t步的迭

代可以表示为

J ( t ) = ∑
i= 1

n

L ( yi,ŷ i )+ ∑
k= 1

t

Ω ( fk ) (5)

式(5)包含两个部分:第一部分代表真实值 yi和预测

值 ŷ i的误差之和，L为误差函数。第二部分代表单

颗决策树的复杂度之和。已知 :，ŷ t 与 ŷ t- 1 的函数

关系为：ŷ t= ŷ ( t- 1)+ ft ( xi )，其中 ft ( xi )为第 t轮需

要学习的决策树。因此，式 (5)中目标函数可转

化为

Obj( t ) = ∑
i= 1

n

L ( yi,ŷ ti )+ ∑
i= 1

t

Ω ( fi )=   

∑
i= 1

n

L ( yi,ŷ ( t- 1)i + f ( xi ) )+ ∑
i= 1

t

Ω ( fi ) (6)

总而言之，XGBoost算法是 GBDT算法的一

种改进，在实际应用中具有一定优势。比如 :引入

正则化步骤来防止减少过度拟合；并行处理提高了

操作速度；允许用户自定义优化目标和评价标准，

增加了灵活性；包含处理缺失值的规则；具有特殊

的修剪步骤来控制决策树的复杂性。

1. 2 三支决策

三支决策是由决策粗糙集理论发展而来的一

种新的决策思想，近年来深受各领域学者的关注。

相较于二支决策，三支决策不仅符合人的决策行

为，而且处理方法更为合理。当提供的信息不足以

让用户做出确切判断时，允许延迟决策，等待更多

的信息进行下一步决策。因此，三支决策可以规避

分类信息不足但却盲目决策造成的风险。

在三支决策理论中，决策者将概念划分为 3个
区域：正域、负域和边界域。不同的域对应着不同

的决策。对于优惠券使用预测问题，决策区域和决

策规则关系如表 1所示。在决策粗糙集中，x表示

顾客，P ( X | [ x ] )表示某一顾客 x的等价类 [ x ]属
于会使用优惠券这一概念 X的先验概率。α和 β是

划分 3个区域的阈值，具体计算将在下一节中阐

述。从表中可知，当概率值大于 α时，表明顾客 x

在正域中，预测会使用优惠券；概率值小于 β时，表

明顾客 x在负域中，预测不会使用优惠券；概率值

在 α和 β值之间时，表明顾客 x在边界域中，需要更

多的信息来进行决策。

在传统决策中，人们往往采用二支决策，即只

考虑正域和负域两种情况。然而在信息不充足的

情况下，无法做出确切的判定。换言之，此时做出

决策的成本极大可能高于暂时不做决策所带来的

成本。在传统的二支决策问题中，分类问题会产生

误分类成本。误分类成本指的是将对象分到错误

的类中所带来的成本。三支决策在分类过程中除

了会产生误分类成本以外，还会产生学习成本。学

习成本指的是将对象分到边界域后，还需获得更多

信息来进行下一步决策的成本。在处理优惠券使

用预测问题时，将不能明确被划分区域的顾客放在

边界域里延迟决策，等待更多的信息来进行下一步

决策。总的来说，基于三支决策的分类问题将会以

总成本最小为目来进行分类。

图 1 XGBoost的算法流程图

Fig. 1 Flow chart of XGBoost algorithm

表 1 三支决策分类

Tab. 1 Three‑way decision classification

数学条件

P ( X| [ x ] ) ≥ α

β ≤ P ( X | [ x ] ) ≤ α

P ( X | [ x ] ) ≤ β

决策区域

正域

边界域

负域

决策规则

正类

延迟分类

负类
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2 基于 XGBoost 的三分类优惠券

问题

为提高优惠券分类问题的准确率，降低营销成

本，本文提出基于 XGBoost的三分类算法 (TWD⁃
XGBoost)。该算法主要包括以下两步：(1)利用

XGBoost算法预测用户领取优惠券之后的使用概

率。 (2)根据得到的预测使用概率，结合三支决策

思想，建立三分类模型，实现优惠券的使用预测。

2. 1 基于XGBoost的分类算法

使用 XGBoost算法来预测用户领到优惠券之

后的使用概率，主要包括两步：(1)构建 XGBoost算
法模型，并利用训练集训练出相应参数。 (2)将训

练好的模型用于测试集，计算出用户领用相应优惠

券后的使用概率。

XGBoost算法采用 CART树作为基学习器，

首先定义优惠券预测模型的目标函数，目标函数定

义为

J ( θ )= L ( θ )+ Ω ( θ ) (7)
式中：θ为各种公式里的参数。L ( θ )是损失函数，

通常衡量模型与训练数据的拟合度。常用的损失

函数有平方损失和 Logistic损失等。Ω ( θ )是一个

处罚复杂模型的正规化项。引入正则化的目的在

于：通过训练集数据生成的模型能准确地预测新样

本，既考虑到模型的简单性，又能保证模型训练误

差最小化。模型通过正则化后，不仅很好地能拟合

训练集，也能在测试集上表现良好。常用的正则有

L1正则和 L2正则。

由于优惠券预测是一个分类问题，本文使用

Logistic分类器表示损失函数，即

L ( θ )= yi ln ( 1+ e- ŷ i )+( 1- yi ) ln ( 1+ eŷi ) (8)
由式 (5)可知，基于 XGBoost 的优惠券预测模

型第 t 棵树的目标函数。通过对损失函数在 ŷ t- 1i

处进行二阶泰勒展开，可以得到

Obj( t ) ≅ ∑
i= 1

n

[ L ( yi,ŷ ( t- 1)i )+ gi ft ( xi )+

1
2 hi f

2
t ( xi ) ]+ ∑

i= 1

t

Ω ( ft ) (9)

式中：Ω ( ft )是正则化部分，它表示集成树的复杂

度，由式 (4)给出。gi是第 i个观测值在 t- 1个模型

下的一阶偏导数的值，hi是第 i个观测值在 t- 1个
模型下的二阶偏导数的值，它们分别表示为

gi= ∂ ŷ( t- 1)L ( yi,ŷ ( t- 1))
hi= ∂2ŷ( t- 1)L ( yi,ŷ ( t- 1))

(10)

如果忽略式 (9)中的常数项，并代入第 1.1节式

(4)中的正则项，可将目标函数改写为

J ( t ) ≈ ∑
i= 1

n

[ giwq( xi ) +
1
2 ( hiw

2
q( xi ) ) ]+ γT+

 12 λ∑j= 1
T

w 2
j     

(11)

由于每个数据样本只对应一个叶节点，因此损

失函数也可以表示为每个叶节点的损失值之和，即

J ( t ) ≈ ∑
j= 1

T

[ ( ∑
i ∈ Ij

g i )wj+

1
2 ( ∑i ∈ Ij h i+ λ )w 2

j ]+ γT (12)

在式(12)中，Gj和Hj分别被定义为

Gj= ∑
i ∈ Ij

g i ,H j= ∑
i ∈ Ij

h i (13)

式中 Ij表示叶节点 j中的所有数据样本，故目标函

数的优化可以转换为二次函数的最小值问题，即：

在决策树中分割出一定的节点后，可以根据目标函

数来评估模型性能的变化。如果该节点分割后决

策树模型的性能有所提高，则采用此更改，否则将

停止分割。此外，目标函数优化时的正则化可以训

练预测分类器防止过拟合。基于上述分析，最终的

目标函数可表示为

Obj( t )=∑
j=1

T

[ ( ∑
i∈ Ij

g i )wj+
1
2 ( ∑i∈ Ij h i+λ )w

2
j ]+γT   =

  ∑
j=1

T

[ Gjwj+
1
2 ( Hj+λ )w 2

j ]+γT

(14)
进一步地，假设 XGBoost 决策树的结构是固

定的，即 q ( x )是固定的，Obj的一阶导数为 0，即目

标函数达到最佳，则可求得叶子节点 j 对应的参数

值为

w *
j =-

Gj

Hj+ λ
(15)

式(15)代入到式(14)中，则目标函数可简化为

Obj=- 1
2 ∑i= 1

T G 2
j

H i+ λ
+ γT (16)

综上所述，基于 XGBoost 的优惠券预测模型

构建分为以下 4个步骤：

(1)生成一个决策树；

(2) 计算在每个训练样本点处损失函数的一阶

导数 gi和二阶导数 hi；

(3) 通过贪婪策略生成新的决策树，计算每个

叶节点对应的预测值；

(4) 将新生成的决策树 ft ( x )添加到模型中并

继续迭代。

用划分好的训练集数据训练好 XGBoost模型

之后，就可以利用测试集数据用训练好的模型去预

测用户在领到优惠券之后的使用概率。
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2. 2 三分类模型

三分类的核心思想是在分类过程中根据预测

概率、分类成本决定预测用户是否会使用优惠券或

者延迟决策。

2. 2. 1 阈值的计算

在贝叶斯决策过程中，状态集合可以表示为

Ω={ X,¬X }，X和¬X分别表示 1个对象属于 X

和不属于 X。状态 X对应的 3个分类行为由 R=
{ aP,aB,aN }表示，aP 表示将用户划分到正域，会使

用优惠券；aN表示将用户划分到负域，不会使用优

惠券；aB表示将用户划分到边界域，延迟决策。这

些行为会产生 1个 3×2的成本矩阵。分类成本主

要包括误分类成本和学习成本。如果用户行动属

于 P，则 λPP ,λBP ,λNP 分别表示采取行动 aP ,aB ,aN 的

成本。其中，λNP 表示将拒绝正确推荐产生的误分

类成本，λBP是延迟推荐的学习成本；如果用户行动

属于 N，则 λPN ,λBN ,λNN 分别表示采取行动 aP ,aB ,aN
的成本。其中，λPN是接受错误推荐的误分类成本，

λBN是延迟不推荐的学习成本。则采取不同行为所

产生的成本矩阵如表 2所示。

因此，采取 aP ,aB ,aN这 3种行动下的期望损失

可分别表示为

TP= λPP P ( X | [ x ] )+ λPN P (¬X | [ x ] )
TB= λBP P ( X | [ x ] )+ λBN P (¬X | [ x ] ) (17)
TN= λNP P ( X | [ x ] )+ λNN P (¬X | [ x ] )

根据贝叶斯决策准则，需要选择期望损失最小

的行动集作为最佳行动方案。因此，可以得到 3条
三支决策规则(P)~(N)

(P) 若 TP ≤ TB 且 TP ≤ TN， 则 判 定

x ∈ POS( X )；
(B) 若 TB ≤ TP 且 TB ≤ TN， 则 判 定

x ∈ BND( X )；
(N) 若 TN ≤ TP 且 TN ≤ TB， 则 判 定

x ∈ NEG ( X )。
为了简化规则，考虑到每个对象只属于某一种

概念，假设

P ( X | [ x ] )+ P (¬X| [ x ] )= 1 (18)
此外，在分类过程中，由于误分类成本通常高

于延迟决策产生的学习成本，学习成本通常高于正

确分类的成本，可以假设

λPP ≤ λBP < λNP
λNN ≤ λBN < λPN

(19)

将式 (19)代入决策规则 (P)~(N)，且考虑阈值

大小关系 0 ≤ β < α ≤ 1，可计算得到如下条件

λNP- λBP
λBN- λNN

> λBN- λNN
λPN- λBN

(20)

根据式(20)，决策规则(P)~(N)可重写为

(P1)若 P ( X| [ x ] ) > α，则 x ∈ POS( X )；
(B1)若 β ≤ P ( X| [ x ] ) ≤ α，则 x ∈ BND( X )；
(N1)若 P ( X| [ x ] ) ≤ β，则 x ∈ NEG ( X )
结合决策规则 (P1)~(N1)，可以计算出阈值 α

和 β的取值为

α= λPN- λBN
( λPN- λBN )+( λBP- λPP )

β= λBN- λNN
( λBN- λNN )+( λNP- λBP )

(21)

2. 2. 2 平均成本计算

成本计算在整个分类过程中也十分重要，当给

定成本矩阵时，可求得平均成本如下

TC ( α,β )=TP ( α,β )+TB ( α,β )+TN ( α,β ) (22)
式中：TC ( α,β )表示在阈值为 α,β时所产生的总成

本，TP ( α,β )，TB ( α,β )和 TN ( α,β )分别表示阈值为

α,β时将用户划分为使用优惠券的成本、延迟分类

的 成 本 、将 用 户 划 分 为 不 使 用 优 惠 券 的 成 本 。

TP ( α,β )，TB ( α,β )，TN ( α,β )计算除式 (17)的计算

方式以外，还可以用式(23)进行计算

TP ( α,β )= λPP nPP+ λPN nPN
TB ( α,β )= λBP nBP+ λBN nBN
TN ( α,β )= λNP nNP+ λNN nNN

(23)

式中：nPP，nBP和 nNP分别表示将实际使用优惠券的

用户预测成已使用、延迟分类、未使用的数量 ;nPN，
nBN，nNN分别表示将未用优惠券的用户预测成了已

使用、延迟分类和未使用的数量。因此，可以进一

步由式 (24)计算出平均成本，它等于总成本除以总

样本数。

综上所述，在三分类算法中，人们可以根据预

测出的用户使用优惠券概率与阈值的大小关系将

对象划分到不同的决策域中，并对不同的区域采取

不同的决策策略。

avercost=
TC

n
=

λPP nPP+λPN nPN+λBP nBP+λBN nBN+λNP nNP+λNN nNN
nPP+nPN+nBP+nBN+nNP+nNN

(24)

表 2 三支决策的成本函数

Tab. 2 Cost functions for three‑way decision

项目

aP
aB
aN

X ( P )
λPP
λBP
λNP

¬X ( N )
λPN
λBN
λNN
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3 实验结果与分析

为了验证本文所提出算法的有效性，本节选取

随机森林、Adaboost,GBDT和 XGBoost作为基准

算法，进而将本文提出的基于 XGBoost的三分类

算法（TWD⁃XGBoost）与上述 4种基准算法作对比

分析。最后利用真实消费数据对各种算法的实验

结果进行比较。

3. 1 实验数据

本文使用的数据是来自天池平台的真实消费

数据，它包含在线消费数据和离线消费数据。本文

主要关注离线情况。离线数据集包含 1 754 884条
用户行为记录，其中用户 539 438条，商家 8 414条，

优惠券 9 738张。每个记录都可以看作是一个向量

(用户 ID、商户 ID、优惠券 ID、折扣率、距离、接收日

期、日期)。表 3是对上述字段的数据特征描述。

该数据集包含了从 2016年 1月 1日至 2016年
6月 30日之间真实消费行为。为了能够评估本文

提出的模型，在处理过程中对数据进行了划分，

2016年 1月 1日到 2016年 5月 31日的数据被当作

训练集，共 924 931条，2016年 6月 1日到 2016年 6
月 30日的数据被当作测试集，共 90 458条。

3. 2 评估指标

本文所讨论的评估指标主要选取分类质量和

分类成本两个维度。

首先，考虑到优惠券预测问题是 1个三分类问

题，类似于二分类问题，可用混淆矩阵进行性能评

价。真实类别和预测类别分为真正类(TP)、真负类

(TN)、假正类(FP)和假负类(FN)。与一般的二分类

问题不同，本文采用的数据正负样本不均衡，负样

本的数量远大于正样本的数量，所以为了更准确的

度量模型预测的效果，结合实际情况，本文采取精

确度(Precision)和AUC两个测度来评估模型。

精确度 (Precision)描述了判断为真的正例占所

有判断为真的样例比重，其计算方法为

Precision= TP
TP+ FP (25)

AUC⁃AUC是 ROC曲线的下面积，AUC值是

一个概率值，当随机挑选一个正样本以及一个负样

本，当前的分类算法根据计算得到的数值将这个正

样本排在负样本前面的概率就是AUC值。在评估

过程中，这两个值越大，说明模型效果越好。

其次，在计算分类成本时，主要考虑错误分类

所产生的误分类成本和延迟决策的学习成本。为

了简化模型，假设正确的分类决策不产生误分类成

本，即：λPP= λNN= 0。对于优惠券问题，将实际使

用了优惠券的顾客预测为未使用通常比将实际未

使用优惠券的顾客预测为使用了成本更高，即：

λPN ≤ λNP。根据上述假设，可以计算平均分类成

本为

avercost =
λPN nPN+ λBP nBP+ λBN nBN+ λNP nNP
nPP+ nPN+ nBP+ nBN+ nNP+ nNN

(26)

3. 3 实验分析与实验结果

为了验证本文提出的 TWD⁃XGBoost的优越

性，我们主要从分类质量和分类成本两个方面进行

测评。

从分类质量来看，选择了 4种集成算法作为基

准算法来进行对比分析，其中包括基于 Bagging的
随机森林算法，基于 Boosting的 Adaboost，GBDT
和 XGBoost算法。本文先对 4种基准算法在优惠

券预测问题上的各个指标进行比较，结果如表 4
所示。

由表 4可知，在优惠券预测问题中，上述 4种集

成算法的精确度、召回率、F1和 AUC排序均为：

XGBoost> GBDT> 随机森林>Adaboost。在比

较的这 4种算法中，分类效果最好的是 XGBoost。
考虑到 TWD⁃XGBoost的分类质量与成本有

关，下面研究分别固定 λNP和 λPN时，当其他成本参

数变化时，TWD⁃XGBoost的精确度和 AUC值的

变化情况，实验结果如表 5和表 6所示。其中，本文

成本参数的选择依据和范围均借鉴于文献 [12,
14⁃15,28]。

结合表 4—6可以看到，TWD⁃XGBoost算法

在表 5中任意成本组合下的精确度值均大于表 4中
4种集成算法的精确度；类似地，TWD⁃XGBoost算
法在任意成本组合下的 AUC值均大于表 4中 4种

表 3 数据特征描述

Tab. 3 Data feature description

属性名

User_id
Merchant_id
Coupon_id
Discount_rate
Distance

Date_received
Date

描述

用户 ID
商户 ID

优惠券 ID
优惠率

用户和商户的距离

领取优惠券日期

消费日期

表 4 各集成算法效果比较

Tab. 4 Comparisons of each integration

模型

随机森林

Adaboost
GBDT
XGBoost

精确度

0.721 1
0.716 4
0.723 8
0.734 9

召回率

0.844 5
0.738 3
0.815
0.885 7

F1
0.778 0
0.727 2
0.794 9
0.803 3

AUC
0.907 6
0.856 0
0.925 6
0.928 5
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集成算法的 AUC值。进一步地，由表 5可知，当

保持 λNP 和 λPN 不变时，λBP 越小，精确度越大；当

保持 λNP 和 λBP 不变时，λPN 越大，精确度越大；当

保持 λPN 和 λBP 不变时，λNP 越大，精确度越大；当

保持 λPN,λBN 和 λBP 不变时，无论 λNP 变大还是变

小，精确度都保持不变。究其原因，是因为精确

度 和 分 到 正 域 的 数 量 有 关 。 在 TWD⁃XGBoost
算法中，确定分到正域的数量由阈值 α决定，α越

大，表明对正域划分越严格，精确度就越高。 α
由阈值计算公式 (21)得出，其大小与 λBP 成反比，

与 λPN 成正比，与 λNP 无关。

为了进一步比较本文提出的 TWD⁃XGBoost
算法与 4种集成算法的分类质量，对上述 40组成

本组合下的精确度和 AUC值求平均，用均值来

刻画 TWD⁃XGBoost算法的测试结果，相关实验

结果如图 2所示。

图 2 表 明 ，相 较 于 其 他 4 种 集 成 算 法 ，

TWD⁃XGBoost算法不仅在精确度和 AUC指标上

存在一定优势，而且在分类质量上也表现良好。由

此可见，与常见的 4种集成算法相比，TWD⁃XG⁃
Boost的预测精确度更高，分类质量更好。

为了进一步验证TWD⁃XGBoost在分类成本，

分析了算法改进前后相应的决策成本变化情况。

由于在表 4的 4种集成算法中，只有 XGBoost考虑

了成本代价，故这里主要选取 TWD⁃XGBoost与
XGBoost两种算法作比较。表 7给出了当固定

λNP= 120时，两种算法的平均分类成本随着 λPN，

λBP 和 λBN 变 化 的 计 算 结 果 ；表 8 展 示 了 当 固 定

λPN= 80时，两种算法的平均分类成本随着 λNP，λBP
和 λBN变化的计算结果。

由表 7可知，当固定 λNP 时，无论 λPN，λBP 和 λBN
如何变化，TWD⁃XGBoost平均分类成本要低于

XGBoost算法；当固定 λPN时，同样满足上述大小关

表 6 TWD‑XGBoost算法的AUC值

Tab. 6 AUC of TWD‑XGBoost algorithm

AUC
( λNP,λPN )
(120，80)
(120，90)
(120，100)
(120，110)
(120，120)
(80，80)
(90，80)
(100，80)
(110，80)
(120，80)

λBP= λBN
35

0.951 2
0.951 2
0.951 2
0.950 9
0.950 8
0.935 6
0.941 6
0.946 5
0.949 1
0.951 2

30
0.955 5
0.955 5
0.955 3
0.955 3
0.955 2
0.943 0
0.947 4
0.950 8
0.953 2
0.955 5

25
0.959 0
0.958 9
0.958 9
0.958 7
0.958 7
0.949 4
0.952 4
0.955 4
0.957 3
0.959 0

20
0.962 2
0.962 1
0.962 1
0.962 0
0.961 8
0.955 2
0.957 6
0.959 7
0.961 0
0.962 2

表 5 TWD‑XGBoost算法的精确度

Tab. 5 Precision of TWD‑XGBoost algorithm

精确度

( λNP,λPN )
(120，80)
(120，90)
(120，100)
(120，110)
(120，120)
(80，80)
(90，80)
(100，80)
(110，80)
(120，80)

λBP= λBN
35

0.745 8
0.752 7
0.759 4
0.763 3
0.766 4
0.745 8
0.745 8
0.745 8
0.745 8
0.745 8

30
0.754 7
0.761 6
0.765 4
0.770 2
0.773 1
0.754 7
0.754 7
0.754 7
0.754 7
0.754 7

25
0.763 8
0.769 1
0.773 0
0.775 5
0.779 4
0.763 8
0.763 8
0.763 8
0.763 8
0.763 8

20
0.773 1
0.776 9
0.781 0
0.782 6
0.784 9
0.773 1
0.773 1
0.773 1
0.773 1
0.773 1

图 2 各集成算法的分类效果比较

Fig. 2 Classifying quality comparisons of each integration algorithm

表 7 TWD‑XGBoost与 XGBoost算法在不同 λ取值下的

成本比较

Tab. 7 Cost comparison of TWD‑XGBoost with XG‑

Boost algorithm under different lambda values

平均分类成本

XGBoost算法

λBN= λBP

35
30
25
20

λPN
120
4.288 8
3.918 2
3.721 9
3.505 9
3.263 0

110
4.025 5
3.732 3
3.552 3
3.363 2
3.121 3

100
3.762 3
3.533 9
3.386 1
3.195 8
2.966 6

90
3.499 1
3.334 2
3.195 4
3.030 0
2.821 6

80
3.235 8
3.115 1
3.000 2
2.855 0
2.661 2
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系。同时，当保持误分类成本 λNP和 λPN不变时，平

均分类成本将随着学习成本 λBP的减小而减小；当

保持学习成本 λBP和误分类成本 λPN不变时，平均分

类成本将随着误分类成本 λNP的减小而减小。

此外，在表 7与表 8的实验基础上，进一步考虑

了不同成本条件下 TWD⁃XGBoost误分类数量与

延迟分类数量，计算结果如表 9所示。其中，nPN表
示用户实际未用但预测为用了的错误数量，nB=
nBP+ nBN 表示延迟分类的数量，nNP 表示用户实际

用了但预测未用的数量。通过表 9可得：当保持

λNP和 λPN不变时，λBP越小，nPN和 nNP越小，nB越大。

这说明当学习成本减小时，延迟分类的数量会增

加，误分类数量会减少。类似地，当保持 λNP 和 λBP
不变时，λPN越小，nB就越小，nPN越大；当保持 λPN和
λBP 不变时，λNP 越小，nB 就越小，nNP 越大。故当误

分类成本减小时，延迟分类的数量会减少，误分类

数量就会增加。由此可见，在TWD⁃XGBoost算法

中，决策结果会向较小成本的决策区域进行偏移。

综合表 7—9的实验结果，可以发现：与 XG⁃
Boost算法不同，TWD⁃XGBoost采用三分类方法，

通过延迟分类减少了系统的误分类数量，将不确定

的部分划分在边界域，极大地降低了误分类成本，

从而降低了平均分类成本，使得总成本减小。另

外，TWD⁃ XGBoost算法中的三分类方法结果偏

向分类成本较小的决策区域，这也符合人们实际的

决策行为。

综上所述，通过对分类质量和分类成本的分

析，相对 4 种集成算法，本文提出的 TWD⁃XG⁃
Boost能更好地预测用户的使用偏好，在明显提高

用户分类质量的同时，也降低了用户分类成本。

4 结 论

本文将三支决策引入到 XGBoost中，提出了

一种基于 XGBoost的三分类算法，用于解决优惠

券使用预测问题。该算法在传统的 XGBoost算法

的基础上，引入三支决策“分而治之”和“化繁为简”

思想，结合误分类成本、学习成本以及贝叶斯决策

将决策空间划分为 3个不同的区域，对不同区域上

的样本进行相应处理：对正域和负域的样本直接给

出预测结果，对边界域中的样本延迟决策。最后，

通过天池平台提供的实际数据对 XGBoost三分类

算法进行算法测评。实验结果表明，相较于本文提

到的其他集成算法，本文提出的算法 TWD⁃XG⁃
Boost在处理优惠券预测问题时，分类质量和分类

成本都有明显改进。在未来的工作中，笔者将继续

优化算法，进一步提高优惠券使用预测的精确度和

降低分类过程中的平均成本，并将该算法扩展到其

他实际推荐问题中去。
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表 8 TWD‑XGBoost与 XGBoost算法在不同 λ取值下的

成本比较

Tab. 8 Cost comparison of TWD‑XGBoost with XG‑

Boost algorithm under different lambda values

平均分类成本

XGBoost

λBN= λBP

35
30
25
20

λNP
120
3.235 8
3.115 1
3.000 2
2.855 0
2.661 2

110
3.141 7
3.049 1
2.953 1
2.806 4
2.623 5

100
3.047 5
2.981 6
2.898 9
2.760 2
2.576 3

90
2.953 4
2.919 3
2.838 7
2.713 2
2.527 1

80
2.859 2
2.837 6
2.774 0
2.653 5
2.480 8

表 9 不同成本条件下 TWD‑XGBoost产生的误分类数和延迟分类数

Tab. 9 Number of classification errors and delayed classification generated by TWD‑XGBoost

under different cost conditions

( λNP,λPN )

(120，80)
(120，90)
(120，100)
(120，110)
(120，120)
(80，80)
(90，80)
(100，80)
(110，80)
(120，80)

λBP= λBN= 35
nPN
2 164
2 043
1 924
1 846
1 786
2 164
2 164
2 164
2 164
2 164

nB
1 316
1 566
1 830
2 023
2 181
617
860
1 053
1 189
1 316

nNP
484
484
484
484
484
723
629
554
515
484

λBP= λBN= 30
nPN
2 001
1 879
1 806
1 731
1 680
2 001
2 001
2 001
2 001
2 001

nB
1 877
2 155
2 338
2 504
2 632
1 286
1 472
1 631
1 757
1 877

nNP
422
422
422
422
422
603
538
490
455
422

λBP= λBN= 25
nPN
1 834
1 745
1 680
1 630
1 575
1 834
1 834
1 834
1 834
1 834

nB
2 505
2 715
2 867
3 011
3 131
1 962
2 124
2 270
2 380
2 505

nNP
373
373
373
373
373
505
463
422
396
373

λBP= λBN= 20
nPN
1 680
1 613
1 553
1 515
1 475
1 680
1 680
1 680
1 680
1 680

nB
3 164
3 318
3 457
3 578
3 691
2 632
2 771
2 930
3 052
3 143

nNP
330
330
330
330
330
422
390
363
346
330
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